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Περίληψη  

Ο στόχος αυτής της εργασίας είναι  η ανάλυση των ημερήσιων πωλήσεων τριών 

προϊόντων της εταιρίας Kaggle, σε δύο αλυσίδες καταστημάτων της εταιρίας που 

εδρεύουν σε τρεις χώρες της Β. Ευρώπης και στην συνέχεια να γίνει πρόβλεψη των 

πωλήσεων του έτους 2019 βασιζόμενοι στα δοσμένα δεδομένα των προηγούμενων ετών. 

Για την επίτευξη του στόχου αυτού αρχικά αναπτύχθηκε διερευνητική ανάλυση των 

δοσμένων δεδομένων, με σκοπό την καλύτερη κατανόηση τους και την ανάδειξη 

μοτίβων. Στην συνέχεια μέσω της μηχανικής των μεταβλητών, προετοιμάσαμε 

κατάλληλα τα δεδομένα μας για την κατασκευή του προβλεπτικού μοντέλου. Στην τελική 

φάση της μελέτης εφαρμόστηκε ο αλγόριθμος μηχανικής μάθησης που έχει επιλεγεί  και 

αξιολογήθηκαν τα αποτελέσματα του με βάση τον δείκτη SMAPE. 
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Abstract 

The main purpose of this thesis is to analyse the daily sales of three Kaggle products, in 

two different branches of the company, placed in three countries of North Europe. After 

that, we had to predict the sales of those products for the year 2019 based in historic sales 

of data. 

To achieve our goal we have implemented exploratory data analysis for better 

understanding of the dataset and its patterns. In addition, we used features engineering to 

prepare the data for the model construction. We applied the machine learning algorithm 

that we have chosen in order to get the predictions and lastly, we evaluated them by using 

the metric SMAPE. 

 

  



   

 

 

 

1.Εισαγωγή 

1.1.Διατύπωση προβλήματος 

Με το πέρασμα των ετών και την ανάπτυξη της τεχνολογίας, υπήρξε ραγδαία αύξηση του 

όγκου του δεδομένων που έχει διαθέσιμα η κάθε επιχείρηση να επεξεργαστεί και να 

αξιοποιήσει. Ζωτικής σημασίας διαδικασίες για την εκάστοτε επιχείρηση, όπως η 

πρόβλεψη των πωλήσεων των προϊόντων ή των υπηρεσιών της, βασίζονται στα δεδομένα 

που συλλέγονται και εν συνεχεία εκτιμώνται ως σημαντικά ή μη. 

Η πρόβλεψη πωλήσεων προσθέτει αξία σε έναν οργανισμό, καθώς μέσω αυτής είναι σε 

θέση να λάβει καλύτερες επιχειρηματικές αποφάσεις, βοηθά στο συνολικό σχεδιασμό 

του επιχειρηματικού πλάνου, τον προϋπολογισμό των οικονομικών στοιχείων και τέλος 

τη διαχείριση πιθανών μελλοντικών κινδύνων. Όσο ακριβέστερες είναι οι προβλέψεις, η 

επιχείρηση μπορεί να επωφεληθεί ποικιλοτρόπως. Για παράδειγμα σε περιπτώσεις 

χαμηλών μελλοντικών επιδόσεων των προϊόντων της, θα μπορέσει να γνωρίζει από πριν 

την τάση αυτή και να εκμεταλλευτεί τους πόρους της για την ανατροπή όσο των δυνατών 

της κατάστασης αυτής. Αντίθετα σε περιπτώσεις αισιόδοξων προβλέψεων και το 

κατάλληλο επιχειρηματικό σχεδιασμό μπορεί να επιτύχει ταχύτερη ανάπτυξη του κύκλου 

εργασιών της. Με όσα αναφέρθηκαν μέχρις εδώ, γίνεται κατανοητή η σημαντικότητα της 

πρόβλεψης των πωλήσεων. 

Εργαλείο στα χέρια των υπευθύνων της κάθε επιχείρησης που ασχολούνται με την 

κατανόηση και την επεξεργασία των δεδομένων του κάθε οργανισμού προκειμένου να 

προβλέπουν τις πωλήσεις για το διάστημα ενδιαφέροντος τους, πέρα από τις 

παραδοσιακές μεθόδους στατιστικής, αποτελεί τα τελευταία χρόνια και η μηχανική 

μάθηση. 

Μέσω της διαδικασίας εκπαίδευσης ενός μοντέλου με χρήση των κατάλληλων 

δεδομένων, επιτυγχάνεται η εκμάθηση του τρόπου που επηρεάζει το κάθε 

χαρακτηριστικό το σταθμισμένο αποτέλεσμα της πρόβλεψης. Στο τελικό στάδιο το 

μοντέλο αυτό εφαρμόζεται σε δεδομένα που δεν έχει ξαναδεί και με τον τρόπο αυτό 

λαμβάνονται οι πολύτιμες προβλέψεις. 

 

 



   

 

 

 

1.2.Σκοπός της μελέτης 

Σκοπός της μελέτης αυτής είναι να παρουσιαστεί αρχικά ο διαγωνισμός Tabular 

Playground του μήνα Ιανουαρίου για το έτος 2022,  που αποτελεί μέρος μια μηνιαίας 

σειράς διαγωνισμών οι οποίοι λαμβάνουν χώρα διαδικτυακά στην πλατφόρμα Kaggle. 

Έπειτα μελετήθηκαν τα χαρακτηριστικά του συνόλου δεδομένων και των παρατηρήσεων 

τους που δόθηκαν από τον διαγωνισμό πριν τελικά εφαρμοστεί ο αλγόριθμος XGboost 

για την πρόβλεψη των πωλήσεων του έτους  2019 που αποτελεί και το ζητούμενο. 

Μέσω των διαδικασιών αυτών επιτεύχθηκε η εφαρμογή μεθόδων μηχανικής μάθησης για 

την πρόβλεψη των τιμών της χρονοσειράς,  που αφορά τις πωλήσεις διαφορετικών 

προϊόντων στα καταστήματα της εταιρίας σε τρεις χώρες. 

Απώτερος στόχος είναι με την χρήση των προβλέψεων αυτών,  η εταιρία να μπορέσει να 

επιλέξει μεταξύ των δύο αλυσίδων καταστημάτων,  ποια από αυτές θα αποτελέσει 

μελλοντικά τον επίσημο μεταπωλητή των προϊόντων της. 

  



   

 

 

 

1.3. Δομή της εργασίας 

Στο δεύτερο κεφάλαιο της παρούσης διατριβής παρουσιάζεται αναλυτικά η σειρά 

διαγωνισμών της πλατφόρμας με  αναλυτική περιγραφή των μηνών που προηγήθηκαν  

και των συνόλων δεδομένων που δόθηκαν προς ανάλυση στους συμμετέχοντες. Στο ίδιο 

κεφάλαιο αναλύονται και οι όροι του διαγωνισμού για τον οποίο γίνεται αυτή η ανάλυση, 

όπως και η μετρική που έχει οριστεί ως δείκτης απόδοσης των προβλεπτικών μοντέλων. 

Συγκεκριμένα σε αυτή την εργασία θα ασχοληθούμε με τα δεδομένα του διαγωνισμού 

Ιανουαρίου 2022. Στο τελευταίο κομμάτι της ενότητας αυτής γίνεται μια πρώτη 

παρουσίαση του συνόλου δεδομένων που παρέχονται προς ανάλυση.  

Στο κεφάλαιο τρία παρουσιάζεται η διερευνητική ανάλυση των χαρακτηριστικών του 

συνόλου και των παρατηρήσεων τους. Πιο συγκεκριμένα αρχικά αναφερόμαστε στην 

σημασία της διαδικασίας για την επίτευξη καλύτερων αποτελεσμάτων καθώς και τα 

βασικά βήματα της όπως αυτά αναφέρονται στην βιβλιογραφία. Η  ενότητα συνεχίζεται 

με την υλοποίηση των βημάτων,  όπως η διαχείριση των ακραίων και ελλιπών τιμών,  η 

επιλογή των χαρακτηριστικών που θα συμμετέχουν τελικά στην εκπαίδευση του 

μοντέλου καθώς και μια ανάλυση της εποχικότητας που βρέθηκε στα δεδομένα. 

Το τέταρτο κεφάλαιο περιλαμβάνει μια υλοποίηση της μοντελοποίησης των δεδομένων 

του συνόλου εφαρμόζοντας μηχανική μάθηση. Πιο συγκεκριμένα το πρόβλημα της 

πρόβλεψης των τιμών της χρονοσειράς μετατρέπεται σε πρόβλημα εποπτευόμενης 

μηχανικής μάθησης. Το λογισμικό που χρησιμοποιήθηκε για την πρόβλεψη της 

εξαρτημένης μεταβλητής είναι η γλώσσα προγραμματισμού Python  ενώ ο αλγόριθμος 

που επιλέχθηκε για την συγκεκριμένη μελέτη είναι ο XGboost που βασίζεται σε δέντρα 

αποφάσεων ο οποίος είναι γρήγορος και  υψηλής απόδοσης. Μετά και την κατασκευή 

του μοντέλου ακολουθεί  η αξιολόγηση του καθώς και η ερμηνεία του μέσω της 

βιβλιοθήκης Shap. 

 

 

  



   

 

 

 

2.Tabular Playground Series 

2.1.Σχετικά με τον διαγωνισμό 

Πρόκειται για μια σειρά ανοιχτών στο ευρύ κοινό διαγωνισμών,  η οποία διεξάγεται 

μηνιαία με διοργανωτή την ίδια την πλατφόρμα του Kaggle.  

 

Η αρχή έγινε  το μήνα Ιανουάριο του έτους 2021 με σκοπό να  εξεταστεί αν κάτι τέτοιο 

θα ενδιέφερε την κοινότητα των αναλυτών, αν και παρόμοιες σειρές διαγωνισμών 

υπήρχαν και παλιότερα στην πλατφόρμα. Η ανταπόκριση από πλευράς συμμετοχών ήταν 

σημαντική, καθώς μπορούσαν να λάβουν μέρος τόσο άτομα με λίγες γνώσεις  στο 

αντικείμενο όσο και πιο έμπειροι αναλυτές.  

 

Συγκεκριμένα τα datasets τα οποία διατίθενται κάθε φορά στην αρχή του μήνα,  είτε 

πραγματικά είτε κατασκευασμένα μερικές φορές με συγκεκριμένες ιδιότητες, έχουν ήδη 

την μορφή πινάκων και  είναι σχετικά απλούστερα σε σχέση με άλλους διαγωνισμούς,  

ως προς τον αριθμό των χαρακτηριστικών προς μελέτη. 

 

2.2.Σκοπός 

Ο κύριος σκοπός για την διεξαγωγή αυτού του μηνιαίου διαγωνισμού είναι αρχικά 

εκπαιδευτικός, καθώς άτομα καινούρια στον χώρο της ανάλυσης δεδομένων που 

ενδιαφέρονται να εξασκήσουν τις νεοαποκτηθείσες γνώσεις τους στο αντικείμενο 

μπορούν να τις χρησιμοποιήσουν εμπράκτως. Στην ίδια πλατφόρμα παρέχονται και 

ηλεκτρονικά μαθήματα για το σκοπό αυτό.  

 

Από την άλλη πλευρά ιδιαίτερο ενδιαφέρον για την σειρά διαγωνισμών εκδηλώθηκε με 

τον καιρό και από πιο έμπειρους στο αντικείμενο αναλυτές, καθώς λόγω της πιο 

απλουστευμένης μορφής των δεδομένων είχαν την δυνατότητα να χρησιμοποιήσουν 

διαφορετικά σε πολυπλοκότητα μοντέλα  και διαδικασίες που έχουν δυσκολότερη και 

πιο χρονοβόρα εφαρμογή σε άλλες συλλογές δεδομένων. 

 

Έτσι όλοι μπορούν αν έχουν μια εμπειρία  διαγωνισμού από την μελέτη των μεταβλητών, 

την κατασκευή του μοντέλου αλλά και την τελική υποβολή της μελέτης τους,  για την 

οποία θα λάβουν ένα score επίδοσης από την πλατφόρμα.  

Επίσης παρέχεται και η δυνατότητα επικοινωνίας μεταξύ των συμμετεχόντων με σκοπό 

την ανταλλαγή απόψεων για βελτιστοποίηση των αποτελεσμάτων του καθενός. 



   

 

 

 

2.3.Ιστορικό διαγωνισμού 

Ιανουάριος 2021 

Ομάδες που συμμετείχαν: 1.728  

Στόχος ανάλυσης: Η πρόβλεψή της τιμής μιας συνεχόμενης μεταβλητής-στόχου,   

βασιζόμενοι σε τιμές 14 συνεχών παραμέτρων.  

 

Φεβρουάριος 2021 

Ομάδες που συμμετείχαν: 1.433 

Στόχος ανάλυσης: Η πρόβλεψή της τιμής μια συνεχόμενης μεταβλητής-στόχου,   

βασιζόμενοι σε τιμές 14 μεταβλητών. Σε αυτήν την περίπτωση αντίθετα με τον 

διαγωνισμό του προηγούμενου μήνα οι δοσμένες μεταβλητές είναι τόσο συνεχείς αλλά 

και κατηγορηματικές. 

 

Μάρτιος 2021 

Ομάδες που συμμετείχαν: 1.495 

Στόχος ανάλυσης: Η πρόβλεψή της τιμής μια συνεχόμενης μεταβλητής-στόχου,   

βασιζόμενοι σε τιμές δοσμένων μεταβλητών. Σε αυτήν την εκδοχή του διαγωνισμού 

υπάρχουν περισσότερα χαρακτηριστικά προς μελέτη. 

 

Απρίλιος 2021 

Ομάδες που συμμετείχαν: 1.244 

Στόχος ανάλυσης: Βασιζόμενοι στο πραγματικό dataset ‘Titanic’ το οποίο περιέχει 

στοιχεία για τους επιβάτες του πλοίου και διάφορα χαρακτηριστικά τους και αποτελεί  

dataset άλλου διαγωνισμού, έχει δημιουργηθεί ένα καινούριο σύνολο δεδομένων με 

στατικά παρόμοιες ιδιότητες με σκοπό και πάλι την εκπαίδευση μοντέλου το οποίο θα 

είναι σε θέση να προβλέψει την επιβίωση ή όχι του εκάστοτε επιβάτη.  

 

H δημιουργία τέτοιων συνόλων δεδομένων γίνεται με χρήση CTGAN, που είναι μια Deep 

Learning γεννήτρια συνθετικών δεδομένων, η οποία βασιζόμενη σε πραγματικά 

δεδομένα δημιουργεί συνθετικούς κλώνους υψηλής πιστότητας ως προς τις ιδιότητες των 

αρχικών δεδομένων.   



   

 

 

 

Μάϊος 2021 

Ομάδες που συμμετείχαν: 1.097 

Στόχος ανάλυσης: Το σύνολο δεδομένων που δίνεται, είναι συνθετικό και έχει φτιαχτεί 

με τη χρήση CTGAN από κάποιο πραγματικό dataset, με σκοπό την κατηγοριοποίηση 

προϊόντων ηλεκτρονικού εμπορίου. Για την μελέτη δίνονται τέσσερεις ανώνυμες 

ιδιότητες για το κάθε προϊόν.  

 

Ιούνιος 2021 

Ομάδες που συμμετείχαν: 1.171 

Στόχος ανάλυσης: Το δοσμένο σύνολο δεδομένων είναι και πάλι συνθετικό, 

δημιουργήθηκε με τη χρήση CTGAN από κάποιο πραγματικό dataset, με σκοπό την 

κατηγοριοποίηση ενός προϊόντος ηλεκτρονικού εμπορίου. Σε αυτήν την περίπτωση οι 

ιδιότητες του κάθε προϊόντος που σχετίζονται με την κατηγοριοποίηση τους και δίνονται 

στο dataset είναι περισσότερες και συγκεκριμένα εννιά στο αριθμό.  

 

Ιούλιος 2021 

Ομάδες που συμμετείχαν: 1.293 

Στόχος ανάλυσης: Η πρόβλεψη των τιμών τριών μεταβλητών που σχετίζονται με την 

μόλυνση του αέρα ανά χρονική στιγμή,  έχοντας σαν σημείο αναφοράς τις τιμές που μας 

δίνουν πέντε αισθητήρες καθώς επίσης και απλές καιρικές μετρήσεις όπως η 

θερμοκρασία και η υγρασία. 

 

Αύγουστος 2021 

Ομάδες που συμμετείχαν: 1.753 

Στόχος ανάλυσης: Ζητήθηκε από τους συμμετέχοντες να δημιουργηθεί και να 

εκπαιδευτεί μοντέλο το οποίο θα προβλέπει με όσο το δυνατόν μεγαλύτερη ακρίβεια τις 

τιμές μια ακέραιας μεταβλητής με την βοήθεια τιμών χρήσιμων χαρακτηριστικών. 

 

Σεπτέμβριος 2021 

Ομάδες που συμμετείχαν: 1.942 

Στόχος ανάλυσης: Στο σύνολο δεδομένων ζητείτε να προβλεφθεί η πιθανότητα ένας 

πελάτης να καταθέσει αίτηση επιστροφής χρημάτων από ασφαλιστική κάλυψη με 

βασιζόμενοι σε διάφορα χαρακτηριστικά του. 

 



   

 

 

 

Οκτώβριος 2021 

Ομάδες που συμμετείχαν: 1.089 

Στόχος ανάλυσης: Έχοντας ως στόχο την πρόβλεψη των τιμών μιας μεταβλητής,  η οποία 

είναι δυαδική,  ο αναλυτής μπορεί να χρησιμοποιήσει τις τιμές δοσμένων μεταβλητών οι 

οποίες είναι είτε δυαδικές είτε συνεχείς.  

 

Νοέμβριος 2021 

Ομάδες που συμμετείχαν: 1.362 

Στόχος ανάλυσης: Δίνονται οι τιμές από εκατό μεταβλητές με σκοπό την όσο καλύτερη 

πρόβλεψη της τιμής της δυαδικής μεταβλητής-στόχου. Το σύνολο των δεδομένων είναι 

συνθετικό και προέκυψε από την χρήση GAN που εκπαιδεύτηκε σε πραγματικά δεδομένα 

να κατηγοριοποιεί ένα email ως spam/ανεπιθύμητο ή όχι. 

 

Δεκέμβριος 2021 

Ομάδες που συμμετείχαν: 1.188 

Στόχος ανάλυσης : Χρησιμοποιώντας σαν βάση το πραγματικό dataset Forest Cover Type 

Prediction,  έχει δημιουργηθεί μέσω GAN ( τύπος νευρολογικού δικτύου που δημιουργεί 

νέα δεδομένα) ένα νέο dataset. Το νέο σύνολο έχει διαφορές από το πρωτότυπό όπως το 

μέγεθος του, που είναι αρκετά μεγαλύτερο. 

 

Ιανουάριος 2022 

Ομάδες που συμμετείχαν: 1.591 

Στόχος ανάλυσης: Το σύνολο δεδομένων αυτού του διαγωνισμού που δίνεται, στοχεύει 

την πρόβλεψη των ετήσιων πωλήσεων δύο ανεξάρτητων αλυσίδων καταστημάτων, που 

πωλούν αντικείμενα με το λογότυπο της εταιρίας Kaggle. Η εταιρία ζητά βοήθεια στην 

πρόβλεψη των πωλήσεων ώστε να αποφασίσει ποια από τις δύο αλυσίδες θα γίνει η 

επίσημη μεταπωλήτρια των προϊόντων της. 

 

Φεβρουάριος 2022 

Ομάδες που συμμετείχαν: 1.255 

Στόχος ανάλυσης: Ζητείται η ταξινόμηση 10 διαφορετικών ειδών βακτηριδίων,  

χρησιμοποιώντας δεδομένα μιας τεχνικής ανάλυσης γονιδιώματος,  η οποία έχει κάποια 

απώλεια δεδομένων καθώς και συμπίεση αυτών.  



   

 

 

 

Το ιδιαίτερο σε αυτό το σύνολο δεδομένων είναι ότι θα πρέπει να επιτευχθεί η 

κατηγοριοποίηση των ειδών από ελλιπή δεδομένα.  

 

Μάρτιος 2022 

Ομάδες που συμμετείχαν: 956 

Στόχος ανάλυσης: To ζητούμενο είναι η πρόβλεψη της 12-ωρης ροής κυκλοφορίας σε 

μια μητρόπολη της Αμερικής. Για την επίτευξη του στόχου παρέχονται δεδομένα χρονικά 

και γεωγραφικά. Στόχος είναι να εξασκηθούν οι αναλυτές στις χωρο-χρονικές 

προβλέψεις, σ΄ ένα εξαιρετικά δυναμικό δίκτυο κυκλοφορίας. 

 

Απρίλιος 2022 

Ομάδες που συμμετείχαν: 816 

Στόχος ανάλυσης: Δοσμένων χιλιάδων ακολουθιών των 60 δευτερολέπτων, από 

βιολογικούς αισθητήρες και από αρκετές εκατοντάδες χρηστών, ζητείται η 

κατηγοριοποίηση του εκάστοτε χρήστη σε μία από τις δύο πιθανές καταστάσεις. 

 

Μάϊος 2022 

Ομάδες που συμμετείχαν: 1.151 

Στόχος ανάλυσης:  Ζητείται η πρόβλεψη της κατάστασης στην οποία βρίσκεται μια 

μηχανή, χρησιμοποιώντας προσομοιωμένα δεδομένα ελέγχου. Τα δεδομένα έχουν 

διάφορες αλληλεπιδράσεις χαρακτηριστικών που μπορεί να είναι σημαντικές για τον 

προσδιορισμό της κατάστασης του μηχανήματος. 

 

Ιούνιος 2022 

Ομάδες που συμμετείχαν: 517 (ανοιχτός διαγωνισμός) 

Στόχος ανάλυσης: Σε αυτό το σύνολο δεδομένων υπάρχουν ελλειπούσες τιμές και 

αντικείμενο της μελέτης είναι να βρεθεί ο καλύτερος τρόπος διαχείρισης αυτών των 

missing values και  η πρόβλεψης τους. 

 

 

  



   

 

 

 

2.4.Μετρική Απόδοσης Μοντέλου 

Για την συγκεκριμένη ανάλυση του μήνα Ιανουαρίου 2022, ως κριτήριο ακρίβειας των 

προβλέψεων  του εκάστοτε μοντέλου χρησιμοποιείται το  Συμμετρικό μέσο απόλυτο 

ποσοστιαίο σφάλμα ( Symmetric Mean Absolute Percentage Error ή SMAPE)  

 

Ο δείκτης για να ελέγξουμε την ακρίβεια των προβλέψεων,  SMAPE, είναι απαλλαγμένος 

από μονάδες μέτρησης και τον χρησιμοποιούμε για να συγκρίνουμε την ακρίβεια μιας ή 

περισσοτέρων μεθόδων προβλέψεων (μοντέλα) αλλά και για μία ή περισσότερες  

χρονοσειρές, ενώ εκφράζει τα σφάλματα σε ποσοστιαία μορφή.  

 

Πιο αναλυτικά ο τύπος υπολογισμού αυτού του δείκτη είναι:  

 

 

Όπου:  

At είναι οι πραγματικές τιμές  

Ft είναι οι τιμές που πήραμε ως πρόβλεψη  

N είναι ο αριθμός των διαθέσιμων παρατηρήσεων 

 

 Ορίζεται η τιμή του δείκτη να είναι SMAPE = 0,  όταν η πραγματική Αi αλλά και 

η προβλεπόμενη τιμή Fi  μιας παρατήρησης είναι μηδέν.  

 Έχει άνω και κάτω όριο στο ποσοστό των σφαλμάτων,  0%-200% 

 Ο συγκεκριμένος συμμετρικός δείκτης SMAPE προτιμάται έναντι του απλού 

δείκτη MAPE για να ξεπεράσει προβλήματα απροσδιοριστίας κατά την εφαρμογή 

του σε χρονοσειρές διακοπτόμενης ζήτησης.  

 Αν και ο δείκτης παρουσιάζεται ως πιο συμμετρικός έναντι του MAPE δεν 

καταφέρνει να αντιμετωπίσει με τον ίδιο ισότιμο τρόπο τόσο τις απαισιόδοξες 

(under-forecast) όσο και τις αισιόδοξες προβλέψεις (over-forecast). 

Χαρακτηριστικό παράδειγμα αυτού είναι το ακόλουθο 

Over-forecasting:    At = 100 and Ft = 120, SMAPE = 18.18% 

 Under-forecasting:  At = 100 and Ft = 80, SMAPE = 22.22%. 

Εικόνα1:  Μαθηματικός τύπος SMAPE   



   

 

 

 

2.5.Σύνολο Δεδομένων - Dataset    

Τα δεδομένα που παρέχονται από τον διαγωνισμό  με τίτλο Tabular Playground Series 

Jan 2022 αφορούν τις πωλήσεις των ετών 2015 έως 2018 των δύο αλυσίδων 

καταστημάτων της εταιρίας Kaggle για τρία προϊόντα.  

 

Οι δοσμένες χρονικές σειρές περιλαμβάνουν την ημερήσια ποσότητα των πωλήσεων  των 

συγκεκριμένων προϊόντων ομαδοποιημένων ιεραρχικά,  ξεκινώντας από το επίπεδο της 

ημερομηνίας των πωλήσεων ( χρονικό επίπεδο),  συνεχίζοντας στο γεωγραφικό επίπεδο 

(χώρα ), ακολουθεί  το επίπεδο του καταστήματος και τέλος το είδος του προϊόντος.   

 

Πιο συγκεκριμένα τα δεδομένα που παρέχονται αφορούν:  

 

Προϊόντα: Mugs,  Hats,  Stickers 

Αλυσίδες καταστημάτων: KaggleMart, KaggleRama 

Χώρες: Sweden, Finland, Norway 

Έτη πωλήσεων:  2015,2016,2017,2018 και άρα 1-1-2015 έως 31-12-2018 

 

Το σύνολο των παρατηρήσεων προκύπτει από  

i. 1,461 ημέρες  (4*365+1) αφού έχουμε 4 έτη των 365 ημερών + μια επιπλέον 

ημέρα,  καθώς το 2016 ήταν δίσεκτο έτος  

ii. 2 καταστήματα 

iii. 3 χώρες  

iv. 3 προϊόντα 

Επομένως  καταλήγουμε στις 1461*2*3*3=26,298 εγγραφές στο αρχικό σύνολο 

δεδομένων μας εφόσον και δεν υπάρχουν ελλείπουσες εγγραφές. 

 

  



   

 

 

 

3.Διερευνητική Ανάλυση Δεδομένων -ΕDA Exploratory Data Analysis 

3.1.Εισαγωγή 

Η ανάλυση αυτή αφορά το σημαντικό κομμάτι της διεξαγωγής σε πρωταρχικό στάδιο 

ερευνών στο  dataset , με σκοπό να ανακαλύψουμε πιθανά μοτίβα, ανωμαλίες  αλλά και 

ελλείψεις στα άγνωστα για τον αναλυτή δεδομένα. Κατανοώντας έτσι την φύση των 

δεδομένων δίνεται η δυνατότητα καλύτερης κατανόησης του προβλήματος.  

Επίσης με την βοήθεια συνοπτικών γραφικών και στατιστικών αναπαραστάσεων 

ελέγχονται σε αυτό το στάδιο διάφορες στατιστικές υποθέσεις. (Milo & Somech, 2020). 

Η διερευνητική ανάλυση δεδομένων αρχικά περιεγράφηκε από τον Tukey (1961 ) σαν 

μια διαδικασία κατά την οποία “looking at data to see what it seems to say”. Πιο 

συγκεκριμένα όρισε την όλη ανάλυση σαν "Procedures for analyzing data, techniques for 

interpreting the results of such procedures, ways of planning the gathering of data to make 

its analysis easier, more precise or more accurate, and all the machinery and results of 

(mathematical) statistics which apply to analyzing data." 

Στόχοι κατά την διενέργεια της  διερευνητικής ανάλυσης είναι:  

 Να ανακαλύψουμε αναπάντεχα ευρήματα στα δεδομένα 

 Να προτείνουμε υποθέσεις για τα αίτια των  παρατηρούμενων φαινομένων 

 Να αξιολογήσουμε τις εικασίες πάνω στις οποίες θα βασιστούν τα στατιστικά 

συμπεράσματα 

 Ανεύρεση των κατάλληλων στατιστικών εργαλείων και τεχνικών  

 Να παρέχουμε την βάση για περαιτέρω συλλογή δεδομένων  

 

3.2.Τύποι Διερευνητικής Ανάλυσης 

- Μη γραφική,  μιας μεταβλητής 

Η πιο απλή μορφή ανάλυσης μιας και αφορά μια μόνο μεταβλητή και επομένως δεν 

μελετά συσχετίσεις μεταβλητών. Κύριος στόχος, πέρα από την μελέτη της φύσης της 

μεταβλητής,   είναι η ανεύρεση πιθανών μοτίβων στα δεδομένα. 

 

 



   

 

 

 

- Γραφική,  μιας μεταβλητής 

Οι μη-γραφικές μέθοδοι δεν δίνουν πάντα όλη την “εικόνα” των δεδομένων γι' αυτό και 

σχεδόν πάντα συμπληρώνονται από γραφικές. Κάποιες από αυτές τις οπτικοποιήσεις μιας 

μεταβλητής είναι τα φυλλογράμματα, τα ιστογράμματα, και τα θηκογράμματα. 

- Μη Γραφική,  πολλών μεταβλητών 

Σε αυτήν την ανάλυση μελετάται κυρίως η σχέση που πιθανόν να υπάρχει μεταξύ δύο ή 

και περισσοτέρων μεταβλητών. Αυτό επιτυγχάνεται μέσω της στατιστικής αλλά και 

πινάκων διπλής εισαγωγής (διασταύρωσης-crosstabs). 

- Γραφική,  πολλών μεταβλητών 

Μέσα από τις πολυμεταβλητές γραφικές αναλύσεις επιδιώκουμε να απεικονίσουμε 

/ερευνήσουμε τις συσχετίσεις μεταξύ δύο ή περισσοτέρων μεταβλητών. Η πιο κοινή είναι 

τα ομαδοποιημένα bar charts ή bar plots όπου κάθε ομάδα αναπαριστά ένα επίπεδο μιας 

εκ των  μεταβλητών και κάθε ράβδος  μέσα στην ομάδα να αναπαριστά τα επίπεδα της 

άλλης μεταβλητής. 

3.3.Βήματα Διερευνητικής ανάλυσης 

Η EDA παρουσιάζεται στην βιβλιογραφία σαν μια διαδικασία 6 σημείων. Πιο 

συγκεκριμένα ορίστηκε από τους Tuffery (2011) και Demiralp et al.(2017) ως μια 

ακολουθία βημάτων όπως φαίνεται στην εικόνα 2. (Ghosh, Nashaat, Miller, Quader, & 

Marston, 2018). 

 

 

  

Εικόνα2 -Βήματα EDA  Εικόνα2 -Βήματα EDA 



   

 

 

 

Αναλυτικά η διαδικασία ακολουθεί τα εξής βήματα α) Διάκριση Μεταβλητών,  β) 

Μονομεταβλητή Ανάλυση, γ) Πολυμεταβλητή Ανάλυση, δ) Ανίχνευση ανωμαλιών και 

ελλιπών τιμών, ε) Ανίχνευση ακραίων τιμών  και  στ) Feature Engineering (μηχανική των 

χαρακτηριστικών) 

Tα βήματα αυτά μπορούν να οριστούν πιο συνοπτικά στα εξής: 

- Περιγραφική Στατιστική  

Η ανάλυση ξεκινά και ασχολείται με τη συνοπτική ανάλυση των δεδομένων που θα 

βοηθήσει τον ερευνητή να αποκτήσει μια πρώτη εικόνα για τις μεταβλητές και τις τιμές 

τους. Οι παράμετροι που δίνονται μπορεί να ανήκουν σε διαφορετικές ομάδες 

μεταβλητών όπως αριθμητικές ή ποιοτικές, κατηγορικές ή ποσοτικές, τακτικές, διακριτές 

ή συνεχείς. Γι' αυτό δεν εφαρμόζονται σε όλες τις ομάδες οι ίδιες στατιστικές μέθοδοι.  

Οι πληροφορίες που θα μπορούσαμε να λάβουμε για κάθε μία από τις μεταβλητές των 

δεδομένων μας είναι ανάλογα με το είδος της είναι οι ακόλουθες:  

 Η κατανόηση της κλίμακας της κάθε μεταβλητής  

 Μέτρα διασποράς  ή μεταβλητότητας  ή διασκόρπισης  

 Μέτρα κεντρικής τάσης  

 Δείκτες ασυμμετρίας 

 Δείκτες ομοιογένειας 

 

- Συσχετίσεις των παραμέτρων  

Όπως αναφέρθηκε  στα προηγούμενα, στα πλαίσια της γραφικής ανάλυσης πολλών 

μεταβλητών επιδιώκεται η ανίχνευση πιθανών συσχετίσεων μεταξύ των μεταβλητών. 

Αυτό είναι σημαντικό στάδιο, όχι μόνο για να ελεγχθεί πως πιθανόν επηρεάζει η μία τις 

τιμές των υπολοίπων, αλλά μπορεί και να αποτελέσει βάση για δημιουργία καινούριων 

μεταβλητών ως συνδυασμοί των υπαρχόντων (Kraska 2018). Μετά τον αρχικό έλεγχο 

συσχετίσεων που λαμβάνει χώρα ανά δύο μεταβλητές, αφού διαπιστωθεί κάποια 

εξάρτηση η διαδικασία συνεχίζεται προσθέτοντας και άλλες από τις υπόλοιπες 

παραμέτρους για περαιτέρω ανάλυση. 

 

 



   

 

 

 

- Ανίχνευση ακραίων τιμών -Outliers, και ελλειπουσών τιμών - Missing 

values 

Οι ανωμαλίες στα δεδομένα, είναι “ελλαττωματικές” τιμές που μπορεί να έχουν προκύψει 

για παράδειγμα λόγω λανθασμένης εισαγωγής από τον χρήστη ή αστοχία υλικού σε 

περίπτωση που τα δεδομένα συλλέγονται αυτόματα μέσω κάποιου μηχανικού μέσου ή 

ακόμη και σφάλματα υπολογισμού. Μια ακραία τιμή είναι μια παρατήρηση που 

αποκλίνει περισσότερο από άλλες παρατηρήσεις στο  σύνολο δεδομένων. Επίσης μια 

ακραία τιμή είναι δυνατό να μην είναι προϊόν κάποιου σφάλματος,  αλλά μια πραγματική 

τιμή μια μεταβλητής, η οποία αν δεν αντιμετωπιστεί με προσοχή μπορεί να οδηγήσει σε 

ανακριβή  συμπεράσματα ως προς τις ιδιότητες της παραμέτρου.  

Στο παρακάτω γράφημα που προέκυψε κατά την ανάλυση παλινδρόμησης βλέπουμε 

τρείς ακραίες τιμές. (Dennis Cousineau,  Sylvain Chartier 2010) 

 

Για τους ίδιους λόγους που αναφέραμε παραπάνω μπορεί να εμφανιστούν στα δεδομένα 

και ελλείπουσες τιμές για κάποιες από τις εγγραφές των μεταβλητών του dataset που και 

αυτές χρήζουν προσεκτικού χειρισμού καθώς μπορεί να προσθέσουν προκατάληψη στην 

ανάλυση μας. 

Ο εντοπισμός τέτοιων τιμών γίνεται συνήθως μετά το τέλος της πολυπαραγοντικής 

ανάλυσης, όταν δηλαδή ο αναλυτής έχει μια ξεκάθαρη εικόνα για την φύση των 

Γράφημα 1:  Παράδειγμα Outliers  



   

 

 

 

δεδομένων της κάθε μεταβλητής, και είναι σε θέση να αποφασίσει για το ποιες είναι αυτές 

και πως θα τις χειριστεί. Μόλις εντοπιστούν σημεία δεδομένων με αποκλίνουσες τιμές ή 

τιμές που λείπουν, πάγια τακτική  των αναλυτών, ήταν  να αφαιρέσουν αυτά τα σημεία 

δεδομένων (Tuffery, 2011), ενέργεια η οποία μπορεί να οδηγήσει σε περαιτέρω 

προβλήματα καθώς υπάρχει η περίπτωση οι τιμές αυτές να είναι πολλές σε αριθμό και 

αυτό να διαφοροποιήσει αρκετά το αρχικό σύνολο δεδομένων, με αποτέλεσμα να 

εισάγουμε μεγαλύτερα σφάλματα στην ανάλυση μας. 

Υπάρχουν πολλές διαφορετικές προσεγγίσεις για την επίλυση του προβλήματος που 

αναφέραμε, ανάλογα πάντα με την φύση του ίδιου του συνόλου δεδομένων,  και κάποιες 

από τις εναλλακτικές ενέργειες είναι οι ακόλουθες: 

 Αντικατάσταση των ανώμαλων τιμών ή συμπλήρωση των ελλιπών τιμών με 

κάποιο στατιστικό μέτρο όπως η μέση τιμή ή η διάμεσος ανάλογα κάθε φορά με 

την περίπτωση. 

 Συμπλήρωση ή αντικατάσταση των “προβληματικών” τιμών με την χρήση 

Μηχανικής Μάθησης όπου μοντέλα παλινδρόμησης ή κατηγοριοποίησης 

προβλέπουν τις τιμές για τις συγκεκριμένες παρατηρήσεις των μεταβλητών. 

 

- Feature engineering 

Πρόκειται για  μια τεχνική,  μηχανικής μάθησης, που αξιοποιεί υπάρχοντα δεδομένα για 

να δημιουργήσει/υπολογίσει νέες μεταβλητές που δεν περιλαμβάνονται στο αρχικό  

σύνολο εκπαίδευσης (train dataset) ή τροποποίηση των υπαρχόντων. Κατά την 

διαδικασία αυτή δημιουργούνται νέα χαρακτηριστικά τόσο για εποπτευόμενη 

(supervised) όσο και για μη εποπτευόμενη (unsupervised) μάθηση, με στόχο την 

απλούστευση και την επιτάχυνση των μετασχηματισμών των δεδομένων, ενώ παράλληλα 

βελτιώνει την ακρίβεια πρόβλεψης του μοντέλου. 

 

Ανεξάρτητα από την φύση των αρχικών  δεδομένων ή των χαρακτηριστικών τους,  μια 

καινούρια ουσιαστική παράμετρος που έχει προκύψει ως μετασχηματισμός ενός ή 

περισσοτέρων παραμέτρων, θα έχει άμεσο αντίκτυπο στην προβλεπτική ικανότητα του 

κάθε μοντέλου μας. Όπως γίνεται κατανοητό, η διαδικασία αυτή έχει ως προαπαιτούμενο 

την  καλή γνώση τον χαρακτηριστικών των παραμέτρων του συνόλου δεδομένων καθώς 

και των σχέσεων μεταξύ τους,   γι΄αυτό και βρίσκεται στο τελευταίο βήμα της EDA. 



   

 

 

 

Κατά κύριο λόγο κατά την πρακτική εφαρμογή της μηχανικής μάθησης εφαρμόζονται 

τεχνικές εποπτευομένης μάθησης. Όπως γίνεται αντιληπτό και από την ονομασία των 

τεχνικών αυτών,  ουσιαστικά «εκπαιδεύουμε» το μοντέλο μας τροφοδοτώντας το  στο 

αρχικό στάδιο της διαδικασίας, με τις σωστές τιμές των προς πρόβλεψη μεταβλητών που 

αναζητούνται,  με σκοπό να είναι σε θέση σε δεύτερο χρόνο να κάνει όσο το δυνατόν πιο 

ακριβής προβλέψεις. 

H ιδιαιτερότητα που υπάρχει στα σύνολα δεδομένων που αφορούν Time Series, είναι 

σαφώς η διάσταση του χρόνου που προστίθεται στα δεδομένα σε σχέση με άλλα dataset.  

Αυτό σημαίνει πως μεταξύ των παρατηρήσεων που ουσιαστικά αφορούν χρονικές 

στιγμές υπάρχει μια ρητή εξάρτηση που αφορά την σειρά εμφάνισης τους, καθώς κάθε 

παρατήρηση είναι άρρηκτα συνδεδεμένη με την τιμή της παρατήρησης της 

προηγούμενης χρονικής στιγμής και πιθανώς συμμετέχουν σε ορισμένες τάσεις ή 

εποχικότητα. 

Πριν να μπορέσουμε να χρησιμοποιήσουμε μηχανική μάθηση στο dataset μας, θα πρέπει 

να μετασχηματίσουμε το πρόβλημα πρόβλεψης χρονικής σειράς σε πρόβλημα 

εποπτευόμενης μάθησης. Αναφερόμαστε σε Supervised learning όταν, ουσιαστικά 

κάνοντας χρήση δοσμένων τιμών κάποιων μεταβλητών (Χ), που τις εισάγουμε στο 

μοντέλο που έχουμε κατασκευάσει, καθώς επίσης και τιμών της εξαρτημένης μεταβλητής 

(Υ), μέσο ενός αλγορίθμου αναζητούμε την συνάρτηση που τις συνδέει. 

(Brownlee,2020). 

Υ =f (X) 

O στόχος είναι να εκτιμήσουμε την συνάρτηση αυτή τόσο καλά, έτσι ώστε όταν θα την 

τροφοδοτήσουμε με νέες τιμές για τις εξαρτημένες μεταβλητές να μπορούμε να 

προβλέψουμε την τιμή της ανεξάρτητης μεταβλητής. 

Στην δική μας περίπτωση σαν εξαρτημένες μεταβλητές αρχικά έχουμε τη χώρα,  το 

κατάστημα και το προϊόν πριν την εφαρμογή μηχανικής των παραμέτρων, και 

ανεξάρτητη μεταβλητή οι πωλήσεις του κάθε προϊόντος.  

Υπάρχουν διάφορα ήδη μεταβλητών που μπορούμε να δημιουργήσουμε ανάλογα με τις 

ανάγκες μας κάθε φορά 

 



   

 

 

 

- Lag Features 

Είναι ο πιο διαδεδομένος τρόπος για να μετατρέψουμε τα προβλήματα πρόβλεψης 

χρονοσειρών σε προβλήματα εποπτευόμενης μάθησης (Brownlee 2016). 

Η πιο απλή προσέγγιση είναι να προβλέψουμε την τιμή της επόμενης χρονικής στιγμής 

(t+1) χρησιμοποιώντας την τιμή της μεταβλητής την προηγούμενη χρονική στιγμή (t-1). 

Χρησιμοποιούμε αυτόν τον τρόπο καθώς η παρούσα τιμή στον χρόνο t εξαρτάται ισχυρά 

από τις προηγούμενες τιμές της χρονοσειράς. 

Η τιμή καθυστέρησης (lag) που θα επιλέξουμε θα εξαρτηθεί από τη συσχέτιση 

μεμονωμένων τιμών της μεταβλητής με τις προηγούμενες τιμές της. Έτσι για παράδειγμα 

εάν η χρονοσειρά εμφανίζει εβδομαδιαία τάση, πράγμα που σημαίνει ότι η τιμή του 

προηγούμενου Σαββάτου μπορεί να χρησιμοποιηθεί για την πρόβλεψη της τιμής για αυτό 

το Σάββατο,  θα πρέπει να δημιουργήσετε lag features για επτά ημέρες. Έτσι 

δημιουργούνται πολλαπλά καινούρια features και το μοντέλο μπορεί να αποφασίσει ποια 

από αυτά έχουν ιδιαίτερη σημασία (Aishwarya Singh,2019). 

 

- Window features 

 Rolling Window: Χρησιμοποιούμε τις τιμές στις προηγούμενες χρονικές στιγμές 

ώστε να υπολογίσουμε κάποια στατιστικά μέτρα και να τα χρησιμοποιήσουμε 

στην πρόβλεψη της επόμενης τιμής. Η μέθοδος αυτή καλείτε κινούμενου 

παραθύρου γιατί το «παράθυρο» μπορεί να είναι διαφορετικό σε κάθε σημείο 

ενδιαφέροντος των δεδομένων μας.  

Πίνακας1: Lag Features  

https://www.analyticsvidhya.com/blog/author/aishwaryasingh/


   

 

 

 

 

Γράφημα2: Rolling window  

 

 Expanding Window: Αυτή είναι απλώς μια εξελιγμένη έκδοση της τεχνικής του 

κυλιόμενου παραθύρου. Στην περίπτωση ενός κυλιόμενου παραθύρου, το 

μέγεθος του παραθύρου είναι σταθερό καθώς το παράθυρο προχωράει στο χρόνο. 

Ως εκ τούτου, λαμβάνουμε υπόψη μόνο τις πιο πρόσφατες τιμές και αγνοούμε τις 

προηγούμενες αξίες. Στο επεκτεινόμενο παράθυρο αντίθετα μπορεί το πλάτος του 

παραθύρου να αυξάνεται κατά 1 και έτσι λαμβάνεται υπόψη κάθε καινούρια τιμή.  

 

 

Γράφημα3: Expanding window   

  



   

 

 

 

 

 

 

 

 

 

Παρατηρούμε ότι ανάλογα με το πλάτος του παραθύρου και στις δύο μεθόδους οι πρώτες 

γραμμές δεν έχουν τιμή, NaN (missing values) και ίσως αφαιρεθούν όταν θα κάνουμε 

προβλέψεις. 

 

- Date related Features  

Παράμετροι που απορρέουν από τα χρονικά στιγμιότυπα (timestamps), όπως ο μήνας, η  

εβδομάδα και άλλα παρόμοιά στοιχεία. Οι αλγόριθμοι χρησιμοποιούν  αυτά τα στοιχεία 

για να βρεθούν τυχόν μοτίβα και εποχικότητα στα δεδομένα μας. Μπορούμε να 

χρησιμοποιήσουμε τέτοιου είδους χαρακτηριστικά για να εισάγουμε και δυαδικές τιμές 

όπου αυτό χρειάζεται,  για παράδειγμα 0 αν πρόκειται για ημέρα εορτής ή 1 αν όχι. 

 

Πίνακας4:Date related Features  

 

 

 

Πίνακας2-3: Window Features 



   

 

 

 

3.4.Συνήθεις Τρόποι Οπτικοποίησης Δεδομένων - Data Visualizations 

Η οπτικοποίηση των δεδομένων αποτελεί ένα σημαντικό εργαλείο στα χέρια του 

αναλυτή, διότι με την βοήθεια αυτών μπορεί να μετατρέψει έναν μεγάλο όγκο από 

δεδομένα σε μια εύκολα κατανοητή μορφή. Μπορούμε μέσω της οπτικοποίησης να 

λάβουμε σημαντικές πληροφορίες σε περίπτωση που δεν γνωρίζουμε καλά τα δεδομένα 

μας,  ώστε να αποφασίσουμε για την στρατηγική που θα ακολουθήσουμε κατά την 

ανάλυση των δεδομένων. Επίσης χρησιμοποιούνται κατά κόρον για καλύτερη  

παρουσίαση των αποτελεσμάτων και επεξηγήσεων.  

Ο κάθε τύπος οπτικοποίησης χρησιμοποιείται για διαφορετικούς σκοπούς ανάλογα με 

τον τύπο των δεδομένων. Σχετικά με τα γραφήματα, μια συνήθης τακτική, ανεξάρτητα 

από τον τύπο του γραφήματος είναι να χρησιμοποιείται η εξαρτημένη μεταβλητή στον 

κάθετο άξονα-Υ και οι ανεξάρτητες στον οριζόντιο άξονα-Χ. 

Υπάρχουν τέσσερα βασικά διαγράμματα τα οποία χρησιμοποιούνται κατά κύριο λόγο 

στην οπτικοποίηση των δεδομένων (Stephen Few, 2004). 

  



   

 

 

 

Bar charts-Ραβδογράμματα 

Τα διαγράμματα αυτά σε κάθετη ή οριζόντια μορφή είναι κατάλληλα για αριθμητικές 

μεταβλητές ή για την παρουσίαση της συχνότητας ποιοτικών μεταβλητών (όπως φαίνεται 

και στο παράδειγμα παρακάτω). Είναι επίσης αποτελεσματικά για την σύγκρισή 

διαφορετικών ομάδων δεδομένων ή ακόμη και για να δούμε διαφορές της ίδιας 

μεταβλητής με την πάροδο του χρόνου. 

 

Γράφημα3: Παράδειγμα bar chart  

 

Line charts 

Δείχνουν τις διαφορές που προκύπτουν σε συνεχόμενες μετρήσεις μιας μεταβλητής,  

όπως για παράδειγμα αυτές που προκύπτουν με την πάροδο του χρόνου. Όπως γίνεται 

κατανοητό χρησιμοποιούνται για συνεχείς μεταβλητές. Οι κινήσεις της γραμμής επάνω 

ή κάτω αναπαριστούν θετικές ή αρνητικές μεταβολές αντίστοιχα στην τιμή της 

μεταβλητής. Συχνά στο ίδιο γράφημα αναπαριστούμε  περισσότερες από μία γραμμές και 

με το τρόπο αυτό δίνεται η δυνατότητα στον αναλυτή της οπτικής σύγκρισης των τιμών 

μεταξύ μεταβλητών, όπως για παράδειγμα σε μια συγκεκριμένη χρονική στιγμή (χρονιά) 

όπως φαίνεται και στο παρακάτω παράδειγμα line chart. 

 



   

 

 

 

 

Γράφημα4:  Παράδειγμα Line Chart  

 

Scatter Plots-Διαγράμματα διασποράς 

Ένα διάγραμμα διασποράς αναπαριστά τιμές δύο αριθμητικών μεταβλητών, 

χρησιμοποιώντας σημεία τοποθετημένα σε δύο άξονες: ένα για κάθε μεταβλητή. Τα 

διαγράμματα διασποράς είναι χρήσιμα για την οπτικοποίηση της σχέσης μεταξύ των 

μεταβλητών - είτε αυτή η συσχέτιση είναι ισχυρή ή ασθενής, θετική ή αρνητική, 

γραμμική ή μη γραμμική. Τα διαγράμματα διασποράς είναι επίσης εξαιρετικά χρήσιμα 

για τον εντοπισμό ακραίων σημείων (outliers).  

 

 

Γράφημα5: Παράδειγμα Scatter Plot  



   

 

 

 

O βαθμός της συσχέτισης των μεταβλητών γίνεται αντιληπτός από το πόσο κοντά 

εμφανίζονται τα σημεία στο διάγραμμα. 

Box plots-Θηκογράμματα 

Για αυτά τα γραφήματα χρησιμοποιούνται ορθογώνια πλαίσια και γραμμές που ξεκινούν 

από την βάση τους και υποδηλώνουν τις οριακές τιμές της μεταβλητής. Χρησιμοποιείτε 

για συνεχής μεταβλητή ή για μία ποιοτική. Αποτελεί έναν χρήσιμο τρόπο οπτικοποίησης 

διότι μέσω αυτού λαμβάνουμε άμεσα τις εξής πληροφορίες: 

 

 

Γράφημα6:  Παράδειγμα Boxplot  

 Διάμεσος - Αναπαρίσταται με την χρήση γραμμής μέσα στο ορθογώνιο. Αν η 

γραμμή βρίσκεται στο κέντρο του ορθογωνίου αυτό σημαίνει πως τα δεδομένα 

μας ακολουθούν την κανονική κατανομή, ενώ σε διαφορετική περίπτωση υπάρχει 

λοξότητα που πρέπει να μελετηθεί. 

 1ο και 3ο τεταρτημόριο - Τα δύο άκρα του ορθογωνίου 

 Ενδοτεταρτομορικό πλάτος - Η απόσταση μεταξύ των άκρων του ορθογωνίου, 

μπορεί να βρεθεί αφαιρώντας το κάτω τεταρτημόριο Q1 από το επάνω Q3. 

 Η μικρότερη και η μεγαλύτερη τιμή των παρατηρήσεων, βρίσκονται στο τέλος 

των γραμμών που ξεκινούν από το ορθογώνιο (whiskers)   

 Οποιοδήποτε σημείο έξω από τα όρια αποτελεί outlier 

  



   

 

 

 

Επιπλέον οπτικοποιήσεις που χρησιμοποιούνται συχνά είναι οι εξής: 

Pie Charts - Διαγράμματα πίτας/κυκλικά 

Το διάγραμμα πίτας περιγράφει το ποσοστό του συνολικού αριθμού των παρατηρήσεων 

που περιέχει κάθε κατηγορία μιας μεταβλητής, διαιρώντας τον κύκλο σε κυκλικούς 

τομείς έτσι ώστε το εμβαδόν του κάθε κυκλικού τομέα να είναι ίσο με την σχετική 

συχνότητα της αντίστοιχης κατηγορίας. Με την βοήθεια των γραφημάτων αυτού το 

είδους δίνεται βαρύτητα στην οπτικοποίηση της αναλογίας που αντιστοιχεί σε κάθε 

κατηγορία της μεταβλητής.   

 

 

Γράφημα7:  Παράδειγμα Piechart  

 

Histograms-Ιστογράμματα 

Είναι χρήσιμα για τις συνεχείς ποσοτικές μεταβλητές που θέλουμε να χωρίσουμε σε 

κάποιες κλάσεις. Κάθε ράβδος στα ιστογράμματα αντιστοιχεί στην συχνότητα της κάθε 

κλάσης και τα μοτίβα των ράβδων δείχνουν την κατανομή των μεταβλητών στα δεδομένα 

μας. Ιδιαίτερη σημασία πρέπει να δίνεται στον διαχωρισμό των κλάσεων καθώς και του 

πλάτους τους.  

  



   

 

 

 

 

Γράφημα8: Παράδειγμα histogram  

 

Stacked Bar charts 

Πρόκειται για μια παραλλαγή των κλασικών ραβδογραμμάτων,  αφού κάθε ράβδος 

χωρίζεται σε μικρότερα κομμάτια με βάση τις τιμές μιας δεύτερης μεταβλητής που 

χρησιμοποιείται στην ομαδοποίηση. Με τον τρόπο αυτό όχι μόνο μπορούμε να 

συγκρίνουμε τις συχνότητες δύο ομάδων,  όπως γίνεται στα απλά ραβδογράμματα, αλλά 

και το μερίδιο της κάθε υποομάδας. 

 

Γράφημα9:  Παράδειγμα Stacked Bar Chart  

  



   

 

 

 

Heat Map 

Αποτελεί έναν πίνακα τιμών για δύο ή περισσότερες μεταβλητές που μας ενδιαφέρουν, 

δείχνοντας τη σχέση μεταξύ τους και μας παρέχει πληροφορίες αξιολόγησης της. Η 

συσχέτιση μπορεί να είναι από  υψηλή σε χαμηλή ή από κακή έως εξαιρετική. Αυτό το 

γράφημα εμφανίζει τις πληροφορίες της συσχέτισης χρησιμοποιώντας διαφορετικά 

χρώματα. 

 

Pivot Tables 

Πέραν των γραφημάτων και των διαγραμμάτων για την οπτική παρουσίαση των 

δεδομένων πολλές φορές χρήσιμο εργαλείο αποτελούν και οι συγκεντρωτικοί πίνακες ή 

πίνακες πολλαπλής εισαγωγής. Σε αυτό το είδος πινάκων ομαδοποιημένων τιμών,  

συγκεντρώνονται οι τιμές διακριτών κατηγοριών και παρουσιάζονται με τον τρόπο αυτό 

διαφορετικά επίπεδα ομαδοποίησης. Αυτή η σύνοψη μπορεί να περιλαμβάνει 

αθροίσματα, μέσους όρους ή άλλα στατιστικά στοιχεία.  

 

  

Γράφημα10:  Παράδειγμα Heatmap  

Πίνακας5: Παράδειγμα Pivot Table  



   

 

 

 

3.5.Επιθεώρηση του συνόλου των δεδομένων  

Το dataset που δίνεται στα πλαίσια του διαγωνισμού αποτελείται ουσιαστικά από δύο 

σύνολα δεδομένων και πιο αναλυτικά από τρία αρχεία:  

- train.csv το οποίο και περιέχει τις ημερήσιες πωλήσεις για κάθε ένα από τα τρία 

προϊόντα, σε κάθε μία από τις τρείς χώρες και σε κάθε μία από τις δύο αλυσίδες 

καταστημάτων, για την χρονική περίοδο 01-01-2015 έως 31-12-2018.Θα 

χρησιμοποιήσουμε αυτά τα δεδομένα για να «εκπαιδεύσουμε» τα διάφορα 

μοντέλα πρόβλεψης μας. 

- test.csv στο αρχείο αυτό υπάρχουν time stamps για το έτος 2019 και 

συγκεκριμένα για το διάστημα 01-01-2019 έως 31-12-2019. Εδώ θα 

συμπληρωθούν οι τιμές των προβλέψεων από τα μοντέλα που θα 

«εκπαιδεύσουμε» και αφορούν τις ποσότητες των πωλήσεων ,  εν συνεχεία θα 

ελεγχθούν από την πλατφόρμα και σε αντιπαράθεση με τις πραγματικές τιμές θα 

βρεθεί το σφάλμα SMAPE. 

- sample_submission.csv εδώ υπάρχει μια αναπαράσταση της σωστής μορφής την 

οποία πρέπει να έχει το αρχείο το οποίο και θα υποβάλουμε στον διαγωνισμό. 

Προκειμένου να επιθεωρήσουμε το σύνολο των δεδομένων μας αρχικά θα εισάγουμε τα 

δοσμένα αρχεία στην Python και από εκεί θα γνωρίσουμε καλύτερα τα δεδομένα,  όπως 

τί διάστασης είναι,  τι τιμές περιέχουν,  σε ποιες παραμέτρους αναφέρονται κ.α. 

Αρχικά θα μελετήσουμε τα δύο data frames που θα δημιουργήσουμε (df_train, df_test) 

από τα αρχεία του διαγωνισμού, και περιέχουν τις ετήσιες πωλήσεις όπως αναφέρθηκε 

παραπάνω. (ποσότητες που πωλήθηκαν από το κάθε προϊόν και όχι έσοδα για την 

εταιρία) 

o Κάθε γραμμή του αναφέρεται στην ημερήσια ποσότητα πώλησης ενός από τα 

προϊόντα, σε μία χώρα σε ένα κατάστημα,  πράγμα που μας δίνει συνολικά 29.298 

γραμμές για τον train_df και 6.570 γραμμές για το test_df.  

o Στο πρώτο από τα δύο data frames υπάρχουν οι μεταβλητές που φαίνονται στον 

παρακάτω πίνακα,  ενώ στο test_df προφανώς απουσιάζει  στήλη num_sold. 

 



   

 

 

 

  

 

 

 

  

 

 

 

 

                                    

 

Στον παραπάνω πίνακα έχουμε τα πρώτα στατιστικά στοιχεία που αφορούν τις 

αριθμητικές μεταβλητές. Σύμφωνα με αυτά για την μεγαλύτερη και την 

μικρότερη τιμή στις πωλήσεις έχουμε  

 

 

Πίνακας8: Τιμές min,max  

 

 

Πίνακας6:  train_df  

Πίνακας7: train_df describe  



   

 

 

 

 

o H μικρότερη ποσότητα προϊόντος που πωλήθηκε σε κάποιο κατάστημα σε μια 

χώρα είναι τα Kaggle Hats στην Finland στα καταστήματα KaggleMart την πρώτη 

ημέρα του έτους 2015. 

o H μεγαλύτερη ποσότητα προϊόντος που πωλήθηκε σε κάποιο κατάστημα σε μια 

χώρα είναι τα Kaggle Stickers στην Sweden στα καταστήματα KaggleRama την 

τελευταία μέρα του έτους 2018. 

 

3.6.Ελλειπούσες τιμές – Missing Values 

Θα ερευνήσουμε τώρα αν υπάρχουν στο σύνολο μας missing values,  ώστε να 

ενεργήσουμε κατάλληλα όπως αναφέρθηκε στο προηγούμενο κεφάλαιο.  

 

Πίνακας9: Missing Values  

Δεν υπάρχει παρατήρηση στο σύνολο των δεδομένων μας με ελλιπή στοιχεία οπότε δεν 

χρειάζεται να κάνουμε κάποια ενέργεια.  

3.7.Ανάλυση χρονικών σειρών – Time Series Analysis 

Ο ίδιος ο όρος «χρονοσειρά» υποδηλώνει μια μορφή αποθήκευσης δεδομένων, η οποία 

αποτελείται από τα δύο υποχρεωτικά στοιχεία –  την χρονική στιγμή ( οι ημέρες του 

χρόνου στο dataset που μελετάμε ) και την αντίστοιχη τιμή ( μονάδες προϊόντος που 

πωλήθηκαν).Υπάρχουν δύο ήδη χρονοσειρών ανάλογα με τον τρόπο που μπορούμε να 

καθορίσουμε τις μελλοντικές τιμές τους 

 Αιτιοκρατικές χρονοσειρές – Οι τιμές τους μπορούν να προβλεφθούν ακριβώς,  

για παράδειγμα μέσω μίας συνάρτησης. 

 Στοχαστικές – Οι τιμές τους μπορούν να καθοριστούν ως προς μια κατανομής 

πιθανότητας. 

 

 



   

 

 

 

3.7.1.Σκοπός 

Κατά την ανάλυση των χρονικών σειρών,  με την βοήθεια διάφορων τεχνικών 

διαδικασιών σκοπεύουμε στην εξαγωγή δυνητικά χρήσιμων πληροφοριών. Η διαδικασία 

αυτή έχει δύο βασικούς στόχους: 

 Προσδιορισμός την συμπεριφοράς της χρονοσειράς – Προσδιορισμός των 

σημαντικών παραμέτρων και χαρακτηριστικών,  που περιγράφουν επαρκώς την 

συμπεριφορά της χρονοσειράς. 

 Πρόβλεψή χρονοσειρών – Πρόβλεψη των τιμών της χρονοσειράς με βάση τις 

προηγούμενες και τις τωρινές τιμές της.   

 

3.7.2.Στοιχεία Χρονοσειρών – Time Series Components 

Οι παραδοσιακές μέθοδοι ανάλυσης χρονοσειρών ασχολούνται με την αποσύνθεση μιας 

σειράς σε i) τάση, ii) εποχιακή διακύμανση και iii) άλλες ακανόνιστες διακυμάνσεις. 

Αν και αυτή η προσέγγιση δεν είναι πάντα η καλύτερη, εξακολουθεί να είναι χρήσιμο 

εργαλείο στα χέρια του αναλυτή (Kendall και Stuart, 1996). 

Οι συνιστώσες, από τις οποίες αποτελούνται οι χρονοσειρές, ονομάζονται συνιστώσες 

των δεδομένων των χρονοσειρών (components of Time Series Data ). Μια χρονοσειρά 

δεν αποτελείται απαραίτητα και από τις τέσσερις συνιστώσες. Υπάρχουν τέσσερα βασικά 

στοιχεία των δεδομένων χρονοσειρών που περιγράφονται παρακάτω.:  

Αν Υt είναι η παρατηρούμενη χρονοσειρά τότε:  

Προσθετικό μοντέλο Υt = Tt + Ct + St + It        

Πολλαπλασιαστικό Μοντέλο Υt = Tt x Ct x St x It 

Όπου: 

 1. Trend (T)-Τάση 

 2. Cyclical (C)-Κυκλική Συνιστώσα 

 3. Seasonal (S) – Εποχική Συνιστώσα 

 4. Irregular (I) - Άρρυθμη Συνιστώσα 

 



   

 

 

 

Η κύρια διαφορά μεταξύ των δύο μοντέλων ανάλυσης χρονοσειρών έχει να κάνει με τον 

παρατηρούμενο  ρυθμό ανάπτυξης. Το ποιο μοντέλο είναι πιο χρήσιμο σε κάθε 

περίπτωση εξαρτάται από την συμπεριφορά της εποχιακής διακύμανσης-συνιστώσας (S). 

Αν είναι σχετικά σταθερή με την πάροδο του χρόνου προτιμάτε το προσθετικό μοντέλο 

ενώ στην περίπτωση της αύξησης  με το πέρασμα του χρόνου εφαρμόζουμε το 

πολλαπλασιαστικό μοντέλο. 

- Trend (T)-Τάση 

Η τάση είναι το μακροπρόθεσμο μοτίβο μιας χρονοσειράς. Αφορά μια σχετικά ομαλή, 

σταθερή και σταδιακή κίνηση μιας χρονοσειράς προς την ίδια κατεύθυνση (Θετική ή 

αρνητική). Ο πληθυσμός μιας χώρας, ο αριθμός των γεννήσεων ή των θανάτων, ο 

αριθμός των σχολείων σε μια περιοχή, οι τιμές των προϊόντων στην αγορά,  είναι μερικά 

από τα παράδειγμά του που δείχνουν κάποιου είδους μακροπρόθεσμες τάσεις. Η τάση 

μπορεί να είναι γραμμική ή μη γραμμική (καμπυλόγραμμη). 

- Cyclical (C)-Κυκλική Συνιστώσα 

Στις χρονοσειρές είναι δυνατό να εμφανιστούν κυκλικές διακυμάνσεις σε μια 

καθορισμένη περίοδο λόγω κάποιας άλλης φυσικής αιτίας, όπως για παράδειγμα  η 

ημερήσια διακύμανση της θερμοκρασίας. Κάθε μοτίβο που φαίνεται να ακολουθεί μια 

επαναλαμβανόμενη κίνηση πάνω και κάτω γύρω από μια δοσμένη τάση αναγνωρίζεται 

ως κυκλικό μοτίβο. 

- Seasonal (S) – Εποχική Συνιστώσα 

Η εποχικότητα εμφανίζεται όταν η χρονοσειρά παρουσιάζει τις ίδιες διακυμάνσεις για 

παράδειγμα κατά τη διάρκεια του ίδιου μήνα ή κάθε χρόνο ή κατά το ίδιο τρίμηνο κάθε 

χρόνο. Παραδείγματος χάρη, οι πωλήσεις προϊόντων στον λιανικό εμπόριο αναμένονται 

αυξημένες κατά τη διάρκεια του μήνα Δεκέμβριου. Οι εποχικές διακυμάνσεις είναι 

συνήθως εύκολο να αναγνωριστούν και να αφαιρεθούν σε περίπτωση που κάτι τέτοιο 

μας είναι χρήσιμο στην ανάλυση μας.  

-  Irregular (I) - Άρρυθμη Συνιστώσα 

Όπως γίνεται κατανοητό από το όνομα της συνιστώσας, αποτελεί το ¨ακανόνιστο¨ 

στοιχείο της χρονοσειράς και γι’ αυτό αναφέρονται συχνά και ως θόρυβος (noise). Είναι 

βραχυχρόνιες διακυμάνσεις που δεν κατηγοριοποιούνται σε συστηματικές ούτε σε 

προβλέψιμες. 



   

 

 

 

Στα παρακάτω γραφήματα παρουσιάζονται παραδείγματα των συνιστωσών που 

αναφέρθηκαν και αναλύθηκαν στις προηγούμενες παραγράφους (Muhammad Imdad 

Ullah 2020). 

 

Γράφημα11: Παραδείγματα Συνιστωσών Χρονοσειράς 

  



   

 

 

 

3.8.Ομαδοποίηση Δεδομένων – Data aggregation  

Αρχικά θα αναπαραστήσουμε τις παρατηρήσεις  μας ομαδοποιημένες ανά ημερομηνία 

για να αποκτήσουμε μια πρώτη εικόνα για τις πωλήσεις των προϊόντων στην πάροδο των 

ετών, με ένα line plot. Προφανείς είναι οι αιχμές την περίοδο των εορτών / αλλαγής της 

χρονιάς όπου όπως είναι αναμενόμενο οι πωλήσεις των προϊόντων αυξάνονται 

σημαντικά και κάθε χρόνο η ζήτηση γίνεται και μεγαλύτερη. Θα μελετήσουμε τις 

υπόλοιπες αιχμές που εμφανίζονται, στην συνέχεια της ανάλυσης. 

 

Γράφημα12: LinePlot Πωλήσεων ανά έτος  

 

 

- 3.8.1.Πωλήσεις ανά χώρα (Φινλανδία,  Νορβηγία, Σουηδία) 

Θα ομαδοποιήσουμε τις πωλήσεις χρησιμοποιώντας ως κεντρικό άξονα τις τρείς χώρες 

που έχουμε,  για να καταλάβουμε συνολικά σε ποια χώρα τα προϊόντα της εταιρίας έχουν 

μεγαλύτερη απήχηση. Σαφώς αυτή η οπτική δεν είναι απολύτως αντικειμενική ώστε να 

μας βοηθήσει να απαντήσουμε στο αντικείμενο της μελέτης μας, καθώς οι χώρες 

διαφέρουν σε πληθυσμό,  ακαθάριστο εγχώριο προϊόν (GDP) ανά χρονιά, και άλλους 

παράγοντες που επηρεάζουν την αγοραστική δύναμη της κάθε χώρας και κάθε περιοχής 

γενικότερα. 



   

 

 

 

 

 

Γράφημα13: Line plot Πωλήσεων ανά χώρα και χρονιά 

 

Παρατηρούμε πως συγκεντρωτικά  η Νορβηγία έχει την πρωτοκαθεδρία στις πωλήσεις 

των τριών προϊόντων της εταιρίας και ακολουθούν η Σουηδία και η Φινλανδία. Εκτός 

από την δυναμική των χωρών στις πωλήσεις αξιοσημείωτο είναι πως οι μεγάλες αιχμές 

τους εμφανίζονται την ίδια περίοδο και άρα υπάρχει έντονη εποχικότητα στα δεδομένα.  

 

- 3.8.2.Πωλήσεις ανά κατάστημα (KaggleRama, KaggleMart) 

Στο επόμενο βήμα της ανάλυσης θα μελετήσουμε  τις συγκεντρωτικές πωλήσεις 

ανεξαρτήτου χώρας και προϊόντος των δύο αλυσίδων καταστημάτων.   

Γράφημα14: Πωλήσεις Καταστημάτων  



   

 

 

 

Από το παραπάνω διάγραμμα γίνεται αμέσως εμφανές πως η αλυσίδα καταστημάτων 

KaggleRama υπερέχει στις πωλήσεις και  επίσης εμφανίζεται για ακόμα μια φορά η 

εποχικότητα των δεδομένων. Επομένως επειδή αυτή η εποχικότητα  παρατηρείται και σε 

περιόδους εκτός των εορτών (Πρωτοχρονιάς) ταυτόχρονα στα καταστήματα, θα 

μπορούσαμε να υποθέσουμε και να θέσουμε σαν αντικείμενο περαιτέρω μελέτης το 

γεγονός να υπάρχουν και άλλα γεγονότα όπως παγκόσμιες ημέρες, εθνικές εορτές, 

φεστιβάλ, ημέρες εκπτώσεων από την εταιρία κ.τ.λ. που είναι κοινά για τις τρείς χώρες.  

 

 

Κοιτώντας τους αριθμούς του παραπάνω πίνακα που έχει ομαδοποιημένες τις πωλήσεις 

ανά προϊόν, για τον κάθε κατάστημα κάθε χώρας και συγκεκριμένα την τελευταία στήλη 

βλέπουμε ιδιαίτερο ενδιαφέρον παρουσιάζει ην αναλογία πωλήσεων των δύο 

καταστημάτων που είναι περίπου 1,74 σταθερή σε κάθε περίπτωση.  

 

- 3.8.3.Πωλήσεις ανά προϊόν  

Tα προϊόντα προς μελέτη που πουλά η εταιρία είναι τρία Kaggle Hats, Kaggle Stickers, 

Kaggle Mugs.Συνολικά οι πωλήσεις έχουν ως εξής:  

Kaggle Hat > Kaggle Mug > Kaggle Sticker όπως θα διαπιστώσουμε και στο παρακάτω 

διάγραμμα πίτας με τα συγκεντρωτικά ποσοστά να είναι: 

 

Πίνακας10:  Αναλογία Πωλήσεων Καταστημάτων 



   

 

 

 

Kaggle Hat 54.1% 

Kaggle Mug 30, 5% 

Kaggle Sticker 15, 4% 

 

 

Γράφημα15: Ποσοστά πωλήσεων των 3 προϊόντων 

 

 

- 3.8.4.Αναλυτική Πρόοδος Πωλήσεων 

Στην ενότητα αυτή θα μελετήσουμε την εξέλιξη των πωλήσεων με την πάροδο των ετών. 

Θα δούμε με την χρήση οπτικοποίησης πολλαπλών ραβδογραμμάτων την εξέλιξη των 

πωλήσεων του  κάθε προϊόντος ξεχωριστά σε κάθε χώρα και κατάστημα για να 

ερευνήσουμε αν κάποιο προϊόν ή κατάστημά ξεχωρίζει από τα υπόλοιπα ως προς τις 

πωλήσεις.  



   

 

 

 

 

 Παρατηρούμε ότι για την Φινλανδία κατά την πάροδο των τεσσάρων ετών 

υπάρχει ανάπτυξη των πωλήσεων και στα τρία προϊόντα και στις δύο αλυσίδες 

καταστημάτων. 

 Σχετικά με  την Νορβηγία, υπάρχει μια μικρή μείωση στις πωλήσεις και των τριών 

προϊόντων για την χρονιά 2016 σε σχέση με το προηγούμενο έτος, ενώ τις 

επόμενες χρονιές 2017 και 2018 οι πωλήσεις αυξάνονται και ξεπερνούν και το 

έτος 2015. 

 Για την Σουηδία με βάση τα παραπάνω διαγράμματα,  βλέπουμε πως ενώ έχουμε 

αύξηση των πωλήσεων τα τρία πρώτα έτη, δεν υπάρχει καμιά βελτίωση την 

τελευταία χρονιά. 

 

 

Γράφημα16: Αναλυτική πρόοδος πωλήσεων  



   

 

 

 

- 3.8.5.Προϊόν ανά κατάστημα 

   

Η παραπάνω ανάλυση έρχεται να επιβεβαιώσει τα όσα έχουμε ήδη αναφέρει. 

Παρατηρούμε πως τα καπέλα παραμένουν πρώτα σε πωλήσεις και στα δύο καταστήματα 

και πως το KaggleRama υπερέχει σε πωλήσεις σε κάθε προϊόν. 

 

Μετά τα πρώτα αποτελέσματα που λάβαμε από τα δεδομένα μας ώστε να μπορέσουμε 

να γνωρίσουμε καλύτερα τα χαρακτηριστικά τους, θα περάσουμε σε μια πιο 

εξειδικευμένη ανάλυση του σημαντικότερου πράγματος που βρήκαμε και αφορά τα 

μοτίβα πωλήσεων στην διάσταση του χρόνου που εμφανίστηκαν στις περισσότερες εκ 

των οπτικοποιήσεων που πραγματοποιήθηκαν. 

  

Γράφημα17: Πωλήσεις ανά προϊόν και κατάστημα  



   

 

 

 

3.9.Μελέτη Εποχικότητας 

Notebook by Ambrosm (2022). TPSJAN22-01 EDA which makes sense. 

Όπως έχει ήδη αναφερθεί υπάρχει μια σαφής εποχικότητα στα δεδομένα η οποία χρήζει 

μελέτης όπως θα δούμε και στην παρακάτω ανάλυση 

- 3.9.1.Πωλήσεις ανά μήνα 

 

Στον παραπάνω πίνακα γίνεται αντιληπτό πως αν ομαδοποιήσουμε τα δεδομένα με βάση 

τη χώρα, το κατάστημα, το προϊόν  ανά χρονιά, οι αναλογίες Sticker:Mug: Hat είναι 

πάντα σταθερές 1:1.97:3.5 και άρα δεν υπάρχει εξάρτηση ούτε από την χώρα ούτε από 

την αλυσίδα καταστημάτων αλλά ούτε και από την χρονιά. Επομένως για να μπορέσουμε 

να ερευνήσουμε πιο διεξοδικά την εποχικότητα θα προβούμε σε μελέτη των  δεδομένων 

μας ανά μήνα. 

Πίνακας10: Pivot Table Αναλογίας Πωλήσεων ανά προϊόν 



   

 

 

 

 

 

Στον παραπάνω συγκεντρωτικό πίνακα θα παρατηρήσουμε ότι οι αναλογίες των 

πωλήσεων των προϊόντων ανά μήνα παύουν να είναι σταθερές σε κάθε έναν από τους 

δώδεκα μήνες και επομένως πρέπει να μελετήσουμε περαιτέρω γιατί συμβαίνει αυτό. Με 

τον τρόπο αυτό θα μπορέσουμε να βοηθήσουμε το μοντέλο που θα κατασκευαστεί 

παρακάτω να κάνει ακριβέστερες προβλέψεις.  

Θα οπτικοποιήσουμε με την βοήθεια διαγραμμάτων ράβδων τους μέσους όρους των 

πωλήσεων του κάθε προϊόντος ανά χώρα,  όπου κάθε ράβδος θα είναι ο μέσος όρος 

τεσσάρων ετών για κάθε έναν από τους μήνες του χρόνου. Οπότε θα έχουμε έξι 

διαγράμματα συνολικά για την κάθε χώρα που αναπαριστούν όλους τους συνδυασμούς 

καταστημάτων και προϊόντων. 

 

 

 

 

Πίνακας11: Αναλογία Πωλήσεων προϊόντων ανά μήνα  



   

 

 

 

 

 Τα Kaggle Hats παρουσιάζουν τις υψηλότερες πωλήσεις  τους μήνες Απρίλιο 

ή/και Μάιο που είναι η περίοδος της άνοιξης οπότε κάτι τέτοιο ίσως και να ήταν 

αναμενόμενο, αλλά ακόμα και την περίοδο της αλλαγής του χρόνου προτιμώνται 

ως δώρα ίσως  δηλαδή τους μήνες Δεκέμβριο/Ιανουάριο. Οι χαμηλότερες 

πωλήσεις για τα Hats σημειώνονται τους μήνες Σεπτεμβρίου και Οκτωβρίου. 

Γενικότερα αθροιστικά  η εταιρία πουλά τα περισσότερα Hats στο πρώτο εξάμηνο 

της χρονιάς.  

 

Γράφημα18: Μέσος όρος πωλήσεων  4 ετών  κάθε μήνα 



   

 

 

 

 Οι Kaggle Mugs εμφανίζουν τις υψηλότερες πωλήσεις τους κατά την αλλαγή της 

χρονιάς δηλαδή τους μήνες Δεκέμβριο/Ιανουάριο, ενώ οι χαμηλότερες πωλήσεις 

είναι τους καλοκαιρινούς μήνες. Καλοί μήνες επίσης για τις πωλήσεις των Mugs 

είναι ο Νοέμβριος και ο Μάρτιος που ίσως εκεί θα μπορούσε η εταιρία να 

επενδύσει  για να τις ανεβάσει ακόμα περισσότερο καθώς υπάρχει μια αυξητική 

τάση. Γενικότερα η ζήτηση  για το συγκεκριμένο προϊόν παρατηρείται να  είναι 

πιο αυξημένη τους χειμερινούς μήνες. 

 Stickers της εταιρίας πωλούνται κατά κύριο λόγο τους μήνες 

Δεκέμβριο/Ιανουάριο και υπάρχει επίσης τοπικό μέγιστο στον μήνα Μάιο. 

Αντίθετα οι πωλήσεις είναι πολύ χαμηλές τον μήνα Φεβρουάριο. Θα λέγαμε πως 

οι πωλήσεις δεν εξαρτώνται από την εποχή. 

- 3.9.2.Πωλήσεις την περίοδο της αλλαγής της χρονιάς 

 

Γράφημα19: Μέσος όρος πωλήσεων 4 ετών των ημερών του Δεκεμβρίου  



   

 

 

 

Θα προχωρήσουμε σε μια πιο λεπτομερής ανάλυση του μήνα Δεκεμβρίου και  πιο 

συγκεκριμένα ενδιαφερόμαστε για την περίοδο της Πρωτοχρονιάς όπου όπως ήταν 

αναμενόμενο για καταστήματα λιανικής πώλησης υπήρξαν αυξημένες πωλήσεις. Έτσι θα 

προχωρήσουμε στην οπτικοποίηση σε ημερήσιες πωλήσεις του μήνα Δεκεμβρίου.  

Και εδώ κάθε μία ράβδος αναπαριστά τον μέσο όρο πωλήσεων για τέσσερα έτη, την 

συγκεκριμένη μέρα του Δεκεμβρίου για το κάθε ένα προϊόν στην συγκεκριμένη χώρα και 

κατάστημα. Παρατηρούμε πως για όλα τα προϊόντα ανεξαρτήτως χώρας και 

καταστήματος ισχύει η ίδια τάση,  μετά την ημέρα των Χριστουγέννων έχουμε σημαντική 

αύξηση των πωλήσεων και το μέγιστο αυτών να είναι την 30η μέρα του Δεκέμβρη. 

 

- 3.9.3.Πωλήσεις την περίοδο του Πάσχα 

Αρχικά θα πρέπει να εισάγουμε εξωτερικά δεδομένα για να δούμε πότε ήταν η εορτή 

κάθε χρονιά για την κάθε χώρα,  αφού είναι διαφορετική ημερομηνία κάθε φορά και στην 

συνέχεια θα αναπαραστήσουμε τις ημερήσιες πωλήσεις του Απριλίου με διαγράμματα 

ράβδων,  με τους μέσους όρους τεσσάρων ετών όπως κάναμε και την περίοδο των 

Χριστουγέννων. 

Ημέρα του Πάσχα για Νορβηγία, Σουηδία 

2015 Sun 5 Apr Easter Sunday National holiday 

2016 Sun 27 Mar Easter Sunday National holiday 

2017 Sun 16 Apr Easter Sunday National holiday 

2018 Sun 1 Apr Easter Sunday National holiday 

 

Ημέρα του Πάσχα για Φιλανδία 

2015 Sun 6 Apr Easter Sunday National holiday 

2016 Sun 28 Mar Easter Sunday National holiday 

2017 Sun 17 Apr Easter Sunday National holiday 

2018 Sun 2 Apr Easter Sunday National holiday 

 



   

 

 

 

 

Στο παραπάνω γράφημα έχουμε αναπαριστήσει με κόκκινο χρώμα τις ημέρες του Πάσχα 

για κάθε χρονιά (όπου για την Φινλανδία είναι μια μέρα μετά) και με πορτοκαλί χρώμα 

τα σαββατοκύριακα του μήνα Απριλίου, όπου και παρατηρούμε επίσης υψηλές πωλήσεις 

για τα προϊόντα της εταιρείας. Συνολικά λαμβάνουμε σαν αποτέλεσμα, πως για όλες τις 

χρονιές,  ολόκληρη η εβδομάδα που ακολουθεί την εορτή του Πάσχα (γαλάζιο χρώμα 

στα διαγράμματα) είναι η πιο δυνατή σε πωλήσεις ολόκληρου του μήνα και ειδικότερα 

οι μέρες προς το τέλος της. 

 

 

 

 

Γράφημα20: Μέσος όρος πωλήσεων 4 ετών των ημερών του Απριλίου  

 



   

 

 

 

- 3.9.4.Ημέρες της εβδομάδας 

Θα μελετήσουμε αν υπάρχουν συγκεκριμένες μέρες της εβδομάδας κατά τις οποίες 

έχουμε πιο αυξημένες πωλήσεις ανεξάρτητα του προϊόντος. 

 

Ιδιαίτερο ενδιαφέρον παρουσιάζουν για ακόμη μια φορά τα αποτελέσματα των 

πολλαπλών οπτικοποιήσεων που παρουσιάζονται, σύμφωνα με τα οποία, τα Σάββατα 

αλλά και οι Κυριακές φαίνονται πως είναι οι  καλύτερες σε πωλήσεις ημέρες.  Σημαντικές 

πωλήσεις εμφανίζονται επίσης και την Παρασκευή σε σχέση με τις υπόλοιπες μέρες τις 

εβδομάδας. Αν συνοψίζαμε τις ημέρες της εβδομάδας σε κατηγορίες δυναμικότητας 

πωλήσεων  θα το κάναμε ως εξής:  

 Ομάδα1:  Δευτέρα-Τρίτη-Τετάρτη-Πέμπτη 

 Ομάδα2:  Παρασκευή 

 Ομάδα3:  Σάββατο –Κυριακή 

 

Γράφημα21: Μέσος όρος πωλήσεων 4 ετών κάθε ημέρας της εβδομάδας 

 



   

 

 

 

4.Μοντελοποίηση 

4.1. Data splitting 

O διαχωρισμός των δεδομένων του δοσμένου training set είναι μια συνήθης τακτική 

που εφαρμόζεται για την μηχανική μάθηση και όχι μόνο. Το dataset χωρίζεται σε δύο 

κομμάτια, τα training και validation υποσύνολα/subsets, με σκοπό να εκπαιδεύσουμε 

τα μοντέλα μας και να επιλεχθεί εκείνο του οποίου οι παράμετροι θα δώσουν την 

καλύτερη πρόβλεψη με κριτήριο το μικρότερο σφάλμα και την ακρίβεια των 

προβλέψεων. Θα πρέπει όμως να αποτελεί σημείο προσεκτικής μελέτης από τον 

αναλυτή το πως γίνεται αυτός ο διαχωρισμός και με ποια κριτήρια επιλέγονται τα 

υποσύνολα, όπως και ποιες παρατηρήσεις του συνόλου δεδομένων θα ανήκουν στο 

ένα ή στο άλλο κομμάτι. 

Στην περίπτωση του προβλήματος που μελετάμε στην παρούσα εργασία θα 

μπορούσαμε να διαχωρίσουμε για παράδειγμα το training set που δίνεται από τον 

διαγωνισμό με βάση τις διαθέσιμες χρονιές για τις οποίες γνωρίζουμε τις πωλήσεις 

των προϊόντων και έτσι να τροφοδοτήσουμε  για εκπαίδευση των μοντέλων τα 

δεδομένα των ετών 2014, 2015, 2016, 2017 και να χρησιμοποιήσουμε για 

validation/επαλήθευση την χρονιά 2018. Τους λόγους που θα γίνει αυτό θα τους 

αναλύσουμε σε επόμενη ενότητα. Όπως γίνεται κατανοητό το validation set είναι ένα 

κομμάτι που αρχικού dataset και δεν πρέπει να μπερδεύεται με το test set του 

διαγωνισμού για το οποίο δεν έχουμε διαθέσιμες τιμές για την μεταβλητή στόχο. 

Το προβλεπτικό μοντέλο που θα χρησιμοποιηθεί θα πρέπει να είναι σε θέση να μπορεί 

να εκτιμήσει  τιμές εκτός εκείνων στις οποίες έχει εκπαιδευτεί, αποφεύγοντας έτσι το 

overfitting μια κατάσταση κατά την οποία το μοντέλο μας προσαρμόζεται 

υπερβολικά καλά στα δεδομένα που εκπαιδεύτηκε και αδυνατεί να κάνει εκτιμήσεις 

υψηλής ακρίβειας για καινούριες τιμές της μεταβλητής. 

 

 Το training set περιέχει περισσότερες παρατηρήσεις από το validation 

υποσύνολο. To σύνολο αυτό χρησιμοποιείτε για να εκπαιδεύσουμε το 

μοντέλο μας χρησιμοποιώντας πολλαπλές παραμέτρους, και στην συνέχεια 

κάθε μοντέλο ελέγχεται ως προς την προβλεπτική του ικανότητα από το 

validation set.To υποσύνολο αυτό περιέχει τόσο τις παραμέτρους, όσο και την 



   

 

 

 

μεταβλητή στόχο (target) τις τιμές της οποίας θέλουμε να προβλέψουμε 

τελικά. (Xu & Goodacre, 2018). 

 Το validation set είναι το μικρότερο σε μέγεθος. Χρησιμοποιούμε τις τιμές της 

μεταβλητής στόχου (πραγματικές), και τις συγκρίνουμε με τις τιμές που 

προέβλεψε το εκάστοτε μοντέλο που εκπαιδεύτηκε στο προηγούμενο στάδιο. Τα 

δεδομένα αυτού του συνόλου αποτελούν περίπου το 20% των συνολικών 

παρατηρήσεων ή και περισσότερα ανάλογα κάθε φορά με τις ανάγκες τις 

ανάλυσης. (Hyndman & Athanasopoulos, 2018). 

 

Υπάρχουν διάφοροι τρόποι με βάση τους οποίους μπορούμε να χωρίσουμε το σύνολο 

δεδομένων σύμφωνα με την βιβλιογραφία, λαμβάνοντας υπόψιν τις απαιτήσεις και τους 

περιορισμούς της εκάστοτε μελέτης. Μπορούμε να ομαδοποιήσουμε τους τρόπους 

αυτούς σε τρεις βασικές κατηγορίες (Xu & Goodacre, 2018). 

 Cross-validation: Τα δεδομένα του dataset χωρίζονται σε k διαφορετικά 

κομμάτια. Σε κάθε επανάληψη του αλγορίθμου, τα k-1 μέρη χρησιμοποιούνται 

για την εκπαίδευση του μοντέλου και το τελευταίο κομμάτι ως σύνολο 

επαλήθευσης (validation set). Η διαδικασία του αλγορίθμου επαναλαμβάνεται 

ανάλογα με τον αριθμό των κομματιών που έχει ορίσει ο αναλυτής μέχρι όλα τα 

κομμάτια να χρησιμοποιηθούν για επαλήθευση. Η απόδοση του μοντέλου είναι ο 

μέσος όρος των scores που πέτυχε σε κάθε επανάληψη του ο αλγόριθμος. Ένας 

τέτοιος διαχωρισμός γίνεται με τον αλγόριθμο k-folds. 

 Με Τυχαία δείγματα ενός ποσοστού των παρατηρήσεων από το dataset και χρήση 

τους ως σύνολο επαλήθευσης (validation set) ενώ οι υπόλοιπες παρατηρήσεις 

χρησιμοποιούνται για εκπαίδευση. Και εδώ η διαδικασία επαναλαμβάνεται 

αρκετές φορές και αξιολογούμε το μοντέλο με βάση τον μέσο όρων των 

επιδόσεων του. Ο αλγόριθμος που χρησιμοποιείτε συνήθως για αυτήν την 

διαδικασία και είναι ο πιο αποτελεσματικός είναι ο Bootstrap. 

 Με βάση την κατανομή των δεδομένων: η συστηματική επιλογή ενός δεδομένου 

αριθμού των πιο αντιπροσωπευτικών δειγμάτων από το σύνολο δεδομένων και η 

χρήση των υπόλοιπων δειγμάτων για επαλήθευση είναι μια τρίτη προσέγγιση 

διαχωρισμού. Ο αλγόριθμος Kennard-Stone (K-S) είναι ένα καλό παράδειγμα 

μιας τέτοιας μεθόδου. 

 



   

 

 

 

Όπως θα μπορούσαμε να παρατηρήσουμε σε κάθε μία από τις μεθόδους 

διαχωρισμού υπάρχουν μία ή δύο παράμετροι οι οποίοι χρήζουν βελτιστοποίησης 

όπως για παράδειγμα ο αριθμός των κομματιών που θα χρησιμοποιήσουμε στο 

cross-validation ή ο αριθμός των επαναλήψεων στον αλγόριθμο bootstrap και ο 

αριθμός των δειγμάτων στην τελευταία προσέγγιση. 

 

 

Εικόνα3: Διάγραμμα ροής διαχωρισμού συνόλου δεδομένων 

 

Στο παραπάνω διάγραμμα ροής φαίνεται συνοπτικά η διαδικασία που 

ακολουθείται ξεκινώντας από τον διαχωρισμό του αρχικού συνόλου δεδομένων 

μέχρι και την τελική εφαρμογή του επιλεγμένου προβλεπτικού μοντέλου στο 

σύνολο test. Τα μπλε βέλη δείχνουν την διαδικασία του validation των μοντέλων 

και των παραμέτρων τους και τα κίτρινα βέλη την τελική διαδικασία εκπαίδευσης 

του βελτιστοποιημένου μοντέλου με τις καλύτερες παραμέτρους και χρήσης του 

για προβλέψεις στο άγνωστο test set. 



   

 

 

 

Για τις ανάγκες εκπαίδευσης και επαλήθευσης του μοντέλου μας θα χωρίσουμε το 

δοσμένο από τον διαγωνισμό σύνολο εκπαίδευσης ως εξής:  Θα χρησιμοποιήσουμε τα 

δεδομένα των τριών πρώτων ετών ως σύνολο εκπαίδευσης και τα δεδομένα της χρονιάς 

2018 για validation σύνολο.  

 

Εικόνα4:  Κώδικας Python Data splitting  

 

Επιπλέον στο σημείο αυτό θα ορίσουμε στην python και την συνάρτηση  SMAPE, η 

οποία είναι ουσιαστικά η μετρική αξιολόγησης του μοντέλου μας που έχει οριστεί από 

τους κανόνες του διαγωνισμού (Συμμετρικό μέσο απόλυτο ποσοστιαίο σφάλμα) 

 

Εικόνα5:  Κώδικας Python SMAPE  

 

 

 

 

 

  



   

 

 

 

4.2.Μοντέλα Μηχανικής Μάθησης-Machine Learning Models (ML) 

Τα μοντέλα μηχανικής προτάθηκαν στην βιβλιογραφία της ανάλυσης δεδομένων σαν 

εναλλακτική  των στατιστικών μοντέλων για την πρόβλεψη χρονοσειρών. Ο στόχος των 

μεθόδων αυτών  είναι ο ίδιος με αυτόν των στατιστικών. Και οι δύο στοχεύουν στην 

βελτιστοποίηση της ακρίβειας πρόβλεψης  των μοντέλων, ελαχιστοποιώντας κάποια loss 

function, η οποία συνήθως είναι το άθροισμα των τετραγωνικών σφαλμάτων.  

Η διαφορά τους έγκειται στον τρόπο με τον οποίο επιτυγχάνεται αυτή η ελαχιστοποίηση,  

αφού στις μεθόδους ML επιτυγχάνεται με την χρήση μη γραμμικών αλγόριθμων, ενώ οι 

στατιστικές χρησιμοποιούν γραμμικές διαδικασίες Υπολογιστικά οι μέθοδοι μηχανικής 

μάθησης είναι πιο απαιτητικές από τις στατιστικές μεθόδους, και τέλος απαιτούν 

μεγαλύτερη εξάρτηση από την επιστήμη των υπολογιστών για την εφαρμογή τους 

(Makridakis, Spiliotis, Assimakopoulos, 2018). 

4.3.Εφαρμογή 

Notebook by Ambrosm (2022). TPSJAN22-01 EDA which makes sense. 

Για την εφαρμογή του αλγορίθμου που έχουμε επιλέξει και  θα δούμε στην συνέχεια θα 

εφαρμόσουμε αρχικά  features enginerieng  βασισμένο στα όσα είδαμε νωρίτερα στην 

ενότητα της επιθεώρησης των δεδομένων του διαγωνισμού. 

4.3.1.Features engineering  

Holidays 

Όπως είδαμε σε προηγούμενες ενότητες της διερευνητικής ανάλυσης, στα δεδομένα του 

συνόλου υπάρχει εποχικότητα που προφανώς και επηρεάζει τα νούμερα των πωλήσεων 

κάθε χρονιά. Για να μπορούν να αναγνωριστούν από τον αλγόριθμο μας ως ¨ξεχωριστές΄΄  

αυτές οι μέρες θα τον τροφοδοτήσουμε με εξωτερικά δεδομένα. Πιο συγκεκριμένα 

πρόκειται για μια βιβλιοθήκη της Python με το όνομα Holidays που σκοπό έχει να 

αναγνωριστεί μια συγκεκριμένη ημερομηνία ως holiday ή όχι. Φυσικά οι ημερομηνίες 

αυτές διαφέρουν από χώρα σε χώρα και από χρονιά σε χρονιά και το λόγο αυτό πρέπει 

να επιλέξουμε τα δεδομένα που μας χρειάζονται. Επιπρόσθετα, επειδή κάποιες γιορτές 

είναι κοινές θα πρέπει να αποκλείσουμε τα διπλότυπα που θα επέφεραν σύγχυση στα 

δεδομένα μας.   



   

 

 

 

 

Εικόνα6: κώδικας Python, Holidays API 

 

Χρησιμοποιώντας την βιβλιοθήκη της Python που αναφέραμε,  δημιουργούμε δύο 

επιπλέον στήλες/χαρακτηριστικά στο σύνολο δεδομένων μας. Μία στήλη με το όνομα 

της γιορτής και μια με μια δυαδική μεταβλητή 0 για γιορτή και 1 όταν δεν πρόκειται για 

γιορτή. Την ίδια διαδικασία ακολουθούμε για τα test δεδομένα μας. Στην συνέχεια της 

μελέτης θα δούμε αν τα features αυτά βοηθούν το μοντέλο μας σε καλύτερες προβλέψεις. 

Επίσης προσθέτουμε στις γιορτές την παραμονή της Πρωτοχρονιάς που είδαμε αυτό 

αυξάνονται οι πωλήσεις καθώς και την ημέρα των Χριστουγέννων. 

 

Πίνακας12:Train dataset μετά Holidays 

 

Στην συνέχεια έχει επιλεγεί να προστεθούν κάποια επιπλέον χαρακτηριστικά στο σύνολο 

μας,  τα οποία και αφορούν την στήλη/χαρακτηριστικό  των ημερομηνιών, ούτως ώστε 

το μοντέλο μας να είναι σε θέση να αναγνωρίσει την διαδοχικότητα των σημείων της 

χρονοσειράς. Έτσι κάθε ένα από τα καινούρια χαρακτηριστικά θα αντιπροσωπεύει μια 

πληροφορία της ημερομηνίας όπως είναι τώρα,  για παράδειγμα (ημέρα, εβδομάδα, 

μήνας κ.λπ.). Στην πράξη θα εισάγουμε στήλες με ακέραιους αριθμούς ή στήλες binary 

όπως για παράδειγμα αν πρόκειται για μέρα σαββατοκύριακου ή όχι. 



   

 

 

 

 

 

4.3.2.Λογαριθμικός μετασχηματισμός 

Στο επόμενο βήμα της προετοιμασίας του συνόλου δεδομένων θα ασχοληθούμε με την 

λοξότητα που εμφανίζουν τα δεδομένα μας όπως φαίνεται  στα παρακάτω διαγράμματα 

κατανομής της μεταβλητής στόχου. 

 

Γράφημα18: Κατανομή Πωλήσεων  

 

Παρατηρούμε πως υπάρχει εμφανής θετική ασυμμετρία / δεξιά κυρτότητα στην 

κατανομή των δεδομένων των πωλήσεων, πράγμα που θα επηρέαζε σημαντικά την 

απόδοση του προβλεπτικού μοντέλου. Πιο συγκεκριμένα για αλγορίθμους που 

χρησιμοποιούν κυρτή βελτιστοποίηση ( gradient descent ) όπως αυτός που θέλουμε να 

εφαρμόσουμε στην παρούσα ενότητα αλλά και αλγόριθμοι που βασίζονται σε 

Πίνακας13: Nέα features  



   

 

 

 

αποστάσεις μεταξύ των σημείων των δεδομένων έχουν καλύτερη προβλεπτική ικανότητα 

όταν εκπαιδεύονται σε δεδομένα με κατανομή πιο κοντά στην κανονική. Εάν τα δεδομένα 

δεν μετασχηματιστούν, το μοντέλο θα εκπαιδευτεί σε μια λοξή κατανομή πιθανότητας 

και δεν θα έχει καλή απόδοση όταν αντιμετωπίζει δεδομένα πιο κοντά στο αντίθετο άκρο 

της κατανομής πιθανοτήτων. Η τιμή της λοξότητας για την μεταβλητή num_sold 

υπολογίστηκε σε 1.70 πριν από οποιαδήποτε ενέργεια μετασχηματισμού. 

Αναλυτικότερα για κάθε συνδυασμό προϊόντος και χώρας αλλά και καταστήματος 

παρατηρούμε την ίδια λοξότητα στα ιστογράμματα κατανομής πιθανοτήτων. 

 

 

 

 

Γράφημα19:  Κατανομές Πωλήσεων ανά χώρα, προϊόν, κατάστημα 



   

 

 

 

Στην πιο αναλυτική απεικόνιση που παρουσιάζεται παραπάνω θα παρατηρήσουμε τις 

διαφορετικές μορφές των κατανομών ανά προϊόν, ίσως λόγο την διαφορετικής 

εποχικότητας που εμφανίζει το κάθε έναν από αυτά. Πιο συγκεκριμένα τα KaggleHats 

εμφανίζεται πλατύτερη η κατανομή τους από τα άλλα δύο προϊόντα της εταιρίας που 

μελετάμε. 

Θα εφαρμόσουμε στην μεταβλητή στόχο (target) τον λογαριθμικό μετασχηματισμό ο 

οποίος έχει σαν ιδιότητα να μειώνει την ασυμμετρία και την μεταβλητότητα των υπό 

εξέταση μεταβλητών και εφαρμόζεται μόνο όταν η μεταβλητή μας λαμβάνει αυστηρά 

θετικές τιμές,  ιδιότητα που έχουν τα δεδομένα μας αφού αφορούν πωλήσεις. Ακόμη λόγο 

του μετασχηματισμού αυτού, μέσω της μείωσης του εύρους μεταβλητότητας των 

δεδομένων, καθιστά τις μεταβλητές του δείγματος λιγότερο ευαίσθητες σε τυχόν ακραίες 

τιμές (outliers). 

Μετά τον μετασχηματισμό, υπολογίζουμε ξανά την τιμή της λοξότητας η οποία είναι 

0.06 και επομένως είχε νόημα η τροποποίηση που κάναμε. Μέσω της οπτικοποίησης,   

διαπιστώνουμε ότι πλέον η κατανομή της μεταβλητής στόχου Num_sold προσεγγίζει  

την κανονική. 

 

 

Γράφημα20: Κατανομή Πωλήσεων μετά τον λογαριθμικό μετασχηματισμό 

 

Τα δεδομένα του test dataset δεν χρειάζονται κάποιον μετασχηματισμό αφού δεν έχουμε 

τιμές για την μεταβλητή στόχο.  



   

 

 

 

Συμπληρωματικά, στο τέλος της διαδικασίας θα πρέπει να επανα-μετασχηματίσουμε τα 

δεδομένα που θα πάρουμε ως προβλέψεις του μοντέλου, πράγμα που θα γίνει με την 

χρήση της αντίστροφης μεθόδου που στα μαθηματικά είναι η  εκθετική συνάρτηση. 

4.3.3.Ακραίες τιμές-Outliers 

Σε αυτήν την υπo-ενότητα, θα χειριστούμε τις ακραίες τιμές, και συγκεκριμένα θα τις 

αφαιρέσουμε από το σύνολο δεδομένων μας. Έχουμε αρκετές παρατηρήσεις στο σύνολο 

δεδομένων μας και έτσι η αφαίρεσή τους δεν θα πρέπει να αποτελέσει πρόβλημα. Οι 

ακραίες τιμές μπορούν να επηρεάσουν σημαντικά την απόδοση του μοντέλου. Εάν τα 

δεδομένα περιέχουν τέτοιες τιμές, το μοντέλο δεν θα αποδώσει εξίσου καλά λόγω 

παραγόντων όπως η εκμάθηση μιας κατανομής πιθανοτήτων που δεν είναι πλήρως 

αντιπροσωπευτική των πραγματικών δεδομένων. 

 

Για να επαληθεύσουμε αρχικά ότι υπάρχουν ακραίες παρατηρήσεις,  θα κατασκευάσουμε 

ένα θηκόγραμμα των τιμών της μεταβλητής num_sold.  

 

Γράφημα21:  Θηκόγραμμα εξαρτημένης μεταβλητής 

 

Διαπιστώνουμε όντως την ύπαρξη τους και προχωράμε στον υπολογισμό των οριακών 

τιμών της μεταβλητής για να αφαιρέσουμε αργότερα οποιαδήποτε τιμή είναι έξω από 

αυτά τα όρια. 

o IQR=Ενδοτεταρτομορικό πλάτος = Q3-Q1 

o Άνω όριο = Q3 + 1.5 * IQR 

o Κάτω όριο = Q1 - 1.5 * IQR 

 



   

 

 

 

Μετά την αφαίρεση τεσσάρων παρατηρήσεων το θηκόγραμμα της μεταβλητής των 

πωλήσεων έχει την μορφή που παρουσιάζεται στο διάγραμμα που εμφανίζεται στην 

συνέχεια: 

 

 

Γράφημα22:  Θηκόγραμμα μετά την αφαίρεση outliers 

 

4.3.4.Κωδικοποίηση Κατηγορικών μεταβλητών 

Τα μοντέλα μηχανικής μάθησης για να λειτουργήσουν καλύτερα χρειάζονται όλα τα 

δεδομένα που εισάγουμε να είναι αριθμητικά. Κατά συνέπεια, θα προχωρήσουμε σε 

μετασχηματισμό του συνόλου μας, που περιέχει κατηγορικές μεταβλητές όπως η χώρα, 

το κατάστημα κ.ο.κ., για να εκπαιδεύσουμε τον αλγόριθμό μας. 

o Ονομαστική Μεταβλητή/ Nominal (Κατηγορική). Η μεταβλητή περιλαμβάνει ένα 

πεπερασμένο σύνολο διακριτών κατηγοριών χωρίς σχέση μεταξύ των τιμών. 

o Τακτική Μεταβλητή/ Ordinal. Η μεταβλητή περιλαμβάνει ένα πεπερασμένο 

σύνολο διακριτών τιμών με μια ταξινομημένη σειρά μεταξύ των τιμών. Παρόλη 

την διάταξη των δεδομένων δεν πρέπει να προσδίδεται αξία σ αυτήν, καθώς για 

παράδειγμα στις κατηγορίες της μεταβλητής ¨κατάσταση υγείας¨ (άριστη,  καλή, 

μέτρια,  κακή) η άριστη δεν είναι δύο φορές καλύτερη από την μέτρια. 

 

Οι δύο πιο διαδεδομένοι τρόποι για την κωδικοποίηση των κατηγορικών μεταβλητών 

είναι δύο:  Ordinal Encoding and  One-Hot Encoding (Brownlee, 2020). 

o Ordinal Encoding: Σε αυτήν την κωδικοποίηση, σε κάθε διαφορετική κατηγορία 

των δεδομένων αποδίδεται ένας ακέραιος αριθμός. Για τις περισσότερες 

μεταβλητές αυτού του είδους αυτός ο μετασχηματισμός είναι αρκετός,  καθώς οι 

https://machinelearningmastery.com/author/jasonb/


   

 

 

 

ακέραιοι αριθμοί έχουν από την φύση τους κάποια διάταξη και επίσης είναι σαφής 

η σχέση των αριθμών μεταξύ τους και έτσι δεν πρέπει να αποτελούν πρόβλημα 

για να αναγνωριστούν από τους αλγορίθμους. 

o One-Hot Encoding: Χρησιμοποιείται για εκείνες τις μεταβλητές όπου αυτή η 

φυσική διάταξη που προσδίδουν στα δεδομένα οι ακέραιοι αριθμοί, όταν 

χρησιμοποιούμε την προηγούμενη μέθοδο, είναι παραπλανητική για τον 

αλγόριθμο. Η επιβολή μιας τακτικής σχέσης στα δεδομένα όταν αυτή δεν υπάρχει,  

οδηγεί το μοντέλο σε ανεπαρκείς προβλέψεις. Σε αυτές τις περιπτώσεις θεωρείτε 

φρόνιμο να  εφαρμόσουμε one-hot encoding, δηλαδή μια απλή κωδικοποίηση 

κατά την οποία μια νέα δυαδική/binary μεταβλητή προστίθεται για κάθε μοναδική 

τιμή της μεταβλητής. 

Σύμφωνα και με όσα αναφέραμε  παραπάνω για τις ανάγκες της δικής μας ανάλυση θα  

πρέπει να χρησιμοποιήσουμε την πιο απλή από τις κωδικοποιήσεις (one-hot encoding)        

για τις κατηγορικές μεταβλητές (country, store, product, holiday_name). 

.  

 

Πίνακας14:  One-hot encoding 

 

4.3.5. Features Selection – Επιλογή Παραμέτρων 

Στα πλαίσια της διαδικασίας αυτής θα προσπαθήσουμε να μειώσουμε τον αριθμό των 

χαρακτηριστικών τα οποία θα χρησιμοποιηθούν στην κατασκευή του μοντέλου και θα 

χρησιμοποιηθούν κατ’ επέκταση για τις  προβλέψεις. 



   

 

 

 

Είναι επιθυμητό να μειωθεί ο αριθμός των μεταβλητών εισόδου, τόσο για να περιοριστεί  

το υπολογιστικό κόστος, εξαιτίας του ότι σε περιπτώσεις πολύ μεγάλων συνόλων 

δεδομένων θα ήταν κοστοβόρο και χρονοβόρο να εκπαιδεύσουμε το μοντέλο μας  με την 

χρήση όλων των μεταβλητών, όσο και  σε ορισμένες περιπτώσεις, για τη βελτίωση της 

απόδοσης του μοντέλου.  

 

Η διαδικασία της  επιλογής των χαρακτηριστικών (feature selection) που θα συμμετέχουν 

τελικά στην εκπαίδευση του μοντέλου, σχετίζεται με τις τεχνικές μεταβολής του 

μεγέθους (dimensionally reduction) των παρατηρήσεων που έχει κάθε μεταβλητή μιας 

και στις δύο περιπτώσεις απώτερος στόχος είναι  η μείωση των δεδομένων που θα 

εισαχθούν στον αλγόριθμο. H διαφορά τους έγκειται στο γεγονός ότι κατά στην πρώτη 

περίπτωση επιλέγονται οι μεταβλητές που θα αποκλειστούν, με βάση την σπουδαιότητα 

της κάθε μίας, ενώ στην δεύτερη περίπτωση με την μείωση των διαστάσεων του dataset 

δημιουργείτε έναν καινούριο σύνολο με αποτέλεσμα νέα χαρακτηριστικά εισόδου 

(inputs) (Brownlee , 2019). 

Οι μέθοδοι επιλογής του υποσυνόλου των χαρακτηριστικών από το αρχικό σύνολο 

μεταβλητών,  μπορούν να κατηγοριοποιηθούν ως ακολούθως (Brownlee , 2019) . 

o Μη-εποπτευόμενη: Δεν χρησιμοποιείται στην διαδικασία η μεταβλητή στόχος 

- Μελέτη συσχετίσεων ( Correlations )   

o Εποπτευόμενη: Χρήση της εξαρτημένης μεταβλητής στόχου στην διαδικασία 

- Wrapper: Διερεύνηση των υποσυνόλων των μεταβλητών με σκοπό να 

βρούμε εκείνα με την καλύτερη απόδοση 

 Μέθοδος Εξάλειψης Αναδρομικών Χαρακτηριστικών (RFE)  

- Filter:  Επιλογή υποσυνόλων μεταβλητών με βάση την συσχέτιση τους με 

την μεταβλητή στόχο. 

 Μέθοδοι στατιστικής 

 Μέθοδοι αξιολόγησης της σημαντικότητας των χαρακτηριστικών 

(feature importance methods) 

- Intrinsic: Αλγόριθμοι οι οποίοι εκτελούν αυτόματη επιλογή παραμέτρων 

κατά την διάρκεια της εκπαίδευσης 

 Decision trees- Δέντρα αποφάσεων 

 

https://machinelearningmastery.com/author/jasonb/


   

 

 

 

 

Εικόνα7:  Μέθοδοι για την επιλογή παραμέτρων 

 

Correlations- Συσχετίσεις 

Με σκοπό να μελετήσουμε τις συσχετίσεις των μεταβλητών μας, κατασκευάζουμε την 

οπτικοποίηση correlations heatmap. Θα εφαρμόσουμε έτσι σύμφωνα με τα παραπάνω 

μια μη- εποπτευόμενη τεχνική για να εξετάσουμε ποιες είναι οι μεταβλητές που 

συσχετίζονται υψηλά μεταξύ τους και να τις αποκλείσουμε.  

Συσχέτιση είναι ένας στατιστικός όρος που εκφράζει τον βαθμό με τον οποίο οι δύο 

μεταβλητές έχουν μια γραμμική σχέση μεταξύ τους,  η οποία υπολογίζεται από τον 

μαθηματικό τύπο που παρατίθεται στην εικόνα 8 και ονομάζεται συντελεστής γραμμικής 

συσχέτισης του Pearson, ο οποίος παίρνει τιμές από το -1 έως το 1. 

 

Εικόνα8:  Συντελεστής Pearson 

 

Τιμές του συντελεστή κοντά στο 0 δηλώνουν ότι δεν υπάρχει  γραμμική συσχέτιση 

μεταξύ των μεταβλητών,  ενώ αντίθετα τιμές του συντελεστή κοντά στα άκρα δηλαδή -1 

και 1 δηλώνουν υψηλή αρνητική ή θετική συσχέτιση αντίστοιχα. 



   

 

 

 

 

Γράφημα23:   Correlations Matrix με heatmap 

 



   

 

 

 

Στην οπτικοποίηση που προηγήθηκε έχουμε αποκλείσει τα χαρακτηριστικά row_id και 

date καθώς και όλα τα χαρακτηριστικά που δημιουργήθηκαν μετά την κωδικοποίηση των 

ποιοτικών μεταβλητών. 

Για τις ανάγκες της παρούσας μελέτης υψηλή συσχέτιση θα θεωρήσουμε οποιαδήποτε 

τιμή του συντελεστή μεγαλύτερη από το 0,9 και έτσι έχουμε τα εξής αποτελέσματα: 

- Περίπτωση 1: Quarter - Month 0.97  

- Περίπτωση 2: Week of the year – Month 0.98  

- Περίπτωση 3: Day of the year – Quarter 0.97 

- Περίπτωση 4: Day of the year – Week of the year 0.98 

Για τις περιπτώσεις 1 και 2 θα αποκλείσουμε την μεταβλητή quarter και επιπλέον θα 

αποκλείσουμε την μεταβλητή week of the year. Για τις δύο τελευταίες περιπτώσεις 

υψηλής συσχέτισης  δεν απαιτείται κάποια επιπλέον ενέργεια. 

Ακόμη παρατηρούμε ότι το χαρακτηριστικό is_weekend είναι αυτό με την υψηλότερη 

συσχέτιση με την μεταβλητή στόχο την num_sold,  και ακολουθούν is holiday, day of the 

week, weekday τα οποία είναι όλα χαρακτηριστικά που προσθέσαμε κατά το feature 

engineering και δείχνει την σπουδαιότητα της διαδικασίας για την κατασκευή ενός 

μοντέλου με όσο το δυνατόν καλύτερη ακρίβεια στις προβλέψεις του. 

Εντύπωση προκαλεί η ιδιαίτερα χαμηλή τιμή του συντελεστή συσχέτισης της μεταβλητής 

που αφορά την χρονιά (year)  με την μεταβλητή num_sold. 

 

4.3.6. Features Importance – Σημαντικότητα Παραμέτρων 

Σε αυτήν την ενότητα με σκοπό να αποκτήσουμε μια καλύτερη άποψη για τις 

εναπομείναντες μεταβλητές με τις οποίες επρόκειτο να τροφοδοτήσουμε το μοντέλο μας 

θα εφαρμόσουμε σε αυτές μια τεχνική για να ανακαλύψουμε την σημαντικότητα της κάθε 

μίας. 

Extra trees Algorithm: Είναι ένας εξαιρετικά τυχαιοποιημένος ταξινομητής δέντρων 

αποφάσεων και πρόκειται για ένα τύπο μηχανικής μάθησης, ο οποίος συγκεντρώνει τα 

αποτελέσματα πολλαπλών ασυσχέτιστων δέντρων αποφάσεων που συλλέγονται σε ένα 

«δάσος/forest» για να δώσει το αποτέλεσμα της ταξινόμησής του.  



   

 

 

 

Στην βασική ιδέα του,  μοιάζει πολύ με τον αλγόριθμο Random Forest αλλά υπάρχουν 

σημαντικές διαφορές στον τρόπο λειτουργίας τους αφού ο αλγόριθμος Extra Τrees 

αποφασίζει τυχαία τις τιμές διαχωρισμού των δέντρων και όχι μέσω της διαδικασίας 

bootstrap. 

 

Γραφημα24: Features Importance 

 

Από το παραπάνω γράφημα είναι ξεκάθαρο πως το πιο σημαντικό χαρακτηριστικό είναι 

η κωδικοποίηση που αφορά το είδος του προϊόντος και στην συνέχεια οι αλυσίδες 

καταστημάτων,  πράγμα που σημαίνει ότι οι μεταβλητές αυτές έχουν την μεγαλύτερη 

¨επίδραση¨ στο μοντέλο μας και τις προβλέψεις του. Χαμηλή  επίδραση, όπως ίσως ήταν 

αναμενόμενο άλλωστε, έχουν στο μοντέλο μας η μέρα μέσα στην εβδομάδα για τις 

πωλήσεις όταν δεν πρόκειται για Σαββατοκύριακο. Καμία επίδραση επίσης δεν 

παρουσιάζεται από τις μεταβλητές enc_holiday_name, is_holiday και θα τις βγάλουμε 

από την λίστα με τα features που θα συμμετάσχουν στην εκπαίδευση του μοντέλου. 

Μετά τα στάδια της διερευνητικής ανάλυσης των δεδομένων, της μηχανικής και επιλογής 

των παραμέτρων που θα χρησιμοποιηθούν στο επόμενο βήμα και του διαχωρισμού του 

dataset θα συνεχίσουμε με την εφαρμογή του αλγορίθμου μηχανικής μάθησης και τέλος 

θα αξιολογήσουμε τις προβλέψεις του. 



   

 

 

 

4.4.XGboost: Extreme Gradient Boosting 

4.4.1.Εισαγωγή 

 Η τεχνική boosting κατασκευάζει μοντέλα με χρήση μεμονωμένων περιπτώσεων 

σφάλματος (weak learners) με τρόπο επαναληπτικό. Κατά την διαδικασία του  boosting 

τα μοντέλα δεν βασίζονται σε εντελώς τυχαία υποσύνολα του αρχικού συνόλου 

δεδομένων και των χαρακτηριστικών του, αλλά ιεραρχικά επιλέγει τις περιπτώσεις 

εκείνες με τις λανθασμένες προβλέψεις και τα μεγαλύτερα σφάλματα. Η γενική ιδέα πίσω 

από αυτή την τεχνική είναι ότι κατά την διάρκεια της εκπαίδευσης ο αλγόριθμος 

επικεντρώνεται στις ¨δύσκολες¨ περιπτώσεις προς πρόβλεψη, μαθαίνοντας ουσιαστικά 

από τα λάθη του σε προηγούμενα μοντέλα. Χαρακτηριστικό παράδειγμα τέτοιου 

αλγορίθμου, που εφαρμόζει αυτή την τεχνική είναι ο AdaBoost. 

Gradient boosting είναι μία από τις πιο αποδοτικές τεχνικές κατασκευής προβλεπτικών 

μοντέλων. Το AdaBoost και οι σχετικοί αλγόριθμοι αναδιατυπώθηκαν σε ένα στατιστικό 

πλαίσιο αρχικά από τον Breiman που τους ονόμασε αλγόριθμους ARCing. Το στατιστικό 

πλαίσιο αυτό ενισχύει το μοντέλο μας αφού αντιμετωπίζεται ως ένα αριθμητικό 

πρόβλημα βελτιστοποίησης όπου στόχος μας είναι να ελαχιστοποιηθεί η απώλεια της 

ακρίβειας του μοντέλου προσθέτοντας δύσκολες περιπτώσεις μάθησης χρησιμοποιώντας 

μια διαδικασία που μοιάζει με την διαδικασία Gradient descent (κάθοδος με βάση την 

κλίση) μια διαδικασία κατά την οποία αναζητούμε το τοπικό ελάχιστο (Brownlee, 2016). 

Αυτή η τεχνική προσθέτει σε κάθε βήμα του αλγορίθμου έναν αδύναμο μαθητή (weak 

learner ) και οι υπάρχοντες αδύναμοι μαθητές παγώνουν και παραμένουν αμετάβλητοι. 

Πρέπει να λάβουμε υπόψη ότι αυτή η σταδιακή στρατηγική εισόδου αδύναμων, διαφέρει 

από τις σταδιακές προσεγγίσεις που αναπροσαρμόζουν τους όρους που έχουν εισαχθεί 

προηγουμένως όταν προστίθενται νέοι (Friedman, 1999). 

Extreme Gradient Boosting είναι ένας αλγόριθμος που στηρίζεται σε δέντρα αποφάσεων 

και χρησιμοποιεί το πλαίσιο του gradient boosting που είδαμε παραπάνω. Ο αλγόριθμος 

XGBoost αναπτύχθηκε ως ερευνητικό έργο στο Πανεπιστήμιο της Ουάσιγκτον από τους 

Tianqi Chen και Carlos Guestrin, οι οποίοι και παρουσίασαν την εργασία τους σε 

συνέδριο το 2016 και αμέσως έτυχε ευρείας αποδοχής στο κόσμο της μηχανικής 

μάθησης.  

https://machinelearningmastery.com/author/jasonb/


   

 

 

 

Mε τη χρήση του συγκεκριμένου αλγορίθμου επιτευχθήκαν πολλές νίκες σε 

διαγωνισμούς της πλατφόρμας Kaggle και επίσης χρησιμοποιήθηκε ανεπίσημα από 

πολλές εφαρμογές της βιομηχανίας (Vishal Morde, 2019).  

 

Εικόνα9: XGBoost level wise tree,  Huu-TaiTha 2022  

 

Η διαφορά του σε σχέση με τις προηγούμενες μεθόδους boosting είναι η χρήση μια νέας 

τεχνικής κανονικοποίησης για τον έλεγχο του overfitting στα δεδομένα,  που τον καθιστά 

πιο γρήγορο και ανθεκτικότερο στα σφάλματα (Al Daoud, 2019). 

Πλεονεκτήματα του αλγορίθμου 

- Μπορεί να χρησιμοποιηθεί σε ένα ευρύ φάσμα προβλημάτων όπως 

παλινδρόμησης, ταξινόμησης, κατάταξης κ.α. 

- Φορητότητα, μπορεί να χρησιμοποιηθεί απροβλημάτιστα σε όλα τα λειτουργικά 

συστήματα ευρείας χρήσης. 

- Υποστηρίζεται σε όλες τις γλώσσες προγραμματισμού που χρησιμοποιούνται 

συνήθως όπως Python, R, Java, C++, Scala. 

Τέλος, ο XGBoost είναι σε θέση να χρησιμοποιεί την λειτουργία που εκτελεί 

υπολογισμούς εκτός πυρήνα (out-of-core computing), χρησιμοποιώντας έτσι τον χώρο 

στον δίσκο με τον πλέον βέλτιστο τρόπο σε περιπτώσεις στις οποίες έχουμε μεγάλα 

σύνολα δεδομένων.  

Σε συνδυασμό με τον αλγόριθμο αυτόν επίσης μπορούμε να χρησιμοποιήσουμε και την 

τεχνική του cross validation για περαιτέρω βελτιστοποίηση του μοντέλου (Chen & 

Guestrin,  2015). 

  

https://medium.com/@vishalmorde?source=post_page-----edd9f99be63d--------------------------------


   

 

 

 

 

 

4.4.2. Hyperparameter Tuning 

Ο αλγόριθμος XGboost επιδέχεται μεγάλης παραμετροποίησης για βελτίωση της 

αποδοτικότητας του. Για αυτόν τον λόγο και είναι δύσκολο πολλές φορές να μπορέσουμε 

να βρούμε τις κατάλληλες τιμές για τις πάρα πολλές παραμέτρους του, οι οποίες 

χωρίζονται σε τρείς μεγάλες κατηγορίες (XGBoost documentation). 

o Γενικές Παράμετροι 

o Boosting 

o Καθήκοντα Μάθησης 

Με σκοπό την ανεύρεση των κατάλληλων τιμών μπορούμε να χρησιμοποιήσουμε την 

βιβλιοθήκη Scikit-learn της Python που μας δίνει τα κατάλληλα εργαλεία μελέτης 

περιπτώσεων μέσω των συναρτήσεων gridsearchcv και της randomized search cv. 

Kishan Maladkar,2018 

GridSearchCV: Πρόκειται για μια τεχνική εύρεσης των βέλτιστων παραμέτρων. 

Ουσιαστικά δοκιμάζονται όλοι οι πιθανοί συνδυασμοί τιμών των παραμέτρων με της 

οποίες θα τροφοδοτήσουμε την συνάρτηση και αξιολογούνται ως προς την ακρίβεια τους. 

RandomisezSearchCV: Η διαφορά αυτής της τεχνικής σε σχέση με την προηγούμενη 

έγκειται στον γεγονός ότι οι παράμετροι επιλέγονται τυχαία σε κάθε δοκιμή και 

αξιολόγηση του μοντέλου. 

Εικόνα10:  Η εξέλιξη από τα δέντρα αποφάσεων στον XGBoost, (Vishal Morde, 2019) 

 

https://analyticsindiamag.com/author/kishan-maladkaranalyticsindiamag-com/
https://medium.com/@vishalmorde?source=post_page-----edd9f99be63d--------------------------------


   

 

 

 

 

Παράμετροι που επιλέχθηκαν  για τον αλγόριθμο XGboost είναι οι παρακάτω:  

- Eta: Η συρρίκνωση του μεγέθους του βήματος η οποία χρησιμοποιείται για την 

αποφυγή υπερβολικής προσαρμογής. Μετά από κάθε βήμα boosting, μπορούμε 

όχι μόνο να λάβουμε άμεσα τα βάρη των νέων χαρακτηριστικών, αλλά και να τα 

συρρικνώσει για να κάνει τη διαδικασία ενίσχυσης πιο συντηρητική. 

- n_estimators: Αριθμός δέντρων gradient boosting.  

- Max_depth: Μέγιστο βάθος δέντρου  

- Max_leaves: Μέγιστον αριθμός φύλλων, όπου το 0 δηλώνει πως δεν υπάρχει όριο 

- Colsample_bylevel: Αναλογία στηλών για το κάθε επίπεδο 

- Colsample_bytree: Αναλογία στηλών κατά την κατασκευή του δέντρου 

- Subsample: Η αναλογία που αφορά τις  περιπτώσεις εκπαίδευσης 

- min_child_weight: Αναφέρεται στο ελάχιστο άθροισμα βάρους για το κάθε τέκνο 

- Alpha: L1 Όρος τακτοποίησης στα βάρη - με την αύξηση του γίνεται το μοντέλο 

πιο συντηρητικό 

- Lambda: L2 Όρος τακτοποίησης στα βάρη -με την αύξηση του γίνεται το μοντέλο 

πιο συντηρητικό 

- Eval_meric: Η μετρική μέτρησης της απόδοσης του αλγορίθμου 

- Tree_method: Προσδιορίζει ποια μέθοδος δέντρων θα χρησιμοποιηθεί 

 

 

 

 

Εικόνα11:   Οπτικοποίησης του τρόπου λειτουργίας των συναρτήσεων εύρεσης των βέλτιστων παραμέτρων 



   

 

 

 

xgboost_params = {'eta'             :  0.1, 

                  'n_estimators'    :  16384, 
                  'max_depth'       :  8, 
                  'max_leaves'      :  256, 
                  'colsample_bylevel': 0.75, 
                  'colsample_bytree':  0.75, 
                  'Subsample'       :  0.75,  
                  'min_child_weight':  512, 
                  'min_split_loss’:  0.002, 
                  'alpha'           :  0.08, 
                  'lambda'          :  128, 
                  'objective'       :  'reg:squarederror', 
                  'eval_metric'     :  'rmse',  
                  'tree_method'     :  'gpu_hist', 
                  'seed'            :  SEED 
                  } 

 

Εικόνα12:  Κώδικας python,  παράμετροι XGboost 

 

 

 

Γράφημα25:XGboost Plots 

 

Λαμβάνοντας τα αποτελέσματα του αλγορίθμου και αντιστρέφοντας στις προβλέψεις τον 

λογαριθμικό μετασχηματισμό που είχαμε πραγματοποιήσει, υπολογίζουμε τις τιμές των 

σφαλμάτων. 

RMSE: 63.545 

SMAPE: 8.47 

 

 

 

 



   

 

 

 

4.4.3.Καμπύλες μάθησης – Learning Curves 

Στην ενότητα αυτή θα δούμε πως με την χρήση καμπυλών μάθησης μπορούμε να 

προσδιορίσουμε την μεροληψία (bias) και την διακύμανση (variance) του μοντέλου μας 

ώστε να είμαστε σε θέση να διαγνώσουμε καταστάσεις overfitting και underfitting.  

Θα δούμε τα διαγράμματα που θα μας βοηθήσουν να μελετήσουμε καλύτερα το μοντέλο 

μας,  με χρήση της βιβλιοθήκης της Python, την Sklearn. Τα διαγράμματα παρουσιάζουν 

την ακρίβεια του μοντέλου σε διάφορους αριθμούς δειγμάτων εκπαίδευσης και αυτό 

επιτυγχάνεται με την παρακολούθηση της ακρίβειας στις προβλέψεις με χρήση των 

training και validation scores (Ajitesh Kumar,2020). 

 

 

 Μοντέλα υψηλής προκατάληψης/Υψηλό Bias –Underfitting (αριστερό διάγραμμα):  

Στην περίπτωση αυτή έχουμε ένα προβλεπτικό μοντέλο με χαμηλή ακρίβεια. Όταν 

αναφερόμαστε στον όρο μεροληψία ουσιαστικά εννοούμε τη διαφορά της 

προβλεπόμενης τιμής που πήραμε από το μοντέλο από την πραγματική τιμή της 

μεταβλητής. Παρατηρούμε πως καθώς αυξάνονται τα δείγματα που εισάγουμε κατά 

της εκπαίδευση, το τraining score μειώνεται ενώ το validation score αυξάνεται όμως 

με αρκετά χαμηλότερη ακρίβεια από την επιθυμητή (οριζόντια γραμμή).  

Τρόποι αντιμετώπισης underfitting: 

- Εισαγωγή περισσότερων παραμέτρων  

- Μείωση του βαθμού της κανονικοποίησης 

 

 

Γράφημα26:  Παραδείγματα καμπυλών μάθησης  



   

 

 

 

 Μοντέλα υψηλής διακύμανσης /Υψηλό Variance – Overfitting (δεξί διάγραμμα): 

Στην περίπτωση αυτή παρατηρούμε πως εμφανίζεται ένα μεγάλο κενό μεταξύ των 

training και validation γραμμών και επίσης πως η ακρίβεια κατά την εκπαίδευση 

είναι μεγαλύτερη από ότι στην επαλήθευση. Με την αύξηση των δειγμάτων η 

ακρίβεια κατά την εκπαίδευση μειώνεται όμως σε κάθε περίπτωση είναι 

μεγαλύτερη από την επιθυμητή. 

Τρόποι αντιμετώπισης Overfitting: 

- Εισαγωγή περισσότερων δεδομένων για εκπαίδευση του μοντέλου –

βοηθάει μόνο σε κάποιες περιπτώσεις 

- Απομάκρυνση των λιγότερο σημαντικών παραμέτρων  

- Αύξηση του βαθμού της κανονικοποίησης 

(Ajitesh Kumar,2020) 

 

Στα πλαίσια της δικής μας μελέτης η καμπύλη μάθησης,  δεν εμφανίζει τα σημάδια που 

αναφέρθηκαν πιο επάνω. Αν και τα validation scores ξεκινούν χαμηλότερα,  όσο 

εισάγονται περισσότερα δεδομένα αυτό αλλάζει. 

  

  

Γράφημα27: ΧGboost Learning Curve 



   

 

 

 

4.5. Αξιολόγηση Μοντέλου - Cross Folding / Model Evaluation 

Μέσω της διαδικασίας πρόβλεψης των τιμών μιας χρονοσειράς που μελετάμε στην 

παρούσα εργασία επιδιώκουμε να έχουμε όσο τον δυνατόν πιο ακριβείς προβλέψεις για 

το μέλλον των πωλήσεων των προϊόντων της εταιρίας. 

Όταν προσπαθούμε να αξιολογήσουμε ένα μοντέλο που δίνει προβλέψεις για 

χρονοσειρές ενδιαφερόμαστε ουσιαστικά για τις επιδόσεις του μοντέλου στα δεδομένα 

στα οποία δεν έχει δει. Στην βιβλιογραφία  αναφέρονται τέτοια δεδομένα ως unseen ή 

out of sample. Η διαφορά στην διαδικασία που χρησιμοποιείται συνήθως για την 

κατασκευή και την αξιολόγηση μοντέλων μηχανικής μάθησης με τα προβλήματα Time 

Series Forecasting, είναι η σχέση μεταξύ των παρατηρήσεων. Ειδικότερα οι 

παρατηρήσεις του συνόλου δεδομένων που είναι ουσιαστικά χρονικές στιγμές δεν είναι 

ανεξάρτητες μεταξύ τους καθώς έχουν συγκεκριμένη σειρά καθώς αφενός και αφετέρου 

οι πωλήσεις της μιας μέρας συνδέονται με τις πωλήσεις των επόμενων ημερών αλλά και 

των προηγούμενων. Για αυτό το λόγο  και κατά την διαδικασία του διαχωρισμού του 

δοσμένου train-set σε δεδομένα εκπαίδευσης (train set) και δεδομένα επαλήθευσης 

(validation set) έπρεπε να σεβαστούμε αυτή την σχέση (διάσταση του χρόνου)και δεν 

καταφύγαμε σε τυχαία διαμοίραση του συνόλου των δεδομένων αλλά συνεχίσαμε με 

έναν διαχωρισμό που αφορούσε τα έτη.  

Έπειτα μέσω της στατιστικής μεθόδου cross validation θα προσπαθήσουμε να 

αξιολογήσουμε την προβλεπτική ικανότητα του μοντέλου μας. 

Μια συνήθης τακτική για τον σκοπό αυτό είναι η χρήση της μεθόδου k-fold, η οποία αυτό 

που κάνει είναι να δημιουργεί συνεχώς καινούριους διαχωρισμούς του train set 

πετυχαίνοντας έτσι να εκπαιδεύσει τον αλγόριθμο που φτιάξαμε κάθε φορά σε 

διαφορετικό κομμάτι του αρχικού συνόλου και στη συνέχεια να αξιολογεί τα 

αποτελέσματα. Η διαδικασία έχει μια ενιαία παράμετρο που ονομάζεται k και αναφέρεται 

στον αριθμό των ομάδων στις οποίες πρόκειται να χωριστεί το δοσμένο δείγμα 

δεδομένων. Η επιλογή του αριθμού αυτού k είναι υψηλής σημασίας καθώς μια κακώς 

επιλεγμένη τιμή για το k μπορεί να έχει ως αποτέλεσμα μια εσφαλμένη ιδέα της 

ικανότητας του μοντέλου. Στην εικόνα13 μπορούμε να αντιληφθούμε καλύτερα πως 

γίνονται οι συνεχείς διαχωρισμοί των δεδομένων σε κάθε επανάληψη (iteration) 

εφαρμογής της μεθόδου. 

 



   

 

 

 

 

 

Όπως γίνεται αμέσως αντιληπτό  η μέθοδος αυτή δεν είναι η κατάλληλη για το πρόβλημα 

που μελετάμε καθώς σε κάθε επανάληψη της μεθόδου θα έπρεπε να χρησιμοποιούνται 

κομμάτια για την εκπαίδευση/επαλήθευση του μοντέλου που αφορούν μελλοντικές τιμές 

που δεν είναι δυνατό σε πραγματικές συνθήκες να γνωρίζαμε ώστε να τροφοδοτήσουμε 

το μοντέλο. Η εναλλακτική της μεθόδου αυτής που θα χρησιμοποιήσουμε ονομάζεται 

TimeSeriesSplit,  περιλαμβάνεται στο πακέτο Sklearn  και στην παρακάτω εικόνα 

φαίνεται ο τρόπος λειτουργίας της.  

Εικόνα13: Παράδειγμα εφαρμογής k-fold  

Εικόνα14:  Παράδειγμα εφαρμογής Time Series Split 



   

 

 

 

Με τον τρόπο αυτό σε κάθε επανάληψη της μεθόδου προστίθενται τα καινούρια 

δεδομένα που γίνονται γνωστά στον αλγόριθμο με την πάροδο του χρόνου και 

χρησιμοποιούνται ως validation set. Με τον τρόπο αυτό πετυχαίνουμε το σύνολο 

επαλήθευσης να είναι πάντα ΄΄μπροστά΄΄ χρονικά από το σύνολο εκπαίδευσης. 

Για να δημιουργήσουμε ισχυρά μοντέλα που θα προσαρμόζονται με σχετική ευκολία  σε 

νέα δεδομένα,  θα πρέπει να χρησιμοποιήσουμε αρκετά σημεία διαχωρισμού στο χρόνο 

και να εφαρμόσουμε cross validation βάσει χρόνου. Τα τελικά αποτελέσματα των 

δοκιμών μας θα είναι ο σταθμισμένος μέσος όρος των αποτελεσμάτων που λάβαμε σε 

κάθε επανάληψη.  

Για τις ανάγκες της δική μας μελέτης επιλέχθηκαν έπειτα από δοκιμές οι παρακάτω 

παράμετροι:  

 N_splits = 3  

 O αριθμός των διαχωρισμών που θα πραγματοποιηθεί 

 Early stopping rounds = 150 

Ακέραιος αριθμός που πληροφορεί τον αλγόριθμο πότε να σταματήσει αν δεν 

υπάρχει βελτίωση στην μετρική απόδοσης του αλγορίθμου. Με τον τρόπο 

αυτό αποφεύγεται και το overfitting. 

 Verbose = 0 

 Ελέγχει το επίπεδο της πληροφορίας που θα εκτυπωθεί  

 

Στην εικόνα της επόμενης σελίδας μπορούμε να δούμε τα αποτελέσματα του cross 

validation μέσω time series split που διεξάγαγε. Για κάθε fold εκτυπώνονται τα χρονικά 

διαστήματα που περιλαμβάνονται σε κάθε dataset εκπαίδευσης και επαλήθευσης,  ο 

αριθμός των παρατηρήσεων που περιλαμβάνονται κάθε φορά και τέλος οι μετρικές 

σφάλματος πρόβλεψης RMSE και SMAPE. 



   

 

 

 

 

Εικόνα15:  Αποτελέσματα Cross Validation 



   

 

 

 

4.6.Ερμηνευσιμότητα μοντέλου μηχανικής μάθησης – Shap Library  

Η κατανόηση του γιατί ένα προβλεπτικό μοντέλο κάνει μια συγκεκριμένη πρόβλεψη 

μπορεί να είναι τόσο σημαντική όσο και η ακρίβεια της πρόβλεψης σε αρκετές 

περιπτώσεις. Το SHAP είναι μια θεωρητική προσέγγιση που βοηθά στην επεξήγηση των 

αποτελεσμάτων των μοντέλων μηχανικής εκμάθησης. Πιο συγκεκριμένα μέσω του 

SHAP συνδέεται η θεωρία παιγνίων με τοπικές εξηγήσεις, αντιπροσωπεύοντας τη μόνη 

δυνατή, συνεπή και τοπικά ακριβή μέθοδο απόδοσης πρόσθετων χαρακτηριστικών με 

βάση τις προσδοκίες. Η σύνδεση αυτή επιτυγχάνεται με την χρήση των τιμών Shapley 

και των σχετικών επεκτάσεων τους.  

  

 

 

Πιο αναλυτικά το SHAP προσδίδει σε κάθε χαρακτηριστικό μια τιμή σημασίας για μια 

συγκεκριμένη πρόβλεψη. Για να κατανοήσουμε πώς μια συγκεκριμένη μεταβλητή 

επηρεάζει την πρόβλεψη του μοντέλου, μπορούμε να οπτικοποιήσουμε την τιμή SHAP 

αυτού του χαρακτηριστικού έναντι της τιμής του χαρακτηριστικού για όλα τα 

παραδείγματα σε ένα σύνολο δεδομένων. Οι τιμές SHAP αντιπροσωπεύουν την επίδραση 

ενός χαρακτηριστικού για μια αλλαγή στις προβλέψεις του μοντέλου.   

  

  

Εικόνα16:  Τρόπος λειτουργίας SHAP (Scott  Lundberg,(2018) 



   

 

 

 

 

Στην παρούσα εργασία θα χρησιμοποιήσουμε την βιβλιοθήκη Shap κάνοντας χρήση της 

οπτικοποίησης,Shap Summary Plot μέσω της οποίας θα δούμε την σημασία/αξία του 

κάθε χαρακτηριστικού, για το μοντέλο που έχουμε φτιάξει και τις προβλέψεις του, μέσω 

χρωματικών εφέ αλλά και σε σύγκριση με τις υπόλοιπες μεταβλητές.  

 

  

 

Από τα παραπάνω γίνεται σαφές ότι η μεταβλητή που είναι η πιο χρήσιμη για το μοντέλο 

που έχουμε κατασκευάσει, είναι αυτή που αφορά τα ίδια τα προϊόντα, καθώς συμβάλει 

σημαντικά για την πρόβλεψη των πωλήσεων κάθε ημέρας. 

Όπως ήταν αναμενόμενο,  υψηλής αξίας εμφανίζεται να είναι για το μοντέλο μας η 

μεταβλητή που αφορά τους μήνες,  σύμφωνα και με όσα αναφέρθηκαν στην μελέτη της 

εποχικότητας των δεδομένων. Επιπλέον, έντονα χρώματα εμφανίζονται για  όσο 

μεγαλύτερες τιμές της κωδικοποίησης για τους μήνες και άρα για τους τελευταίους μήνες 

της χρονιάς που έχουν και μεγαλύτερη επίπτωση στις πωλήσεις προϊόντων. 

  

Γράφημα28:  Shap Summary Plots 



   

 

 

 

4.7.Εφαρμογή του μοντέλου και υποβολή  

Στο τελικό στάδιο μετά την ολοκλήρωση των διαδικασιών,  θα προβούμε στην εφαρμογή 

του μοντέλου που κατασκευάστηκε στις προηγούμενες ενότητες για την πρόβλεψη των 

πωλήσεων του έτους 2019. Σημαντικό βήμα πριν την υποβολή για αξιολόγηση των 

προβλέψεων από την πλατφόρμα αποτελεί να εφαρμοστεί στα δεδομένα η εκθετική 

συνάρτηση ώστε να αναστραφεί ο λογαριθμικός μετασχηματισμός που είχαμε 

εφαρμόσει. Έπειτα υποβάλουμε τα αποτελέσματα μας στην μορφή του προτύπου που 

δόθηκε από τον διαγωνισμό.   

 

Παρέχοντας τις προβλέψεις αυτές στην εταιρία και με βάση άλλους οικονομικούς 

παράγοντες που θα λάβει υπόψη,  θα είναι σε θέση να  πάρει την επιχειρηματική απόφαση 

για το ποια από τις δύο αλυσίδες καταστημάτων θα αποτελέσει τελικά την επίσημη 

μεταπωλήτρια των προϊόντων της.  

  

  

  
  

   

Εικόνα17: Κώδικας Python για την πρόβλεψη  των πωλήσεων του έτους 2019 και δημιουργία 

datafarame προς υποβολή 
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