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ΚΕΦΑΛΑΙΟ 1

ΧΡΟΝΙΚΗ ΕΞΕΛΙΞΗ ΤΩΝ ΝΕΥΡΩΝΙΚΩΝ
ΔΙΚΤΥΩΝ



Χρονική εξέλιξη των νευρωνικών δικτύων

1.1 Η ιστορική εξέλιξη των τεχνιτών νευρωνικών δικτύων
Στη δεκαετία του 1940, επιστήμονες στο πανεπιστήμιο της 

Πενσυλβάνιας, κατασκεύασαν τον πρώτο ψηφιακό υπολογιστή με το 
όνομα “ENIAC”, ο οποίος αποτέλεσε τον πατέρα των σύγχρονων 
υπολογιστικών συστημάτων. Στόχος των ερευνητών ήταν η μίμηση των 
λειτουργιών του αριστερού τμήματος του εγκεφάλου.

Το 1943 οι Warren McCullock και Walter Pitts δημοσίευσαν μια 
εργασία με τίτλο “A Logical Calculus of Ideas Immanent in Nervous 
Activity” (Bulletin of Mathematical Biophysics, pp. 115-133), η οποία 
αποτέλεσε τη βάση για τη μεταγενέστερη ανάπτυξη των νευρωνικών 
δικτύων. Το 1951, ένας φοιτητής του Μ.Ι.Τ. ο Marvin Minsky υλοποίησε 
το πρώτο νευρωνικό δίκτυο με το οποίο προσπάθησε να επιλύσει το 
πρόβλημα της εκμάθησης ενός λαβυρίνθου. Αυτή ήταν η αρχή του 
επιστημονικού πεδίου της τεχνιτής νοημοσύνης και ο Dr. Marvin 
Minsky, που είναι ακόμα καθηγητής στο Μ.Ι.Τ., θεωρείται ως ο πατέρας 
των έμπειρων συστημάτων.

Στα τέλη της δεκαετίας του 1970 με την ανάπτυξη ισχυρών 
υπολογιστικών συστημάτων, έγινε εφικτή η πρακτική έρευνα πάνω 
στις εφαρμογές των τεχνιτών νευρωνικών δικτύων. Ηταν πάντως η 
ανάπτυξη του αλγορίθμου εκπαίδευσης “Back-Propagation” που 
επέτρεψε τη χρήση των δικτύων για τη λύση καθημερινών 
προβλημάτων στον επιστημονικό, επιχειρηματικό και βιομηχανικό 
χώρο.

Επειδή η εξέλιξη των νευρωνικών δικτύων είναι στενά 
συνδεδεμένη με τη διαθέσιμη υπολογιστική ισχύ της υπάρχουσας 
τεχνολογίας, η έρευνα στο πεδίο αυτό εξελίσσεται καθημερινά. Η 
ταχύτητα επίλυσης ενός προβλήματος εξαρτάται από το μέγεθος του 
δικτύου, την πολυπλοκότητα του προβλήματος και τον αριθμό των 
προτύπων εκπαίδευσης. Ενας επεξεργαστής 486DX απαιτεί το ένα 
όγδοο του χρόνου που χρειάζεται ο 286. Ο Pentium μειώνει το χρόνο

2



Χρονική εξέλιξη των νευρωνικών δικτύων

στο ένα τέταρτο, ενώ νέοι αναπτυσσόμενοι επεξεργαστές υπόσχονται 
ακόμη καλύτερους χρόνους.

1.2 Σύγκριση του βιολογικού και του τεχνικού νευρώνα ως προς 

την υπολογιστική τους λειτουργία

Τα νευρωνικά δίκτυα προσπαθούν να μιμηθούν τον τρόπο με 
τον οποίο ο ανθρώπινος εγκέφαλος επεξεργάζεται τα δεδομένα. Η 
βασική υπολογιστική μονάδα στον ανθρώπινο εγκέφαλο είναι ο 
νεύρωνας. Ενας νεύρωνας αποτελείται από το σώμα, τους δεντρίτες 
(κλαδικές προεκτάσεις για τη λήψη σημάτων από άλλους νεύρωνες) 
και τον άξονα ο οποίος μεταφέρει την έξοδο του νεύρωνα στους 
δεντρίτες των άλλων νευρώνων (σχ..1.1). Το σημείο ένωσης ενός άξονα 
με ένα δεντρίτη, ονομάζεται σύναψη. Πιστεύεται ότι ο νεύρωνας 
επιτελεί ένα απλό υπολογισμού κατωφλιού. Συλλέγει τα σήματα 
έξοδου από τους άξονες των γειτονικών νευρώνων στις συνάψεις του 
και τα αθροίζει. Αν το πλάτος του συνολικού σήματος που προκύπτει 
από την άθροιση υπερβεί ένα ορισμένο κατώφλι, ο νεύρωνας παράγει 
το δικό του σήμα που είναι ένας μη γραμμικός μετασχηματισμός του 
αρχικού σήματος εισόδου.

Οι τεχνιτοί νεύρωνες εμφανίζουν πολλές ομοιότητες με τους 
βιολογικούς. Ο μη γραμμικός μετασχηματισμός μεταξύ του συνολικού 
σήματος εισόδου και του σήματος εξόδου στους τεχνιτούς νεύρωνες, 
πραγματοποιείται μέσω μιας μη γραμμικής συνάρτησης μεταφοράς. Η 
πιο ευρεία χρησιμοποιούμενη οικογένεια συναρτήσεων που 
χρησιμοποιείται σε όλες της μεθόδους μάθησης είναι η σιγμοειδής. Μια

SOMA

Σχήμα 1.1 Βιολογική αναπαράσταση του νεύρωνα
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Χρονική εξέλιξη των νευρωνικών δικτύων

αναλυτικότερη αναφορά στις συναρτήσεις μεταφοράς θα δοθεί στο 
κεφάλαιο 3.

Ενα νευρωνικό δίκτυο είναι μια δομή αποτελούμενη από 
συνδεδεμένους νευρώνες. Σε κάθε σύνδεση του δικτύου αντιστοιχίζεται 
ένα βάρος w. Οι νεύρωνες στο δίκτυο διατάσσονται σε επίπεδα και 
καθένας απ’ αυτούς σε ένα επίπεδο συνδέεται με όλους τους νεύρωνες 
του επόμενου επιπέδου.

Η διαδικασία μάθησης λαμβάνει χώρα μέσω μιας συνεχής 
αλλαγής των βαρών του δικτύου (weight adoptation) κατά τη φάση της 
εκπαίδευσης του δικτύου. Η φάση αυτή αποτελεί μια προσπάθεια 
σύνδεσης εξωτερικών προτύπων εισόδου με εξωτερικά πρότυπα εξόδου 
μέσω επαναληπτικής παρουσίασης τους στο δίκτυο. Το σύνολο των 
προτύπων εισόδου ονομάζεται σύνολο προτύπων εκπαίδευσης (training 
set) και η πληροφορία που παρέχουν καθορίζει το μέγεθος των 
αλλαγών στα βάρη του δικτύου.

Η κυριότερη διαφορά μεταξύ των βιολογικών και των 
τεχνικών νευρωνικών δικτύων είναι ο τρόπος εισόδου των δεδομένων. 
Στα βιολογικά δίκτυα η είσοδος διαμορφώνεται από τις πέντε 
αισθήσεις. Στα τεχνιτά δίκτυα η είσοδος είναι αποκλειστικά 
αριθμητική και συνήθως μεταξύ του εύρους [-ξ+1]. Οι διαφορές μεταξύ 
των δυο τύπων δικτύων συνοψίζονται στον παρακάτω πίνακα.

Παράγοντας Βιολογικό Δίκτυο Τεχνιτά Δίκτυο
Πολύ μεγάλο, πάνω από 
100 δισεκατομύρια 
νεύρωνες

Σχετικά μικρό, συνήθως 
μερικές εκατοντάδες 
νεύρωνες

Είσοδοι Οι πέντε αισθήσεις Αριθμοποιημένα σύνολα
δεδομένων

Εξειδίκευση Ικανότητα εκτέλεσης 
πολλών εργασιών

Μόνο μια εργασία

Δομή Βιολογική Μαθηματική

Συνδέσεις ανά νευρώνα Πάνω από χίλιες Οχι πάνω από εκατό
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Χρονική εξέλιξη των νευρωνικών δικτύων

1.3 Χρηματοοικονομικές εφαρμογές των νευρωνικών δικτύων
Τα νευρωνικά δίκτυα βρίσκουν εφαρμογή σε πολλές πρακτικές 

εφαρμογές που ανάμεσα τους συγκαταλέγονται ιατρικές διαγνώσεις, 
αναγνώριση προτύπων, έλεγχος προϊόντων και χρηματοοικονομικές 
προβλέψεις. Ειδικότερα στο χρηματοοικονομικό πεδίο εκτενής 
εφαρμογή των νευρωνικών δικτύων γίνεται στους εξής τομείς:

• Πρόβλεψη της αγοράς μετοχών

• Πρόβλεψη της αγοράς συναλλάγματος

• Επιλογή μετοχών

• Επιλογή αμοιβαίων κεφαλαίων

• Πρόβλεψη αλλαγής τάσεων

• Πρόβλεψη οικονομικών δεικτών

• Πρόβλεψη πωλήσεων

• Πιστωτικές κάρτες

• Πρόβλεψη επισφαλών δανειοδοτήσεων

• Πρόβλεψη χρεωκοπίας επιχειρήσεων

• Λήψη διοικητικών αποφάσεων
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ΣΤΟΙΧΕΙΑ ΘΕΩΡΙΑΣ ΤΩΝ ΝΕΥΡΩΝΙΚΩΝ
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Στοιχεία θεωρίας των νευρωνικών δικτύων

2.1 Εισαγωγή
Ανάλογα με τη χρήση ή μη ανάδρασης στη δομή τους, τα 

νευρωνικά δίκτυα διακρίνονται σε δίκτυα με ανάδραση (Feedback 
Networks) και σε εμπρόστια δίκτυα (Feed Forwards Networks). Οι δυο 
αυτοί τύποι δικτύων πέρα από τις εμφανείς διαφορές στην 
αρχικεκτονική τους, διαφέρουν σημαντικά στον τρόπο και τη 
φιλοσοφία της εκπαίδευσής τους.

Τα εμπρόστια νευρωνικά δίκτυα με τη σειρά τους, διακρίνονται 
σε γραμμικά και μη γραμμικά ανάλογα με τη φύση της συνάρτησης 
μεταφοράς των νευρώνων του. Τα μη γραμμικά νευρωνικά δίκτυα τα 
οποία και θα μας αποσχολήσουν μπορεί να συμβάλλουν στο να 
ξεπεραστούν οι αδυναμίες που εμφανίζουν τα γραμμικά μοντέλα όταν 
προσπαθούν να περιγράψουν φαινόμενα με όχι απόλυτα γραμμική 
συμπεριφορά.

2.1 Νευρωνικά δίκτυα με ανάδραση

Σε ένα νευρωνικό δίκτυο με ανάδραση (σχ. 2.1) τα σήματα 
εξόδου τροφοδοτούν απ’ ευθείας κόμβους του ίδιου ή ανώτερου 
επιπέδου. Η ανάδραση αναφέρεται στον τρόπο με τον οποίο οι κόμβοι 
του δικτύου συνδέονται μεταξύ τους και σε καμιά περίπτωση δεν 
πρέπει να συγχέεται με την τεχνική επαίδευσης “back propagation”. 
Κατά την εφαρμογή της τεχνικής αυτής το συνολικό λάθος που 
εμφανίζουν οι κόμβοι εξόδου χρησιμοποιείται για την πραγματοποίηση 
διορθώσεων στα βάρη του δικτύου, ενώ στην περίπτωση της ανάδρασης 
οι έξοδοι απλά χρησιμοποιούνται σαν είσοδοι σε κάποιους άλλους 
κόμβους. Πρέπει να τονιστεί ότι ο αλγόριθμος “back propagation” δεν 
μπορεί να εφαρμοστεί στην περίπτωση των δικτύων με ανάδραση. Οι 
συνηθέστερες διαδικασίες μάθησης που εφαρμόζονται σε αυτές τις 
περιπτώσεις είναι η συσχετιστική επιβράβευση (associative 
reinforcement) και η μη επιβλεπόμενη μάθηση (unsupervised learning), 
που περιγράφονται παρακάτω.

8



Στοιχεία θεωρίας των νευρωνικών δικτύων

2.2.1 Μη Επιβλεπόμενη Μάθηση (Unsupervised Learning)

Οι αλγόριθμοι της κατηγορίας αυτής βασίζονται στην 
αντίληψη ότι πολλά μέρη του ανθρώπινου εγκεφάλου λειτουργούν με 
αυτοοργανωμένο τρόπο. Για παράδειγμα υπάρχουν εγκεφαλικά 
τμήματα που αντιδρούν σε ερεθίσματα των αισθήσεων (οπτικά, 
ακουστικά κ.α.). Η τοπογραφική σειρά με την οποία τα σήματα από τις 
αισθήσεις λαμβάνονται στα αισθητήρια όργανα, είναι η ίδια με την 
τοπογραφική σειρά με την οποία τα σήματα αυτά ορίζονται από το 
περιβάλλον. Διαφορετικά χαρακτηριστικά του περιβάλλοντος 
προκαλούν διαφορετικής έντασης σήματα από τα αισθητήρια όργανα, 
τα οποία με τη σειρά τους προκαλούν διαφορετική απόκριση των 
νευρώνων το ύψος της οποίας αποθηκεύεται. Με τον τρόπο αυτό ο 
εγκέφαλος σχηματίζει έναν τοπογραφικό χάρτη του περιβάλλοντος 
μέσα στον οποίο τα αισθητήρια όργανα του ατόμου λειτουργούν. Ο 
χάρτης αυτός οργανώνεται από μόνος του χωρίς την παρουσία κάποιου 
καθοδηγικού μηχανισμού.

Προσπαθώντας να προσεγγίσει τις λειτουργίες του ανθρώπινου 
εγκεφάλου η μη καθοδηγούμενη μάθηση δεν χρησιμοποιεί κάποιο 
καθοδηγητή κατά τη διάρκεια της εκπαίδευσης. Το δίκτυο απλά 
εκτείθεται σε ένα συγκεκριμένο αριθμό εισόδων και οργανώνεται μόνο 
του έτσι ώστε να τις ταξινομήσει σε κατηγορίες. Με άλλα λόγια το
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δίκτυο αποθηκεύει στο εσωτερικό του τα πρότυπα εκπαίδευσης, και 
όταν έρθει αντιμέτωπο με έναν καινούργιο, ανασύρει από τη μνήμη του 
εκείνο το πρότυπο εκπαίδευσης που ταιριάζει περισσότερο με το νέο 
βάση κάποιου κριτηρίου και ανταποκρίνεται κατάλληλα. Ο πιο ευρεία 
χρησιμοποιούμενος αλγόριθμος μη καθοδηγούμενης μάθησης είναι ο 
“χάρτης του Kohonen” [1]. Γνωστό μοντέλο νευρωνικού δικτύου μη 
καθοδηγούμενης μάθησης είναι το Ρ.Ν.Ν. (Probabilistic Neural 
Network) [2].

2.3 Εμπρόστια μη γραμμικά νευρωνικά δίκτυα
Στη κατηγορία αυτή ανήκουν τα δίκτυα εκείνα στα οποία τα 

σήματα κινούνται μόνο προς μια κατεύθυνση, η συνάρτηση μεταφοράς 
των κόμβων είναι μη γραμμική και δεν περιέχονται κλειστοί βρόγχοι 
στη δομή τους (σχ. 2.2).

Σχήμα 2.2 Εμπρόσττο νευρωνικό δίκτυο

Αν και για την εκπαίδευσή τους μπορεί να εφαρμοστεί μια μη 
επιβλεπόμενη μέθοδος,, ο επιβλεπόμενος τρόπος εκπαίδευσης είναι ο 
πιο συνηθισμένος και υλοποιείται κυρίως με τον αλγόριθμο “back 
propagation”.

2.3.1 Επιβλεπόμενη μάθηση (Supervised learning)

Κατά την επιβλεπόμενη μάθηση για την εύρεση των 
συσχετΐσεων μεταξύ των δεδομένων εισόδου-εξόδου, χρησιμοποιούνται
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εξωτερικά σήματα, τα οποία παίζουν το ρόλο του δασκάλου. Για κάθε 
ζευγάρι εισόδου-εξόδου η ακριβής διαφορά μεταξύ της επιθυμητής και 
της πραγματικής τιμής της εξόδου είναι γνωστή. Ετσι ένα σήμα λάθους 
αναδράται στο δίκτυο μεταβάλλοντας τα βάρη του ώστε η διαφορά 
αυτή να αμβλυνθεί. Ο στόχος αυτής της διαδικασίας μάθησης είναι να 
εξαφανίσει τις διαφορές ανάμεσα στην επιθυμητή και στην πραγματική 
τιμή της εξόδου ελαχιστοποιώντας μια συνάρτηση κόστους ή 
μεγιστοποιώντας μια αντικειμενική συνάρτηση. Μια συνοπτική 
αναφορά στον αλγόριθμο “back propagation” [3] βοηθά στην καλύτερη 
κατανόηση των μηχανισμών που καθορίζουν την εκπαίδευση του 
δικτύου.

Ας θεωρήσουμε το δίκτυο του σχήματος 2.3. Εστω Oj το 
διάνυσμα εισόδου και τα βάρη μεταξύ των εισόδων και των κόμβων 
του κρυμμένου επιπέδου. Σε κάθε κόμβο i του κρυφού επιπέδου 
υπολογίζεται η εξής ποσότητα:

X,
β

Σ 0,·ν/μ θ, 2.1

όπου η ο αριθμός των κόμβων εισόδου. Το σταθμισμένο άθροισμα Xj 
ονομάζεται συνολική είσοδος του κόμβου ΐ. Η ποσότητα αυτή θα 
αποτελέσει είσοδο μιας συνάρτησης μεταφοράς, η έξοδος της οποίας θα 
καθορίσει την κατάσταση του κόμβου. Πιο λεπτομερής ανάλυση των 
συναρτήσεων μεταφοράς θα παρουσιαστεί στο κεφάλειο 3.

Inputs

Outputs 
Actual Desired

0,7 Ο,θ

Hidden Layer
Σχήμα 2.3

Πριν την έναρξη της διαδικασίας της εκπαίδευσης οι τιμές 
των βαρών λαμβάνουν τυχαίες τιμές. Εκπαίδευση του δικτύου ώστε να
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παράγει ένα επιθυμητό διάνυσμα εισόδου όταν λαμβάνει ως είσοδο ένα 

συγκεκριμένο πρότυπο εισόδου, σημαίνει συστηματική αλλαγή των 

βαρών μέχρι να βρεθούν αυτά που παράγουν την επιθυμητή έξοδο (μέσα 

σε ένα δοσμένο διάστημα ανοχής). Η αλλαγή αυτή επαναλαμβάνεται 

για κάθε διάνυσμα του συνόλου διανυσμάτων εκπαίδευσης. Για κάθε 

σύνδεσμο στο δίκτυο υπολογίζεται η παράγωγος ως προ το βάρος του 

συνδέσμου, ενός καθολικού μέτρου του λάθους στην απόδοση του 

δικτύου. Τα βάρη των συνδέσμων κατόπιν, ρυθμίζονται προς εκείνη την 

κατεύθυνση που μειώνει το λάθος. Ενα μέτρο της απόδοσης του 

δικτύου δίνεται από την εξίσωση:

όπου yJC είναι η πραγματική τιμή του κόμβου εξόδου j, για το πρότυπο 

εκπαίδευσης ο, και d^c η επιθυμητή τιμή.

Ως εκπαίδευση λοιπόν, μπορεί να θεωρηθεί η διαδικασία 

εύρεσης του ελάχιστου της συνάρτησης λάθους. Αυτό επιτυγχάνεται 

μεταβάλλοντας επαναληπτικά την αλλαγή των βαρών κατά ένα ποσό 

ανάλογο της μερικής παραγώγου ΘΕ/Θλν δηλαδή:

Η σταθερά λ ονομάζεται ρυθμός μάθησης. Η ποσότητα 5IC υπολογίζεται 

από την παραγώγηση των 2.2 και 2.3 ισούται με:

όπου f συνάρτηση μεταφοράς των κόμβων του δικτύου. Για αναλυτική 

παρουσίαση των μαθηματικών του αλγορίθμου “back propagation” ο 

αναγνώστης παραπέμπεται στη βιβλιογραφία [3].

Ο παραπάνω αλγόριθμος έχει μια απλή γεωμετρική ερμηνεία 

[4]. Μπορούμε να παραστήσουμε γραφικά τον πολυδιάστατο χώρο των 

βαρών χρησιμοποιώντας έναν άξονα για κάθε ανεξάρτητη μεταβλητή 

βάρους w- και έναν άξονα για την εξαρτημένη μεταβλητή του 

συνολικού λάθους Ε. Σε κάθε συνδυασμό των τιμών των βαρών 

αντιστοιχεί μια τιμή λάθους. Το σύνολο των δυνατών τιμών που μπορεί

2.2

2.3

= (dj, -/,-,)·■f'(Λ ) 2.4

12



Στοιχεία θεωρίας των νευρωνικών δικτύων

να πάρει η συνάρτηση λάθους σχηματίζει την επιφάνεια λάθους. Αν το 
δίκτυο δεν περιέχει κρυφούς κόμβους η επιφάνεια αυτή είναι 
παραβολοειδής με αποτέλεσμα να περιέχει μόνο ένα ελάχιστο το οποίο 
ο αλγόριθμος είναι βέβαιο ότι θα το προσεγγίσει. Αν όμως το δίκτυο 
περιέχει κρυφούς κόμβους, η επιφάνεια λάθους είναι δυνατό να 
περιέχει πολλά τοπικά ελάχιστα με αποτέλεσμα να υπάρχει ο κίνδυνος 
παγίδευσης του αλγορίθμου σε ένα από αυτά εμποδίζοντας την 
προσέγγιση του ολικού ελάχιστου.

2.3.2. Σύγκριση των νευρωνικών δικτύων με μη παραμετρικά 

μοντέλα παλινδρόμησης και παρουσίαση της μη γραμμικής 

συμπεριφοράς τους

Υποστηρίζεται ότι τα νευρωνικά δίκτυα είναι σε θέση να 
υπερβούν τα προβλήματα έλλειψης ισχυρού μαθηματικού μοντέλου και 
να περιγράψουν τις μη γραμμικές σχέσεις μεταξύ των τιμών των 
περιουσιακών στοιχείων και των μεταβλητών που τις επηρεάζουν.

Στην ανάλυση που ακολουθεί μετασχηματίζεται η διαδικασία 
μάθησης των νευρωνικών δικτύων σε ένα πλαίσιο όμοιο με τη μη 
γραμμική παλινδρόμηση. Ο μετασχηματισμός αυτός οδηγεί σε μια 
αναπαράσταση του προσεγγιστικού μαθηματικού μοντέλου βάση του 
οποίου το νευρωνικό δίκτυο προσπαθεί να περιγράψει το πρόβλημα, 
γεγονός που επιτρέπει τη χρήση της πλούσιας συλλογής αναλυτικών 
και στατιστικών εργαλείων για τον υπολογισμό της σημαντικότητας 
των διαφόρων παραμέτρων (βαρών) του μοντέλου. Η χρήση της 
μεθόδου αυτής στη μοντελοποίηση προβλημάτων υπολογισμού 
απόδοσης περιουσιακών στοιχείων, επιτρέπει τη χρήση της σύγχρονης 
χρηματοοικονομικής θεωρίας της δυναμικής των αγορών, ώστε να 
εκτιμηθεί η καταλληλότητα του μοντέλου και να αναλυθεί ώστε να 
διαχωριστούν τα μη γραμμικά στοιχεία του μοντέλου που είναι 
αμετάβλητα κατά τη διάρκεια του χρόνου, από εκείνα που 
αντανακλούν προσωρινές ατέλειες της αγοράς.
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Ας θεωρήσουμε το μη γραμμικό εμπρόστιο δίκτυο του σχήματος 

2.4. Για απλούστευση του προβλήματος, θεωρούμε ότι το δίκτυο έχει 

ένα κρυμένο επίπεδο δύο κόμβων.

Σχήμα 2.4

Εστω Α και Β οι ανεξάρτητες μεταβλητές εισόδου, y η εξαρτημένη 

μεταβλητή εξόδου, α0, αΐ5 β0, β} τα βάρη των συνδέσμων μεταξύ των 

κόμβων εισόδου και του κρυμένου επιπέδου και γ0, τα βάρη των 

συνδέσμων από το κρυμένο επίπεδο στον κόμβο εξόδου.

Ο ρόλος της διαδικασίας της εκπαίδευσης του δικτύου είναι η 

προσεγγιστική κατάστρωση μιας συνάρτησης μεταξύ των διανυσμάτων 

εισόδου-εξόδου. Η συνάρτηση αυτή εκφράζεται σε παραμετρική μορφή, 

με παραμέτρους τα βάρη του δικτύου. Αν θεωρήσουμε ως συνάρτηση 

μεταφοράς των κόμβων τη σιγμοειδή, η έξοδος y παίρνει τη μορφή:

1
l^-Ovn+rrvi) Ζ·->

όπου ν0 και vt οι τιμές των κόμβων του κρυφού επιπέδου. Οι τιμές 

αυτές μπορούν να γραφούν σε παραμετρική μορφή ως εξής:

____ 1_____ 1
V° Καΐ V| “ 1+ί?-(α,·Λ+Α·Β) 2>6

Χωρίς να περιορίζεται η γενικότητα του προβλήματος , αν θεωρήσουμε 

τον κόμβο εξόδου γραμμικό, ισχύει:

y=n-yo +ά μ =ά ·1+^.^Α.Β) '1+^.^b) 17

Στις περισσότερες χρηματοοικονομικές εφαρμογές συνηθίζεται να 

εφαρμόζεται στις εισόδους και εξόδους ένας μετασχηματισμός 

εξομάλυνσης πριν από τη φάση της εκπαίδευσης ώστε, για παράδειγμα, 

να εξαλειφθούν οι επιδράσεις των ακρότατων τιμών (statistical 

outliers). Ενας κοινός μετασχηματισμός είναι η λογαρίθμηση. Αντί να

14



Στοιχεία θεωρίας των νευρωνικών δικτύων

υπολογίζεται η συνάρτηση y=f(A,B), χρησιμοποιείται ο 

μετασχηματισμός ln(y)=f(lnA,lnB). Χρησιμοποιώντας αυτό το 

μετασχηματισμό οι εκθετικοί όροι στις παραπάνω εξισώσεις μπορούν 

να γράφουν ως εξής:

e(a,.M-*lnΒ) =et{'('-ea‘) =Αα, ^ 2g

Λόγω της 2.8 η σχέση 2.7 μπορεί να γραφεί ως:

/f· ·Φ ^ ·Φ
+i+r,'^.y+ι 29

Η συνάρτηση 2.9 περιέχει έξι παράμετρους. Ο ρόλος της διαδικασίας 

εκπαίδευσης είναι να υπολογιστούν αυτοί οι παράμετροι έτσι ώστε να 

ελαχιστοποιείται το ελάχιστο τετραγωνικό σφάλμα. Στη γενική 

περίπτωση του δικτύου m μεταβλητών εισόδου και η κρυφών κόμβων η 

2.9 παίρνει τη μορφή:

Α^-Φ-Μ* Α·Φ-Μ{ /Ρ-Φ’-Μφ
hy~Yo /^·Φ-Μμ> + \+Υλ /Ρ-Φ-ΜΑ+: \+'"ΛΎπ Α*’·Φ·-Μμ°+1 2,10

Η παραπάνω μορφοποίηση της εξόδου του δικτύου είναι όμοια με τη 

μορφοποίηση μη γραμμικών πολυπαραμετρικών μοντέλων 

παλινδρόμησης [5] και δίνει τη δυνατότητα χρησιμοποίησης των 

αναλυτικών και στατιστικών εργαλείων που έχουν αναπτυχθεί για 

αυτά στο πεδίο των νευρωνικών δικτύων.
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Παράμετροι ελέγχου απόδοσης των νευρωνικών δικτύων

3.1 Εισαγωγή

Η απόδοση των νευρωνικών δικτύων εκτιμάται ως ο 
σταθμισμένος μέσος όρος τριών μετρικών εννοιών:

• Της σύγκλισης (convergence), δηλαδή της ακρίβειας που παρουσιάζει 
το μοντέλο εντός του συνόλου των διανυσμάτων εκπαίδευσης.

• Της γενίκευσης (generalisation), δηλαδή της ακρίβειας που 
παρουσιάζει το μοντέλο σε διανύσματα εισόδου που δεν τα έχει 
συναντήσει κατά τη διαδικασία της εκπαίδευσης.

• Της σταθερότητας (stability), δηλαδή τη διακύμανση της ακρίβειας 
της πρόβλεψης κατά το πέρασμα του χρόνου.

Στην πορεία αυτού του κεφαλαίου θα αναφερθούμε 
αναλυτικότερα τόσο στα τρία αυτά μέτρα απόδοσης, όσο και στους 
μηχανισμούς εκείνους που αναπτύχθηκαν για τον επηρεασμό τους.

3.2 Σύγκλιση - Γενίκευση - Σταθερότητα

Το κριτήριο της σύγκλισης ερευνά για το αν η διαδικασία 
μάθησης που εφαρμόζεται είναι ικανή να αποκαλύψει τις συσχετίσεις 
μεταξύ του συνόλου των δεδομένων εκπαίδευσης (π.χ επιλογή του 
κατάλληλου αλγορίθμου εκπαίδευσης), κάτω από ποιές καταστάσεις 
είναι αυτό εφικτό (π.χ έλεγχος των παραμέτρων εκπαίδευσης, 
αρχιτεκτονική του δικτύου) και ποιες είναι οι υπολογιστικές 
απαιτήσεις για τη σύγκλιση (π.χ χρόνος εκπαίδευσης).

Ενα νευρωνικό δίκτυο θεωρείται ότι συγκλίνει όταν το 
συνολικό λάθος εξόδου στα δεδομένα εκπαίδευσης τείνει στο μηδέν, 
καθώς ο χρόνος εκπαίδευσης τείνει στο άπειρο, ή τουλάχιστον όταν 
επιτυγχάνει στο σύνολο των δεδομένων εκπαίδευσης εντός ενός 
ορισμένου εύρους ανοχής του λάθους.

Η ικανότητα γενίκευσης είναι η πιο σημαντική ιδιότητα των 
νευρωνικών δικτύων. Μετράει την ικανότητα του νευρωνικού δικτύου 
να αναγνωρίσει πρότυπα εκτός του συνόλου στο οποίο εκπαιδεύτηκε. 
Η ιδιότητα αυτή των δικτύων μπορεί να κατανοηθεί καλύτερα αν
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δούμε την αναλογία που υπάρχει μεταξύ της διαδικασίας της 
εκπαίδευσης ενός δικτύου και της διαδικασίας εύρεσης της καμπύλης 
που περιγράφει καλύτερα τα δεδομένα (curve fitting). Υπάρχουν δυο 
προβλήματα στην εύρεση αυτής της καμπύλης. Η εύρεση της τάξης του 
πολυωνύμου που την περιγράφει, και η εύρεση των τιμών των 
συντελεστών αυτού του πολυωνύμου. Για παράδειγμα, δοθέντος ενός 
συνόλου δεδομένων που μπορεί να περιγράφει καλύτερα από ένα

πολυώνυμο δεύτερης τάξης της μορφής ax^+bx+c, κάποιος θα 
μπορούσε να υπολογίσει τους συντελεστές a, b, c ελαχιστοποιώντας το 
άθροισμα των τετραγωνικών διαφορών μεταξύ της επιθυμητής και της 
προβλεπόμενης τιμής στο σύνολο των δεδομένων. Από τη στιγμή που 
οι συντελεστές υπολογιστούν μπορεί να γίνει οποιαδήποτε πρόβλεψη, 
ακόμα και για δεδομένα εκτός του συνόλου εκπαίδευσης. Η επιλογή 
μιας συνάρτησης μικρότερης της δεύτερης τάξης, είναι γνωστό ότι θα 
οδηγήσει σε κακές εκτιμήσεις ακόμα και για διανύσματα εντός του 
συνόλου. Από την άλλη με την επιλογή ενός πολυωνύμου τάξης 
μεγαλύτερης της δεύτερης, δηλαδή ανώτερης της τάξης των 
δεδομένων, κάποιος θα περίμενε ότι δεν θα προέκυπτε κανένα 
πρόβλημα, καθώς η επίδραση των όρων υψηλότερης τάξης θα 
εξουδετερωνόταν από τους μηδενικούς συντελεστές που αυτοί θα 
αποκτούσαν κατά τη διαδικασία της ελαχιστοποίησης. Αυτό όμως δεν 
συμβαίνει στην πράξη. Συνήθως μια τέτοια επιλογή οδηγεί σε πολύ 
καλές προβλέψεις για διανύσματα εντός του συνόλου, αλλά σε πολύ 
κακές για καινούργια δεδομένα (δηλαδή το σύστημα δεν γενικεύει 
καλά).

Σε αναλογία, ένα νευρωνικό δίκτυο με δομή απλούστερη της 
απαιτούμενης (π.χ μικρό αριθμό κόμβων στο κρυφό επίπεδο), δεν 
μπορεί να επιτύχει καλές προσεγγίσεις ακόμα και για τα πρότυπα 
εντός του συνόλου, ενώ κάποιο με δομή πιο σύνθετη από την 
απαιτούμενη οδηγεί σε απλή απομνημόνευση των δεδομένων 
εκπαίδευσης χωρίς να αποκαλύπτει τις πραγματικές συσχετίσεις
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μεταξύ τους, με αποτέλεσμα την κακή απόδοση σε καινούργια 
δεδομένα.

Το κριτήριο της σταθερότητας ελέγχει την ευαισθησία της 
εξόδου του δικτύου, όταν μεταβάλλονται οι τιμές των παραμέτρων που 
επηρεάζουν την απόδοσή του. Τα νευρωνικά δίκτυα είναι γνωστό ότι 
παρουσιάζουν μεγάλες διακυμάνσεις στις ιδιότητες πρόβλεψής τους. 
Με άλλα λόγια μικρές αλλαγές για παράδειγμα, στην αρχιτεκτονική 
τους, στο χρόνο εκπαίδευσης, στις αρχικές συνθήκες μπορεί να 
προκαλέσουν μεγάλες αλλαγές στη συμπεριφορά τους.

Στη θεωρία το μόνο κριτήριο σύγκρισης της απόδοσης των 
νευρωνικών δικτύων και των παραμετρικών μοντέλων παλινδρόμησης, 
είναι το μέσο τετραγωνικό σφάλμα που εμφανίζουν στα δεδομένα του 
δεί/ματος. Στην πράξη, κάθε μέθοδος πρόβλεψης απλά προσεγγίζει την 
πραγματική δομική σχέση μεταξύ εισόδου - εξόδου και πάντα περιέχει 
κάποιο λάθος στους υπολογισμούς της. Το λάθος της πρόβλεψης 
μπορεί να οφείλεται στην απόκλιση της μεθόθου (estimator’s bias) και 
στη διακύμανσή της (estimator’s variance).

Οι παραμετρικοί εκτιμητές, όπως η γραμμική παλινδρόμηση, 
είναι μοντέλα μεγάλης απόκλισης καθώς θεωρούν εξαρχής κάποιο 
μοντέλο (π.χ γραμμική σχέση εισόδου - εξόδου), όμως παρουσιάζουν 
μηδενική διακύμανση.

Τα νευρωνικά δίκτυα απ’ τη μεριά τους είναι ανάλογα με τα μη 
παραμετρικά μοντέλα παλινδρόμησης στο γεγονός ότι δεν θέτουν 
κανέναν εξαρχής περιορισμό στο πρόβλημα (π.χ γραμμικότητα) αλλά 
αφήνουν τα δεδομένα να φτιάξουν το μοντέλο από μόνα τους. Εδώ το 
μεγαλύτερο ποσοστό του συνολικού λάθους, οφείλεται στη μεγάλη 
διακύμανση. Ο στόχος είναι να καθοριστούν τα διαστήματα των τιμών 
των παραμέτρων για τις οποίες το δίκτυο δίνει σταθερά αποτελέσματα 
για διαφορετικά σύνολα εκπαίδευσης και ελέγχου.
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3.3 Παράμετροι ελέγχου των μέτρων απόδοσης
Τα μέτρα απόδοσης των νευρωνικών δικτύων που 

αναπτύχθηκαν στην παραπάνω παράγραφο, είναι δυνατό να ελεγχθούν 
μέσω των παρακάτω παραμέτρων:

• Την επιλογή της συνάρτησης μεταφοράς των κόμβων του δικτύου

• Την επιλογή της συνάρτησης κόστους (λάθους)

• Το μηχανισμό ελέγχου του αλγορίθμου εκπαίδευσης (ρυθμός 
μάθησης)

• Την επιλογή της αρχιτεκτονικής του δικτύου

• Το χρόνο εκπαίδευσης και την αρχική επιλογή των τιμών των 
βαρών

3.3.1 Συναρτήσεις μεταφοράς

Η πρώτη βασική απόφαση κατά τη σχεδίαση ενός δικτύου είναι 
η επιλογή της συνάρτησης μεταφοράς. Υπάρχουν πολλά είδη 
συναρτήσεων μεταφοράς για τους κόμβους των νευρωνικών δικτύων. 
Οι πρώτοι ερευνητές χρησιμοποιούσαν γραμμικές συναρτήσεις ή 
γραμμικές συναρτήσεις κατωφλιού. Αποδείχθηκε όμως ότι οι 
δυνατότητές τους ήταν περιορισμένες. Η χρήση μη γραμμικών 
συναρτήσεων, τουλάχιστο για τους κόμβους του κρυμένου επιπέδου, 
κρίθηκε απαραίτητη για τις περισσότερες χρηματοοικονομικές 
εφαρμογές λόγω του μη γραμμικού χαρακτήρα τους.

• Σιγμοειδής συναρτήσεις
Οι σιγμοειδείς συναρτήσεις είναι οι πιο ευρεία χρησιμοποιούμενες για 
όλες τις διαδικασίες μάθησης και συμπεριφέρονται καλά στις 
περισσότερες εφαρμογές καθώς είναι μη γραμμικές και 
διαφοροποιήσιμες. Υπάρχουν δυο είδη σιγμοειδών συναρτήσεων: Οι 
ασύμετρες και οι συμμετρικές.

Μια ευρεία χρησιμοποιούμενη ασύμετρη συνάρτηση με πεδίο 
τιμών στο διάστημα [0,1] είναι η:
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3.1

της οποίας η γραφική παράσταση δίνεται στο σχήμα 3.1α

Τυπικό παράδειγμα συμμετρικής σιγμοειδής συνάρτησης (σχ. 

3.1β) με πεδίο τιμών στο διάστημα [-Α, Α], αποτελεί η:

/W = A-
2·Α
+ e 2-S-x 3.2

όπου Α το πλάτος της συνάρτησης (η συνάρτηση παρουσιάζει δυο 

ασύμπτωτες στο Α και -Α) και S μια σταθερά που καθορίζει την κλίση 

της, στην περιοχή κανονικής λειτουργίας.

Σχήμα 3.1α Ασύμετρη σιγμοειδής Σχήμα 3.1β Συμμετρική σιγμοειδής

Οι συμμετρικές συναρτήσεις θεωρούνται ότι οδηγούν γρηγορότερα το 

δίκτυο στη σύγκλιση (convergence), αν και για πολύ μικρές τιμές των 

βαρών η μάθηση μπορεί να γίνει εξαιρετικά αργή. Η συνάρτηση αυτή 

έχει χρησιμοποιηθεί σε αρκετές πολύπλοκες εφαρμογές με Α=1.7159 

και S=2/3 με πολύ καλά αποτελέσματα. Για αυτές τις τιμές των 

παραμέτρων ισχύει f(l)=l f(-l)=-l, με αποτέλεσμα για κανονικές 

συνθήκες λειτουργίας το συνολικό κέρδος να είναι γύρω στο 1, 

γεγονός που οδηγεί σε απλοποίηση της κατάστασης των νευρώνων και 

σε πιο γρήγορη μάθηση [1]. Αν οι αρχικές τιμές των βαρών είναι πολύ 

μικρές η μάθηση γίνεται πολύ αργή. Το ίδιο συμβαίνει και για πολύ 

μεγάλες τιμές των βαρών καθώς τότε η σιγμοειδής λειτουργεί στο 

σημείο κορεσμού, με αποτέλεσμα η παράγωγός της να τείνει στο μηδέν. 

Για το λόγο αυτό, πριν την εκπαίδευση τα βάρη παίρνουν τυχαίες τιμές
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στο εύρος [-2.4/Ι[, +2.4/1^], όπου Ij ο αριθμός των εισόδων στον κόμβο

ανήκει ο σύνδεσμος, ώστε η αρχική τυπική απόκλιση του σταθμισμένου 
αθροίσματος για κάθε κόμβο να είναι στο ίδιο εύρος και να βρίσκεται 
στην κανονική περιοχή λειτουργίας της σιγμοειδούς.

Θεωρητικά, δεν έχει σημασία ποιος τύπος σιγμοειδούς 
συναρτήσεως (συμμετρική ή ασύμμετρη) χρησιμοποιείται. Πάντως στη 
πράξη, ο χρόνος εκπαίδευσης μπορεί να διαφέρει σημαντικά για 
διαφορετικές συναρτήσεις και δυστυχώς η επιλογή εξαρτάται από την 
συγκεκριμένη εφαρμογή. Εχει δειχτεί ([2]), ότι οι συμμετρικές 
σιγμοειδής συναρτήσεις είναι ικανές να βελτιώσουν την ταχύτητα της 
σύγκλισης σε σχέση με τις ασύμετρες κατά δέκα φορές στις 
χρηματοοικονομικές εφαρμογές.

Η τελική επιλογή επηρεάζεται βέβαια και σε μεγάλο βαθμό από 
το "software" ανάπτυξης νευρωνικών δικτύων που έχει στη διάθεση του 
ο χρήστης λόγω της περιορισμένης βιβλιοθήκης συναρτήσεων που 
περιέχει. Στην περίπτωση ανάπτυξης "software" για μια συγκεκριμένη 
εφαρμογή, ο προγραμματιστής μπορεί να πειραματιστεί με διάφορες 
συναρτήσεις.

• Γραμμική συνάρτηση
Η γραμμική συνάρτηση μεταφοράς (σχ. 3.2) είναι χρήσιμη για 

ελάχιστες εφαρμογές και φυσικά όχι για χρηματοοικονομικές.

Σχήμα 3.2 Γραμμική συνάρτηση μεταφοράς
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• Γραμμική συνάρτηση με κατώφλι
Στη συνάρτηση αυτή (σχ. 3.3) η έξοδος είναι πολλαλπλάσιο της 

εισόδου σε κάποιο συγκεκριμένο εύρος της. Για όλες τις υπόλοιπες 
τιμές της εισόδου, η έξοδος είναι κολλημένη σε μια μέγιστη ή ελάχιστη 
τιμή.

▲

Σχήμα 3.2 Γραμμική συνάρτηση μεταφοράς με κατώφλι

Λόγω της μη γραμμικότητας της, η συμπεριφορά των δικτύων που την 
χρησιμοποιούν είναι καλύτερη σε σχέση με εκείνα που χρησιμοποιούν 
τη γραμμική. Υπάρχουν πάντως σοβαροί περιορισμοί στις σχέσεις 
εισόδου - εξόδου για τις οποίες μπορούν να εκπαιδευτούν, γι’ αυτό και 
η χρήση της είναι περιορισμένη.

• Γκαουσιανή συνάρτηση
Η Γκαουσιανή συνάρτηση (σχ. 3.4) είναι η σπανιότερη επιλογή 

συνάρτησης μεταφοράς. Δεν είναι μονότονη, όμως είναι συνεχής και 
διαφοροποιήσιμη γι’ αυτό και μπορεί να χρησιμοποιηθεί ως συνάρτηση 
μεταφοράς.

Σχήμα 3.2 Γκαουσιανή συνάρτηση μεταφοράς

Μπορεί να παρομοιαστεί με δυο σιγμοειδής συναρτήσεις, μια αύξουσα 
και μια φθίνουσα, κολημένες μαζί. Η μάθηση με τη χρήση αυτής της
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συνάρτησης δεν έχει (απ’ όσο γνωρίζουμε) καμιά αναλογία με τη 

λειτουργία των φυσικών νευρώνων, όμως έχει δειχτεί ότι ορισμένου 

τύπου προβλήματα, όπως αυτό της XOR μπορεί να λυθεί με τη χρήση 

λιγότερων κόμβων απο αυτούς που απαιτούνται αν γινόταν χρήση ενός 

διαφορετικού τύπου συνάρτησης.

Λόγω των ελάχιστων εφαρμογών που έχουν αναπτυχθεί με 

βάση αυτή τη συνάρτηση η συνέπεια των αποτελεσμάτων της δεν είναι 

εξακριβωμένη και για το λόγο αυτό η χρήση της πρέπει να 

περιορίζεται μόνο σε ερευνητικό επίπεδο.

3.3.2 Συναρτήσεις κόστους

Η επιλογή της συνάρτησης κόστους μπορεί να παίξει έναν πολύ 

σημαντικό ρόλο στη βελτίωση των ιδιοτήτων σύγκλισης και 

γενίκευσης του δικτύου. Η πιο ευρεία χρησιμοποιούμενη συνάρτηση 

κόστους είναι η:

όπου yJC η πραγματική τιμή του κόμβου εξόδου j για το δεδομένο 

εκπαίδευσης c, και dic η επιθυμητή του κατάσταση.

Ανάλογα όμως με το είδος της εφαρμογής ορισμένες 

διαφοροποιήσεις στη μορφή της συνάρτησης κόστους μπορεί να 

οδηγήσουν σε ουσιαστική βελτίωση στην απόδοση του δικτύου. Για 

παράδειγμα στην περίπτωση της πολύ χαμηλής συχνότητας 

χρηματοοικονομικών στοιχείων, οι δομικές σχέσεις μεταξύ των τιμών 

των διαφόρων περιουσιακών στοιχείων και των μεταβλητών που τις 

επηρεάζουν μεταβάλονται συνεχώς με το χρόνο καθώς το ευρύτερο 

οικονομικό περιβάλλον αλλάζει, με αποτέλεσμα μια πιο χρονικά 

"ευαίσθητη" συνάρτηση να μπορεί να οδηγήσει σε καλύτερα 

αποτελέσματα. Με τον όρο χρονικά "ευαίσθητη" συνάρτηση, εννοούμε 

την προσθήκη μεγαλύτερης βαρύτητας στα πιο πρόσφατα δεδομένα. 

Μια συνάρτηση που να πληρεί αυτήν την προϋπόθεση είναι η:

3.3
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Ε n'5iW“+m°ρ^
3.4

όπου Ν ο συνολικός αριθμός των προτύπων εκπαίδευσης, tp η

επιθυμητή τιμή της εξόδου, ορ η πραγματική τιμή της εξόδου, α=-3 και 

b=(3-a)/N.

Η βελτίωση της απόδοσης με τη χρήση της παραπάνω 

συνάρτησης κόστους φαίνεται καθαρά μέσω ενός παραδείγματος 

δικτύου πρόβλεψης απόδοσης μετοχών στη βιβλιογραφία [3].

3.3.3 Έλεγχος της διαδικασίας μάθησης

Ο κύριος μηχανισμός ελέγχου του αλγορίθμου μάθησης είναι ο 

ρυθμός μάθησης λ αφού η τιμή του επηρεάζει το μέγεθος των αλλαγών 

στα βάρη του δικτύου. Η εύρεση της κατάλληλης τιμής του λ είναι 

ιδιαίτερα δύσκολη. Από τη μια, η εφαρμογή μικρού ρυθμού μάθησης 

που συνεπάγεται μικρές αλλαγές στις τιμές των βαρών, έχει ως 

αποτέλεσμα τόσο τη δραματική αύξηση του απαιτούμενου χρόνου 

εκπαίδευσης, όσο κυρίως την παγίδευση του δικτύου σε κάποιο τοπικό 

ελάχιστο της επιφάνειας λάθους (σχ.. 3.3). Από την άλλη, η χρήση μιας 

μεγάλης τιμής του λ συνεπάγεται μεγάλες αλλαγές των βαρών, με 

αποτέλεσμα αυτά να ταλαντώνουν γύρω από τη σωστή τιμή τους χωρίς 

να μπορούν να την προσεγγίσουν.

Σχήμα 3.3 Ελάχιστα της επιφάνειας λάθους

Υπάρχουν δυο τεχνικές χρήσης του ρυθμού μάθησης κατά την 

εκπαίδευση ενός δικτύου. Η πρώτη αφορά τη χρήση ενός ρυθμού 

μάθησης για ολόκληρο το δίκτυο, ενώ η δεύτερη και πιο πολύπλοκη τη 

χρήση ενός ρυθμόυ μάθησης για κάθε βάρος χωριστά ( ή για κάθε
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επίπεδο). Στην τελευταία περίπτωση ένας εμπειρικός τρόπος χειρισμού 
του λ είναι ο εξής:

• Αν διαδοχικές αλλαγές ενός βάρους έχουν το ίδιο πρόσημο, τότε ο 
ρυθμός μάθησης που σχετίζεται με αυτό το βάρος πρέπει να αυξηθεί.

• Αν διαδοχικές αλλαγές ενός βάρους έχουν αντίθετο πρόσημο 
(δηλαδή η τιμή του βάρους ταλαντώνει γύρω από τη βέλτιστη τιμή), 
τότε ο ρυθμός μάθησης που σχετίζεται με αυτό το βάρος πρέπει να 
μειωθεί.

Ένα μειονέκτημα της χρήσης πολλών μεταβλητών ρυθμών 
μάθησης είναι η αύξηση της πολυπλοκότητας του αλγορίθμου μάθησης, 
γιατί εκτός από το πρόβλημα της προσαρμογής των βαρών, προκύπτει 
και το πρόβλημα προσαρμογής των λ. Σε γενικές γραμμές πάντως, η 
δυνατότητα δυναμικού επηρεασμού του λ πρέπει να εκτιμηθεί ως 
πλεονέκτημα και όχι ως επιπλέον δυσκολία.

3.3.4 Η αρχιτεκτονική του δικτύου

Ως αρχιτεκτονική ενός νευρωνικού δικτύου ορίζουμε τον 
αριθμό των κόμβων που το απαρτίζουν και τον τρόπο σύνδεσης αυτών 
μεταξύ τους.

Όπως έχει ήδη αναφερθεί ένα νευρωνικό δίκτυο είναι 
ιεραρχικά οργανωμένο σε επίπεδα. Πλήρες συνδεδεμένο, θεωρείται το 
δίκτυο στο οποίο κάθε κόμβος ενός επιπέδου είναι συνδεδεμένος με 
κάθε κόμβο του ανώτερου και του κατώτερου επιπέδου. Υπάρχουν 
δίκτυα, η αρχιτεκτονική των οποίων επιτρέπει τη ροή των 
υπολογισμών και προς τις δυο κατευθύνσεις Στα εμπρόσθια νευρωνικά 
δίκτυα, τα οποία και μας απασχολούν στα πλαίσια αυτής της εργασίας, 
η ροή των δεδομένων λαμβάνει χώρα από τα κατώτερα προς τα 
ανώτερα επίπεδα. Το κατώτερο επίπεδο ονομάζεται επίπεδο εισόδου, 
ενώ τα ενδιάμεσα κρυφά επίπεδα.

Η τοπολογία του δικτύου επηρεάζει σε μεγάλο βαθμό τις 
νοητικές ιδιότητες του δικτύου και ειδικότερα τη σημαντικότερη
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ιδιότητα του, τη γενίκευση. Αν και στη βιβλιογραφία αναφέρονται 
πολλές επιτυχημένες εφαρμογές των νευρωνικών δικτύων, το σύνολο 
των συνθηκών που εγγυημένα οδηγούν στην άμβλυνση των ιδιοτήτων 
γενίκευσης, δεν έχουν ακόμη κατανοηθεί. Θεωρητικές μελέτες 
υποδεικνύουν, ότι η πιθανότητα καλής γενίκευσης εξαρτάται από το 
μέγεθος του χώρου υπόθεσης (δηλαδή, το σύνολο των δυνατών 
υποδικτύων), το μέγεθος του χώρου λύσεων (δηλ. το σύνολο των 
δικτύων που δίνουν καλή γενίκευση) και από τον αριθμό των 
διανυσμάτων εκπαίδευσης [4]. Αν για παράδειγμα ο χώρος υπόθεσης 
είναι μεγάλος και ο αριθμός των προτύπων εκπαίδευσης πολύ μικρός, 
τότε θα υπάρχει ένας · τεράστιος αριθμός δικτύων που περιγράφει 
σωστά αυτά τα πρότυπα, αλλά μόνο ένας πολύ μικρός αριθμός από 
αυτά θα ανήκει στο χώρο λύσεων, με αποτέλεσμα η πιθανότητα 
γενίκευσης να είναι πολύ μικρή.

Ο πιο κοινός τρόπος ελάττωσης των ελεύθερων παραμέτρων 
του δικτύου που οδηγεί και στη συρρίκνωση του χώρου υπόθεσης και 
κατά συνέπεια σε καλύτερες ιδιότητες γενίκευσης, είναι η μείωση του 
μεγέθους του δικτύου. Η μείωση αυτή πρέπει να γίνει προσεκτικά και 
μέχρι εκείνου του σημείου που οι εναπομείναντες ελεύθεροι 
παράμετροι να είναι σε θέση να περιγράφουν τη συνάρτηση σύνδεσης 
εισόδου - εξόδου των δεδομένων. Διάφορες τεχνικές μείωσης του 
μεγέθους του δικτύου παρουσιάζονται στο τέταρτο κεφάλαιο. 
Υπάρχουν ..τέλος διάφορες τεχνικές που οδηγούν στη μείωση των 
ελευθέρων παραμέτρων και άρα σε καλύτερη γενίκευση, χωρίς τη 
μείωση του μεγέθους του δικτύου [5].

3.3.5 Χρόνος εκπαίδευσης και αρχική εκτίμηση των βαρών

Ως χρόνος εκπαίδευσης, θεωρείται ο αριθμός επαναληπτικών 
εμφανίσεων των δεδομένων στο δίκτυο. Καθώς η διαδικασία της 
εκπαίδευσης εξελίσσεται και δεδομένου του γεγονότος ότι το δίκτυο 
έχει επαρκές αριθμό ελευθέρων παραμέτρων ( κρυφών κόμβων), το
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συνολικό λάθος εξόδου στα δεδομένα εκπαίδευσης συνεχώς θα 
μειώνεται. Πως θα προσδιοριστεί λοιπόν το χρονικό σημείο 
τερματισμού της εκπαίδευσης, πριν το δίκτυο απλά απομνημονεύσει 
όλα τα πρότυπα και χάσει τις πολύτιμες ιδιότητες γενίκευσης; Για τον 
προσδιορισμό αυτού του χρονικού σημείου μπορεί να εφαρμοστεί η 
ακόλουθη διαδικασία: τα διαθέσιμα δεδομένα χωρίζονται τυχαία σε 
δυο σύνολα. Ενα σύνολο εκπαίδευσης και ένα σύνολο ελέγχου. Κατά 
την πρόοδο της εκπαίδευσης παρατηρείται η καμπύλη συνολικού 
λάθους στα δεδομένα ελέγχου (δεδομένα τα οποία το δίκτυο 
αντιμετωπίζει για πρώτη φορά). Η καμπύλη αυτή είναι αρχικά 
φθίνουσα και σε κάποια χρονική στιγμή γίνεται αύξουσα. Το σημείο 
καμπής αυτής της καμπύλης είναι και το σημείο τερματισμού της 
εκπαίδευσης.

Τέλος, ιδιαίτερη προσοχή πρέπει να δοθεί στις αρχικές τιμές 
των βαρών του δικτύου. Ο αλγόριθμος μάθησης “backpropagation” 
απαιτεί άνισες τιμές εκκίνησης. Αν όλα τα βάρη ξεκινήσουν με τις 
ίδιες τιμές, είναι πολύ πιθανό το δίκτυο να μη μάθει ποτέ. Για το λόγο 
αυτό κατά την εκκίνηση της διαδικασίας εκπαίδευσης, τα βάρη 
λαμβάνουν τυχαίες τιμές.
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Μέθοδοι για τη βέλτιστη αρχιτεκτονική του δικτύου

4.1 Θεωρίες στη σχεδίαση της αρχιτεκτονικής των νευρωνκών 

δικτύων
Διάφορες μέθοδοι έχουν προταθεί τα τελευταία χρόνια σχετικά 

με το πρόβλημα της σχεδίασης και τον καθορισμό της αρχιτεκτονικής 
που θα εξασφαλίζει τη γρήγορη εκπαίδευση και την προσαρμογή του 
δικτύου στα δεδομένα εκπαίδευσης.. Οι μέθοδοι αυτοί μπορούν να 
ταξινομηθούν σε τρεις γενικές κατηγορίες :
1. Τεχνικές αναλυτικού υπολογισμού
2. Τεχνικές σταδιακής ανάπτυξης (constractive techniques)
3. Τεχνικές κλαδέματος ( pruning techniques).

Οι μέθοδοι της πρώτης κατηγορίας στόχο έχουν να καθορίσουν 
εκ των προτέρων τον αριθμό των κρυφών κόμβων που απαιτούνται για 
την επίλυση κάποιου συγκεκριμένου προβλήματος, αναλύοντας το 
μέγεθος και τη διάσταση του χώρου των διανυσμάτων εισόδου με τη 
χρήση στατιστικών εργαλείων.

Στη δεύτερη κατηγορία περιλαμβάνονται αλγόριθμοι που 
επιχειρούν το κτίσιμο του δικτύου σταδιακά προσθέτοντας κατά τη 
διάρκεια της εκπαίδευσης νέους κόμβους κατά τέτοιο τρόπο ώστε κάθε 
νέα προσθήκη να οδηγεί σε μείωση του σφάλματος

Τέλος οι τεχνικές κλαδέματος αφορούν μεθόδους που 
λειτουργούν αντίστροφα με τις προηγούμενες και προσπαθούν να 
μειώσουν το μέγεθος του δικτύου αφαιρώντας κλάδους ανάλογα με τη 
συνεισφορά τους στην έξοδο.

Όλες αυτές οι τεχνικές ανεξαρτήτως πολυπλοκότητας, παρ’ ότι 
εξασφαλίζουν τη μάθηση των σχέσεων μεταξύ των δεδομένων 
εκπαίδευσης (convergence), δεν μπορούν να εγγυηθούν την ικανότητα 
γενίκευσης (generalisation) του δικτύου, δηλαδή την απόκρισή του σε 
πρωτοεμφανιζόμενα γεγονότα. Ανεξάρτητα όμως των μειονεκτημάτων 
που εμφανίζουν η χρήση τους παρέχει στο δημιουργό μιας εφαρμογής 
ένα αξιόπιστο πλαίσιο εργασίας γλιτώνοντας τον κόπο του
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πειραματισμού με τη μέθοδο δοκιμής - λάθους πάνω σε χιλιάδες 
δυνατές αρχιτεκτονικές.

Στις παραγράφους που ακολουθούν παρουσιάζονται ορισμένες 
τεχνικές σχεδίασης για κάθε μια από τις προαναφερθείσες κατηγορίες 
εφαρμόσιμες σε κάθε τύπο δικτύου, καθώς και τον πιο ευρεία 
χρησιμοποιούμενο τύπο τον “Standard Feedforward Neural Network”. 
Δίκτυα αυτής της αρχιτεκτονικής παρέχει το πακέτο “BrainMaker 
professinal” που μας παρεχωρήθει για την εκπόνηση της παρούσας 
εργασίας από την εταιρία “Profile”.

4.1.1 Τεχνικές αναλυτικού υπολογισμού

Σύμφωνα με τις απόψεις αρκετών ερευνητών ο αριθμός των 
κόμβων των κρυφών επιπέδων του δικτύου αποτελεί συνάρτηση του 
αριθμού των διανυσμάτων εκπαίδευσης. Διάφοροι κανόνες που 
επιχειρούν μια προσέγγιση του αριθμού αυτού βασισμένοι στη 
στατιστική θεωρία ταξινόμησης (classification theory) έχουν προταθεί, 
όπως για παράδειγμα:

Ο αριθμός των συνολικών συνδέσεων μεταξύ των κόμβων πρέπει να 

είναι μικρότερος από το ένα. δέκατο του συνόλου των δεδομένω\' 

εκπαίδευσης.

• Ο αριθμός των κρυφών κόμβων του δικτύου ιΉ) είναι της τάξης του 

!og-T όπου < Τ) ο αριθμός rcov δεδοιιένων εκπαίδευσης.

Οι παραπάνω κανόνες δε λαμβάνουν υπόψι τη διάσταση του χώρου της 
εισόδου και θεωρούν ότι ο αριθμός των κόμβων των κρυφών επιπέδων 
εξαρτάται αποκλειστικά από τον αριθμό των κόμβων εισόδου.

Οι Mirchandani και Cao απόδειξαν ότι ο d-διάστατος χώρος 
εισόδου είναι δυνατό να χωριστεί σε Μ περιοχές, οι οποίες μπορούν να 

συγχωνευτούν σε C ομάδες έτσι ώστε C<M. Ο ρόλος των συνδέσεων 

μεταξύ του κρυφού επιπέδου και των κόμβων εξόδου είναι να
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συνδυάσουν τις ομάδες στις περιοχές στις οποίες ανήκουν. Ο αριθμός 
των υπαρχόντων περιοχών Μ, ισούται με τον ελάχιστο αριθμό των 
δεδομένων εκπαίδευσης (Τ) που απαιτούνται για την εκπαίδευση του 
δικτύου. Η χρήση ενός διανύσματος εκπαίδευσης για κάθε περιοχή αν 
και εξασφαλίζει το διαχωρισμό του χώρου εισόδου στις υπάρχουσες 

περιοχές στην πράξη χρησιμοποιούνται περισσότερα, δηλ Τ> Μ.

Οι Mirchandani και Cao προτείνουν την παρακάτω σχέση 
μεταξύ των Μ (περιοχές), Η (κρυμένοι κόμβοι) και d (διάσταση χώρου 
εισόδου):

Παράδειγμα εφαρμογής της σχέσης των Mirchandani και Cao

Βάση της σχέσης που προτάθηκε από τους Mirchandani και Cao θα 
προσπαθήσουμε να υλοποιήσουμε το απλούστερο νευρονικό δίκτυο που 
απαιτήται για τη λύση του απλού προβλήματος του “αποκλειστικού 
και” (Exclusive Or) στις δύο διαστάσεις. Η πορεία που ακολουθείται 
μπορεί να συνοψιστεί στα παρακάτω βήματα:

• Καθορίζω τη διάσταση του προβλήματος. Στη συγκεκριμένη 
περίπτωση του προβλήματος της “XOR” ισχύει d=2.

• Καθορίζω τις περιοχές του χώρου εισόδου (Μ) του προβλήματος. 
Στο πρόβλημα μας ισχύει Μ=3 ( 11, 00, 10 ή 01). Για την εκπαίδευση 
του δικτύου, απαιτούνται τρία διανύσματα εκπαίδευσης, ένα από 
κάθε περιοχή.

• Από τη σχέση (1) υπολογίζω τον αριθμό των κόμβων του κρυμένου 
επιπέδου (Η) που απαιτούνται για τη λύση του προβλήματος.

Όπως εύκολα μπορεί να αποδειχτεί η χρήση δύο κόμβων στο κρυμένο 
επίπεδο είναι αρκετοί για τη λύση του προβλήματος.

(1) * •

Μ(Η2) = - = 3=>—+—= 3=>#=2
1 2
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Υποστηρίζεται επίσης, ότι οι βαθμοί ελευθερίας df του δικτύου, 

μπορεί να καθορίσουν ένα κατώτατο όριο δεδομένων εκπαίδευσης που 

πρέπει να χρησιμοποιηθούν, ώστε το δίκτυο να εκπαιδευτεί 

αποκτώντας ικανοποιητικές ιδιότητες γενίκευσης βάση της εξίσωσης:

df=(#input__nodes+#output__nodes)*#hidden__nodes

Οι τεχνικές του αναλυτικού υπολογισμού έχουν το μειονέκτημα 

ότι προϋποθέτουν ανάλυση για την εύρεση της διάστασης και των 

περιοχών του χώρου εισόδου, γεγονός που είναι αδύνατο για τα 

περισσότερα πραγματικά προβλήματα.

4.1.2 Τεχνικές σταδιακής ανάπτυξης

Φιλοσοφία σχεδίασης των δικτύων βάση των τεχνικών της 

κατηγορίας αυτής αποτελεί η σταδιακή προσθήκη κόμβων κατά τη 

διάρκεια της εκπαίδευσης. Η μεγένθυση του δικτύου γίνεται πάντα με 

την προσθήκη του ίδιου συνόλου στοιχείων, που αποτελείται από έναν 

κόμβο, τους κλάδους εισόδου στον κόμβο με τα βάρη τους w; και έναν 

κλάδο εξόδου με βάρος w0 (σχ. 4.1).

------►

Σχήμα 4.1

Οι τρόποι σύνδεσης του νέου συνόλου στοιχείων στο δίκτυο μπορεί να 

γίνει με τους δύο τρόπους του σχήματος 4.2.
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uevcE Ζ-·±.~~ Μεταβαλλόμρνα βάρη

Σχήμα 4.2

Το νέο μπλοκ προσθήκης εκπαιδεύεται κατά τέτοιο τρόπο ώστε να 

μεγιστοποιείται ή να ελαχιστοποιείται η συσχέτιση της εξόδου του με 

το λάθος που εμφανίζει κάποιος συγκεκριμένος κόμβος του δικτύου. 

Με τον τρόπο αυτό το μπλοκ προσθήκης αναπτύσσει διορθωτικά βάρη 

που εξουδετερώνουν το λάθος. Η σύγκλιση του δικτύου με την 

σταδιακή προσθήκη νέων κόμβων αποδεικνύεται μαθηματικά βάση του 

παρακάτω θεωρήματος:

Θεώρημα: Έστω f{x)=k +—— η σιγμοειδής συνάρτηση. Για κάθε x, c,
\+e

y, ε, κ πραγματικούς με y-ε-κ^Ο, αν f(x) = yx0xz υπάρχει

Ρ =—-In-------------χ, τέτοιο ώστε f(x+P)~y-ε.
Τ y-e-k

Ένας από τους αλγόριθμους που υλοποιεί τις τεχνικές της σταδιακής 

ανάπτυξης είναι ο αλγόριθμος CLS ( Constractive Learning by 

Spesialisation ).

Αλγόριθμός CLS

Ο αλγόριθμος ξεκινά με ένα μόνο πλήρες συνδεμένο κόμβο στο 

κρυμένο επίπεδο, με τυχαία βάρη στις συνάψεις του (σχ. 4.3).

Αεδομένα εκπαίδευσης

t0: 00110—► 11001
—>t: OHIO—► 10001

t · 11011 00100
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Βήμα 1. Πέρασμα του δικτύου προς τα μπρος με είσοδο το διάνυσμα 

εκπαίδευσης ή. Αν το πραγματικό διάνυσμα εξόδου διαφέρει 

από το επιθυμητό (10001) σε κάποια συγκεκριμένη έξοδο οΓ, 

τότε πρόσθεσε ένα νέο κόμβο hk. Σύνδεσε τον κόμβο hk στη 

συγκεκριμένη έξοδο οΓ με τα κατάλληλα βάρη, έτσι ώστε να 

εξουδετερώνεται το λάθος. Τα κατάλληλα βάρη μπορούν να 

υπολογιστούν αναλυτικά ως εξής:

Πριν από την προσθήκη του νέου κόμβου hk, η έξοδος οΓ 

δίνεται από τη σχέση:

ft-1
Or f HWi/Ui, ο =t,±£

V y=o J
4.1

όπου /. η επιθυμητή τιμή της εξόδου αυξημένη ή ελαττωμένη 

κάτα μια ποσότητα λάθους ε.

Μετά από την προσθήκη του νέου κόμβου hk, το λάθος ε στην 

συγκεκριμένη έξοδο θα εξαλειφθεί, δηλ. η οΓ θα δίνεται από:

ft-l \
Ο, f Σ

V/=o wht;uhSwh.;uh„ =t, 4.2

Χρησιμοποιώντας ως συνάρτηση μεταφοράς τη σιγμοειδή 

συνάρτηση f(x)=A*tanh(Sx) και λύνοντας ως προς ψ^ ,

προκύπτει:

log.

Wh,;uh,l
j

'2'slLiWh -ub
v=0

2-S
4.3

Η εξίσωση (3) έχει δυο αγνώστους. Αν δώσουμε στη u^

(έξοδο του κόμβου hk) μια τιμή ώστε η έξοδος του δικτύου να 

είναι η επιθυμητή μπορούμε να υπολογίσουμε την 

απαιτούμενη τιμή του βάρους και το αντίστροφο.

Βήμα 2. Σύνδεσε το νέο κόμβο hk σε όλες τις εισόδους. Τα βάρη των 

συνδέσεων πρέπει να είναι τέτοια έτσι ώστε ο νέος κόμβος 

να αναγνωρίζει το τρέχον διάνυσμα εκπαίδευσης ή και 

κανένα από τα προηγούμενα -10, Αυτό μπορεί να
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επιτευχθεί εκπαιδεύοντας το νέο κόμβο hk έτσι ώστε:
1. Να ενεργοποιείται στο πρότυπο ή.
2. Να απενεργοποιείται στα προηγούμενα πρότυπα t0, ή,..·.,^!.
3. Να ενεργοποιείται για τουλάχιστο ένα από τα επόμενα
πρότυπα ti+1,...... ,tn.
Η τρίτη συνθήκη χρησιμοποιείται για να αυξήσει τις 
ικανότητες γενίκευσης του δικτύου.

4.1.3 Τεχνικές κλαδέματος (pruning techniques)

Η φιλοσοφία των τεχνικών κλαδέματος είναι ακριβώς η 
αντίθετη με αυτή των τεχνικών σταδιακής ανάπτυξης. Ξεκινώντας από 
ένα υπερμεγέθη δίκτυο, αναζητούνται τα βάρη με τη μικρότερη 
συμμετοχή στη λύση του προβλήματος και απομακρύνονται σταδιακά 
από το δίκτυο. Δυο από τις πιο διαδεδομένες τεχνικές της κατηγορίας 
αυτής, περιγράφονται στα παρακάτω. •

• Κλάδεμα σε δύο φάσεις (Two-stage Prunning)
Στόχος της τεχνικής αυτής αποτελεί η εύρεση του 

ελαχιστοποιημένου δικτύου που μπορεί να επιτελέσει ένα 
συγκεκριμένο έργο, κλαδεύοντας ένα υπάρχον εκπαιδευμένο δίκτυο. 
Αυτό επιτυγχάνεται ως εξής: Όταν το αρχικό δίκτυο εκπαιδευτεί και 
μπορεί να επιλύσει το πρόβλημα, αναλύονται οι έξοδοι των κόμβων 
του κρυφού επιπέδου ώστε να διαπιστωθεί η συμμετοχή τους στη λύση. 
Αν η έξοδος κάποιου συγκεκριμένου κόμβου δεν μεταβάλλεται 
σημαντικά κατά την εναλλαγή των δεδομένων εκπαίδευσης στην 
είσοδο του δικτύου, τότε ο κόμβος αυτός δεν συνεισφέρει στη λύση. 
Επίσης αν οι έξοδοι δυο κόμβων είναι συνεχώς ίδιες ή αντίθετες, τότε 
ο ρόλος τους στη λύση είναι κοινός και ο ένας μπορεί να αφαιρεθεί. 
Υποστηρίζεται ότι δεν έχουμε καμιά απώλεια πληροφορίας προς το 
επόμενο επίπεδο λόγω της απομάκρυνσης ενός κόμβου με τα 
παραπάνω χαρακτηριστικά.
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• Ανάλυση Ευαισθησίας (Weight-Error Sensitivity)

Η φιλοσοφία της τεχνικής αυτής βασίζεται στον υπολογισμό 

της ευαισθησίας της συνάρτησης λάθους ως προς κάθε κλάδο του 

δικτύου και κατόπιν στην αφαίρεση των συνδέσμων του δικτύου με τη 

μικρότερη ευαισθήσία. Η ευαισθησία ενός συνδέσμου με βάρος w- 

μπορεί να ορισθεί ως εξής:

όπου ψ το βάρος του συνδέσμου μετά την ολοκλήρωση της

εκπαίδευσης. Το λάθος Ε εκφράζεται ως συνάρτηση μόνο του βάρους w 

του συνδέσμου την ευαισθησία του οποίου θέλουμε να υπολογίσουμε, 

υποθέτωντας ότι τα υπόλοιπα βάρη κρατώνται σταθερά (στις τελικές 

τιμές που αποκτούν μετά το πέρας της εκπαίδευσης. Η εξίσωση (4) 

μπορεί να γραφεί ως εξής:

όπου Ν ο αριθμός των προτύπων εκπαίδευσης. Από την συνάρτηση 

ευαισθησίας (5), οι όροι της οποίας έχουν ήδη υπολογιστεί κατά τη 

διαδικασία εκπαίδευσης, μπορούμε να υπολογίσουμε την ευαισθησία 

του κάθε συνδέσμου. Με βάση την παραπάνω ανάλυση ο αλγόριθμος 

απλοποίησης του δικτύου που μπορεί να χρησιμοποιηθεί είναι ο εξής:

• Όρισε μια παράμετρο ελάχιστης αποδεκτής ευαισθησίας θ κοινή για 

όλους τους συνδέσμους.

• Υπολόγισε την ευαισθησία (κατά τη διάρκεια της εκπαίδευσης) βάση 

της εξίσωσης (5) και κατασκεύασε ένα αρχείο με τα μέτρα της για 

κάθε σύνδεσμο του δικτύου.

• Καθόρισε τους συνδέσμους για τους οποίους ισχύει δ^<θ και 

αφαίρεσε τους από το δίκτυο.

S¥ = E(iV' = 0)-E(iv9 = w$ 4.4

W.j-W.i
4.5
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Πλεονεκτήματα του αλγορίθμου αυτού αποτελούν η μικρή 
πολυπλοκότητα του και κυρίως ο μικρός υπολογιστικός χρόνος που 
απαιτεί καθώς όλοι οι υπολογισμοί του γίνονται παράλληλα με τη 
διαδικασία εκπαίδευσης.

4.2 Η δομή του Κοινού Εμπρόσθιου Νευρωνικού δικτύου 

(Srandard Feedforward Neural Network Architecture)
Η πιο διαδεδομένη αρχιτεκτονική από τις πολλές που έχουν 

δοκιμαστεί στον τομέα των χρηματοοικονομικών εφαρμογών, αποτελεί 
η δομή του κοινού εμπρόστιου νευρωνικού δικτύου, η γενική μορφή του 
οποίου εξετάστηκε στο κεφάλαιο 2. Στην κατηγορία αυτή ανήκουν τα 
δίκτυα που υλοποιούνται μέσω της εφαρμογής “Brainmaker 
Professional” και θα μας απασχολήσουν στα πλαίσια αυτής της 
εργασίας.

Σημαντικούς περιορισμούς στη σχεδίαση ενός νευρωνικού 
δικτύου θέτει η εφαρμογή μέσω της οποίας υλοποιείται το δικτύο. Στα 
εμπορικά πακέτα ‘software” δεν είναι δυνατή η πρόσβαση σε κάθε 
μεταβλητή του δικτύου με αποτέλεσμα η αυτούσια εφαρμογή των 
μεθόδων που αναφέρθηκαν στις προηγούμενες παραγράφους να μην 
έχουν πρακτική εφαρμογή και να περιορίζονται σε ερευνητικό επίπεδο. 
Οι μέθοδοι και οι παράμετροι που θα μας απασχολήσουν παρακάτω 
είναι εφαρμόσιμοι και προσβάσιμοι από πολλές εφαρμογές και 
ειδικότερα απο το πακέτο “BrainMaker Professional” της “Profile”.

4.2.1 Εύρεση του απαιτούμενου αριθμού προτύπων εκπαίδευσης

Μέσω της χρήση ενός πακέτου ανάπτυξης νευρωνικών δικτύων 
είναι πολύ εύκολο να πειραματιστούμε με μια πληθώρα 
αρχιτεκτονικών. Μερικά μάλιστα προτείνουν μια συγκεκριμένη δομή 
(το “BrainMaker Professional” ένα κρυμένο επίπεδο με δέκα κόμβους) 
απαλλάσοντας το χρήστη από το πολύ δύσκολο έργο της επιλογής 
ενός αριθμού κόμβων για το κρυφό επίπεδο. Στην περίπτωση που ο
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χρήστης αποδεκτεί την προτεινόμενη δομή, προκύπτει το πρόβλημα 
του καθορισμού του αριθμού των προτύπων εκπαίδευσης που πρέπει να 
χρησιμοποιήσει ώστε να καταφέρει να εκπαιδεύσει το ύπαρχον δίκτυο.

Ένας κανόνας που συσχετίζει τον αριθμό των προτύπων 
εκπαίδευσης (training set) με τον αριθμό των βαρών του δικτύου για 
μια μέγιστη επιθυμητή τιμή της συνάρτησης του μέσου λάθους (Average 
Error) στο σύνολο των προτύπων εκπαίδευσης, δίνεται από την εξής 
ανίσωση:

M>W/E (6)

όπου Μ είναι ο αριθμός των προτύπων εκπαίδευσης, W ο αριθμός των 
βαρών του δικτύου και Ε η μέγιστη επιθυμητή τιμή του μέσου λάθους. 
Σε πολλές περιπτώσεις γίνεται χρήση της ανίσωσης (6) για τον 
υπολογισμό του αριθμού των κόμβων του κρυφού επιπέδου όπως στο 
παράδειγμα που ακολουθεί

Έστω ότι διαθέτουμε ένα δίκτυο με οκτώ κόμβους εισόδου, δυο 
κόμβους εξόδου και χίλια πρότυπα εκπαίδευσης. Πόσους κόμβους 
πρέπει να διαθέτει το δίκτυο στο κρυφό επίπεδο ώστε να μπορέσει να 
επιτύχει στο 95% των προτύπων εκπαίδευσης;
Από τη σχέση (6) αντικαθιστώντας τα δεδομένα του προβλήματος 
προκύπτει:

1000=W/0.05=H*(8+2)/0.05=> Η=5

Αρα ο απαιτούμενος αριθμός κόμβων στο κρυφό επίπεδο είναι πέντε.

Γενικά πάντως πρέπει να αποφεύγεται η χρήση του παραπάνω κανόνα 
για τον καθορισμό του αριθμού των κόμβων του κρυφού επιπέδου. Η 
χρήση του πρέπει να περιορίζεται στον καθορισμό του ελάχιστου 
αριθμού προτύπων εκπαίδευσης που πρέπει να χρησιμοποιηθούν ώστε 
να εκπαιδευτεί ένα υπάρχον δίκτυο.
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4.2.2 Εύρεση του αριθμού κόμβων του κρυφού επιπέδου 

Το μεγάλο ερώτημα στην ερευνητική περιοχή των νευρωνικών 
δικτύων σήμερα, είναι το πόσοι κόμβοι στο κρυμένο επίπεδο πρέπει να 
χρησιμοποιηθούν. Δεν έχει ακόμη βρεθεί κάποιος γενικός κανόνας 
καθώς ο αριθμός αυτός φαίνεται οτι εξαρτάται σε μεγάλο βαθμό από 
την πολυπλοκότητα του εκάστοτε προβλήματος.

Η χρήση ενός μεγάλου αριθμού κρυφών κόμβων στο κρυμένο 
επίπεδο αυξάνει τον κίνδυνο να μετατρέψει το δίκτυο σε 
απομνημονευτή των προτύπων εκπαίδευσης, καταστρέφοντας τις 
πολύτιμες ιδιότητες της γενίκευσης. Από την άλλη η χρήση μικρού 
αριθμού κρυφών κόμβων καθιστά αδύνατη την εκμάθηση των 
προτύπων εκπαίδευσης. Η προσέγγιση του σωστού αριθμού στην πράξη 
μπορεί να επιτευχθεί με μια από τις παρακάτω μεθόδους.

• Με την εκπαίδευση πολλών δικτύων με διαφορετικό αριθμό κρυφών 
κόμβων και την επιλογή αυτού που επιτυγχάνει καλύτερα στα 
δεδομένα ελέγχου (testing set).

• Με την έναρξη της εκπαίδευσης ξεκινώντας από ένα μικρό αριθμό 
κρυφών κόμβων και προσθέτωντας νέους κόμβους κατά τη διάρκεια 
της όταν αυτό απαιτείται. Ο αριθμός των κρυφών κόμβων κατά την 
εκκίνηση της διαδικασίας καθορίζεται με έναν από τους παρακάτω 
τρεις κανόνες:

1 Ελαφρώς μικρότερος από το μισό του αθροίσματος των εισόδων και 
των εξόδων
2. 5-10% του αριθμού των προτύπων εκπαίδευσης.
3. Χρήση της σχέσης (6). Η πρακτική έχει δείξει ότι ο αριθμός των 
κόμβων Η που προκύπτει από τη σχέση αυτή (βλέπε παράδειγμα 2) 
αποτελεί ένα καλό κάτω όριο εκκίνησης.
Η εφαρμογή της μεθόδου αυτής προϋποθέτει την παροχή από το 
χρησιμοποιούμενο “software” της δυνατότητας προσθήκης νέων 
κόμβων χωρίς να επηρεάζονται οι τιμές των βαρών που έχουν 
δημιουργηθεί μέχρι τώρα. Το πρόγραμμα “BrainMaker Professional”
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παρέχει τη δυνατότητα αυτή και μάλιστα παρέχοντας την ελευθερία 
στο χρήστη είτε να αποφασίσει αυτός τη χρονική στιγμή προσθήκης 
του νέου κόμβου, είτε αυτή να γίνει αυτόματα ανάλογα με την 
πρόοδο που παρουσιάζει το δίκτυο κατά τη διαδικασία της 
εκπαίδευσης.

• Η εκπαίδευση ξεκινά με ένα μεγάλο αριθμό κρυφών κόμβων. Στην 
πορεία απαλεΐφονται οι κόμβοι που δεν συνεισφέρουν σημαντικά στη 
λύση και η εκπαίδευση συνεχίζεται. Η μέθοδος αυτή είναι μια 
πρακτική εφαρμογή των τεχνικών κλαδέματος (prunning) που 
αναπτύχθηκαν παραπάνω, και ο τρόπος με τον οποίο υλοποιείται 
μέσω της χρήσης του προγράμματος “BrainMaker Professional” θα 
αναπτυχθεί αναλυτικά σε παρακάτω κεφάλαιο. Η χρήση πάντως της 
μεθόδου αυτής απαιτεί ιδιαίτερη προσοχή καθώς η απόκριση του 
δικτύου που προκύπτει με την αφαίρεση κόμβου μπορεί να είναι 
λιγότερο ικανοποιητική. Για το λόγο αυτό η αποθήκευση του 
δικτύου πριν την υοθέτηση τέτοιων ενεργειών είναι απαραίτητη.

Η χρήση παραπάνω της μια από εις προαναφερθήσες μεθόδους 
κατά την εκπαίδευση ενός δικτύου είναι συνηθισμένη και μπορεί να 
οδηγήσει σε πολύ καλά αποτελέσματα. Η εμπειρία φανερώνει ότι η 
εκκίνηση με ένα μικρό αριθμό κρυφών κόμβων, η προσθήκη νέων και 
τέλος το κλάδεμα του δικτύου είναι μια διαδικασία που μπορεί να 
οδηγήσει στη γρήγορη και ικανοποιητική εκπαίδευση του δικτύου.

4.2.3 Χρήση πολλών επιπέδων κρυφών κόμβων

Ένα ακόμη ερώτημα που προκύπτει κατά το σχεδιασμό της 
αρχιτεκτονικής του δικτύου είναι ο αριθμός των επιπέδων των κρυφών 
κόμβων.

Δεν έχει αποδειχτεί ότι η χρήση περισσοτέρων του ενός 
επιπέδου επιφέρει καλύτερα αποτελέσματα. Τα δίκτυα αυτού του τύπου 
απαιτούν πολύ περισσότερο χρόνο εκπαίδευσης, καθώς οι σύνδεσμοι 
είναι περισσότεροι με αποτέλεσμα οι διορθώσεις των βαρών που
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απαιτούνται σε κάθε πέρασμα των δεδομένων να είναι πιο χρονοβόρες 
και γι’ αυτό το λόγο ο χρήστης πρέπει να είναι ιδιαίτερα 
υπομονετικός. Η χρήση τους λοιπόν πρέπει γενικά να αποφεύγεται από 
τα άτομα που δεν επιτελούν ερευνητική εργασία, καθώς παρά την 
σημαντική αύξηση της πολυπλοκότητας της διαδικασίας εκπαίδευσης 
που επιφέρουν, δεν εγγυώνται καλύτερα αποτελέσματα.
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Μέθοδοι επεξεργασίας των δεδομένων εισόδου

5.1 Εισαγωγή
Το μεγάλο πλεονέκτημα των νευρωνικών δικτύων, έγκειται 

στο γεγονός ότι δοθέντος μιας επαρκής αρχιτεκτονικής που παρέχει 
όλες τις αναγκαίες ελεύθερες παραμέτρους, η διαδικασία εκπαίδευσης 
εγγυάται να ανακαλύψει τη συνάρτηση ή τις συναρτήσεις που 
συνδέουν τα δεδομένα εισόδου - εξόδου. Η ελευθερία αυτή μπορεί να 
παρασύρει στην προσπάθεια σύνδεσης δεδομένων ασυσχέτιστων μεταξύ 
τους. Για το λόγο αυτό, τόσο η επιλογή των εισόδων (ανεξάρτητες 
μεταβλητές), όσο και των εξόδων (εξαρτημένες μεταβλητές), πρέπει να 
γίνει με ιδιαίτερη προσοχή καθώς ανεξάρτητα από την αποδοτικότητα 
της διαδικασίας μάθησης, η τελική επίδοση του δικτύου εξαρτάται από 
τη σχετικότητα και την ποιότητα των χρησιμοποιούμενων δεδομένων.

Ως εργαλεία επιλογής των δεδομένων μπορούν να
χρησιμοποιηθούν διάφορα στατιστικά μοντέλα, όπως η ανάλυση 
συσχέτισης και η παραμετρική παλινδρόμηση.

Ιδιαίτερη προσοχή πρέπει να δοθεί στον καθορισμό της φύσης 
των ανεξάρτητων μεταβλητών εισόδου, δηλαδή στο αν πρόκειται, για 
μεταβλητές πρόβλεψης (predictive variables), ή για μεταβλητές 
πληροφόρησης (informative variables). Ως μεταβλητή πρόβλεψης, 
μπορεί να θεωρηθεί η μεταβλητεί εκείνη που εξηγεί σε μεγάλο βαθμό 
τη μεταβλητότητα της μεταβλητής εξόδου. Ως μεταβλητές 
πληροφόρησης μπορεί να θεωρηθούν εκείνες που από μόνες τους δεν 
έχουν μεγάλη ικανότητα πρόβλεψης της μεταβλητότητας της, εξόδου 
αλλά, όταν συνδυαστούν με άλλες μπορούν να οδηγήσουν σε καλύτερη 
πρόβλεψη. Για παράδειγμα, αν θεωρήσουμε την επίδραση των 
επιτοκίων στις τιμές των μετοχών, θα μπορούσε να θεωρηθεί ότι έχουν 
ικανότητα πρόβλεψης. Αυτό όμως μπορεί να θεωρηθεί σωστό μόνο ως 
προς τη φορά κίνησης των τιμών, ενώ όσον αφορά τη μεταβλητότητά 
τους μπορούν να εξηγήσουν μόνο ένα μικρό ποσοστό (περίπου 12%).

Συνοψίζοντας θα μπορούσαμε να πούμε, ότι αν και όλο και 
περισσότεροι άνθρωποι αγοράζουν πακέτα ανάπτυξης νευρωνικών
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δικτύων, επιλέγουν ένα στόχο πρόβλεψης, χρησιμοποιούν ένα ευρή 
φάσμα εισόδων και εκπαιδεύουν ένα δίκτυο με μια συγκεκριμένη 
αρχιτεκτονική και κάποιο αλγόριθμο μάθησης, πολύ συχνά 
αποτυγχάνουν να πραγματοποιήσουν τα επιθυμητά κέρδη. Η 
πιθανότητα επιτυχίας γίνεται σημαντικά μαγαλύτερη ακολουθώντας 
τα παρακάτω βήματα:
1. Μελετημένη επιλογή του στόχου πρόβλεψης.
2. Επιλογή μεταβλητών εισόδου που έχουν ικανότητα πρόβλεψης.
3. Σωστή σχεδίαση της αρχιτεκτονικής και ορθή επιλογή των 
παραμέτρων του αλγορίθμου εκπαίδευσης.

5.2 Επιλογή του στόχου πρόβλεψης
Η προσπάθεια πρόβλεψης της απόλυτης τιμής μιας 

χρηματοοικονομικής μεταβλητής, για παράδειγμα του γενικού δείκτη 
τιμών του Χ.Α.Α. μια, πέντε ή δέκα περιόδους στο μέλλον, παρουσιάζει 
ιδιαίτερα προβλήματα. Για παράδειγμα, ο γενικός δείκτης κατά τη 
διάρκεια του έτους 1996 κυμάνθηκε μεταξύ των τιμών 873 και 1018 με 
μέση ημερήσια μεταβολή 6 μονάδων ή 0.7%. Για να είναι χρήσιμο ένα 
δίκτυο πρόβλεψης της απόλυτης τιμής του δείκτη, θα πρέπει να 
προβλέπει το 80% τουλάχιστον της μεταβολής αυτής. Δεχόμαστε 
λοιπόν μια ανοχή λάθους (error tolerance) 1,2 μονάδων ή 0,13%. 
Δεχόμενοι τη δυναμικότητα και την αστάθεια που χαρακτηρίζει την 
αγορά μετοχών μια ανοχή της τάξης του 0,13%, αποτελεί ένα μη 
ρεαλιστικό στόχο. Για το λόγο αυτό πρέπει να γίνει προσπάθεια 
πρόβλεψης ενός μεγέθους στο οποίο μπορούμε να δεχτούμε μια 
μεγαλύτερη ανοχή λάθους.

Ενα τέτοιο μέγεθος αποτελεί ο καθημερινός ρυθμός μεταβολής 
του γενικού δείκτη. Αν η μέση καθημερινή μεταβολή είναι 6 μονάδες, 
τότε ο στόχος πρόβλεψης της μεταβολής της τιμής με περιθώριο

λάθους ±1,2 μονάδες μπορεί να επιτευχθεί με ανοχή λάθους 20%. Είναι
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πολύ πιο εύκολο το δίκτυο να προβλέψει με ανοχή λάθους 20% παρά 
με 0,13%.

Σε πολλές περιπτώσεις η μόνη πληροφορία που απαιτείται, 
είναι το αν η αγορά θα κινηθεί ανοδικά η καθοδικά. Το πρόβλημα αυτό 
είναι ακόμη ευκολότερο να προσδιοριστεί από ένα νευρωνικό δίκτυο 
καθώς οι δυνατές τιμές της μεταβλητής εξόδου περιορίζονται σε δυο.

Μερικές από τις μεταβλητές που μπορεί να χρησιμοποιηθούν 
ως υποκατάστατα του απόλυτου επιπέδου τιμής σε ένα πρόβλημα 
πρόβλεψης μιας χρονοσειράς είναι:

• Η μεταβολή της τιμής

• Αν τα πιο πρόσφατα δεδομένα αντιστοιχούν σε μέγιστο της αγορά 
(market top), ή σε ελάχιστο (market bottom).

• Αν πρέπει να δοθούν εντολές πώλησης, αγοράς ή αναμονής.

• Αν τα πιο πρόσφατα δεδομένα προμυνήουν αλλαγή της τάσης
Η επιλογή του μεγέθους που πρέπει να προβλεφτεί κρύβει και 

προβλήματα διαφορετικής φύσης. Αν για παράδειγμα επιθυμούμε να 
προβλέψουμε την τιμή μιας χρονοσειράς μια εβδομάδα από σήμερα θα 
χρησιμοποιήσουμε καθημερινά ή εβδομαδιαία δεδομένα; Η απάντηση 
στο ερώτημα αυτό μπορεί να καθοριστεί καλύτερα μέσω της ανάπτυξης 
δυο δικτύων, ένα με τη χρήση καθημερινών και ένα με τη χρήση 
εβδομαδιαίων δεδομένων, και τη σύγκριση τους βάση κάποιου 
κριτηρίου. Τα εβδομαδιαία δεδομένα πάντως περιέχουν λιγότερο 
θόρυβο και προτιμούνται όταν ο στόχός πρόβλεψης είναι πιο 
μακροπρόθεσμος.

5.3 Επιλογή και προετοιμασία των δεδομένων εισόδου

Η επιλογή των δεδομένων εισόδου με σκοπό την πρόβλεψη 
της τιμή μιας χρονοσειράς στο μέλλον είναι μια δύσκολη εργασία, 
καθώς η ανεξάρτητη μεταβλητή εξόδου περιέχει θόρυβο (τυχαίες 
κινήσεις ανεξάρτητες από τη γενική τάση που επικρατεί).
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Πολλά πακέτα ανάπτυξης νευρωνικών δικτύων ενσωματώνουν 
ένα ή περισότερα υποπρογράμματα υποστήριξης της απόφασης 
επιλογής των κατάλληλων εισόδων. Τα προγράμματα αυτά επιτρέπουν 
σε μια συγκεκριμένη είσοδο να συγκριθεΐ με την έξοδο ώστε να μπορεί 
να εκτιμηθεί η αξία της μεταβλητής εισόδου ως μεταβλητή πρόβλεψης, 
μέσω του υπολογισμού της συσχέτισης μεταξύ τους.

Το πακέτο “BrainMaker Professional” παρέχει το 
υποπρόγραμμα “Data Correlator” το οποίο μπορεί να χρησιμοποιηθεί 
για τον προσδιορισμό της επίδρασης κάποιων δεδομένων πάνω σε 
άλλα και τη χρονική υστέρηση μεταξύ τους. Ενα ακόμη ιδιαίτερα 
πολύτιμο υποπρόγραμμα αυτού του πακέτου είναι η κυκλική ανάλυση 
(“cyclic analysis”) μέσω του οποίου διερευνάται η ύπαρξη περιοδικών 
μεταβολών της μεταβλητής εξόδου, ώστε να μπορέσουμε να 
εκτιμήσουμε το βέλτιστο χρονικό ορίζοντα πρόβλεψης. Μεγαλύτερη 
ανάλυση των υποπρογραμμάτων αυτών και οδηγίες για τη χρήση τους 
δίνονται στο κεφάλαιο 7.

5.3.1 Αφαίρεση εποχικότητας

Αφαίρεση εποχικότητας (“detrending”), είναι η διαδικασία 
αφαίρεσης εποχιακών ή γενικών τάσεων από τα δεδομένα. Η ύπαρξη 
ισχυρών τάσεων στην ανεξάρτητη ή και στην εξαρτημένη μεταβλητή 
μπορεί να οδηγήσει το δίκτυο σε ψευδοσυσχετΐσεις και 
ψευδοπαλινδρομίσεις γιατί είναι πολύ πιο εύκολο γι’ αυτό να μάθει τα 
γενικά χαρακτηριστικά των δεδομένων, παρά να αποκαλύψει τις 
πραγματικές σχέσεις μεταξύ των μεταβλητών.

Ενας πολύ καλός και πρακτικός τρόπος απομάκρυνσης της 
εποχικότητας είναι η αφαίρεση από τις τιμές της χρονοσειράς ενός 
κινητού μέσου. Στο σχήμα 5.1 παρουσιάζονται καθημερινά στοιχεία της 
τιμής κλεισίματος του γενικού δείκτη, ενώ στο σχήμα 5.2 ένας κινητός 
μέσος 50 ημερών των δεδομένων αυτών. Στο σχήμα 5.3 είναι εμφανής η
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απομάκρυνση της γενικής ανοδικής τάσης που προκύπτει μέσω της 

αφαίρεσης του κινητού μέσου από τα αρχικά στοιχεία.

Unsmoothed data

Σχήμα 5.1 Η πορεία του Γενικού Δείκτη του Χ.Α.Α από το 1986

Smoothed data
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Σχήμα 5.2 Κινητός μέσος 50 περιόδων του Γενικού Δείκτη
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Σχήμα 5.3 Αφαίρεση της μακροπρόθεσμης τάσης από τη χρονοσειρά

Εναλλακτικοί μέθοδοι απομάκρυνσης μακροπρόθεσμων τάσεων 

μπορούν να θεωρηθούν η χρήση των πρώτων διαφορών των απόλυτων 

τιμών της χρονοσειράς, ή η χρήση του ποσοστού μεταβολής των τιμών 

της.

5.3.2 Κανονικοποίηση

Κανονικοποίηση ονομάζεται η διαδικασία καθορισμού του 

δυνατού εύρους τιμών που μπορεί να πάρει μια μεταβλητή. Η 

κανανικοποίηση πραγματοποιείται ώστε να αποφευχθούν πιθανοί 

συντονισμοί των παραμέτρων του δικτύου για κάποιο εύρος τιμών 

εισόδου - εξόδου, καθώς και για να φέρει τις εισόδους της συναρτήσης 

μεταφοράς των κόμβων μέσα στο εύρος της κανονικής της λειτουργίας. 

Για παράδειγμα αν θεωρήσουμε τη σιγμοειδή συνάρτηση μεταφοράς με 

εύρος [0, 1], όταν η είσοδός της πέσει εκτός της κανονικής περιοχής 

λειτουργίας της, η έξοδός της θα τείνει ασυμπτωτικά στο μηδέν ή στο 

ένα. Στην περίπτωση αυτή, η παράγωγος της σιγμοειδούς και η τιμή 

ενεργοποίησης του νεύρωνα τείνει στο μηδέν. Η κατάσταση αυτή είναι 

ανεπιθύμητη καθώς οδηγεί το δίκτυο σε μια εικονική αμεταβλητότητα 

που είναι γνωστή ως “παράλυση του δικτύου”. Επιπρόσθετα, είναι 

ανεπιθύμητο να υπάρχουν μεγάλες διαφορές ανάμεσα στο εύρος των
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τιμών των μεταβλητών εισόδων του δικτύου, καθώς το γεγονός αυτό 

μπορεί να μειώσει τη σημαντικότητα μερικών στην πραγματικότητα 

πολύτιμων μεταβλητών.

Τυπικά, οι μεταβλητές κανονικοποιούνται έτσι ώστε να έχουν 

μηδενικό μέσο και μοναδιαία τυπική απόκλιση, βάση των παρακάτω 

εξισώσεων:

όπου X?(r) η κανονικοποιημένη μεταβλητή, Χ.(/) η αρχική μεταβλητή, 

σΧ η τυπική απόκλιση της Χ,(/) και Xy η μέση τιμή της.

Ιδιαίτερη προσοχή πρέπει να δοθεί στην κανονικοποίηση της 

μεταβλητής της τιμής εξόδου. Αν η συνάρτηση μεταφοράς του κόμβου 

εξόδου είναι η σιγμοειδής με ασύμπτωτες στις τιμές μηδέν και ένα, 

τότε μια μέθοδος που μπορεί να μειώσει τον απαιτούμενο χρόνο 

εκπαίδευσης είναι η κανονικοποίηση της μεταβλητής εξόδου στο εύρος 

[0.1, 0.9] αντί στο [0, 1], Η μέθοδος αυτή μπορεί να υλοποιηθεί μέσω 

ενός γραμμικού μετασχηματισμού που περιγράφεται από τις παρακάτω 

εξισώσεις:'

μεταβλητής, Ymax και Ymin η μέγιστη και η ελάχιστη τιμή της Y(t) και 

MAX, MIN τα όρια του επιθυμητού εύρους της εξόδου, δηλαδη [0.1, 0.9].

5.1

Ν

X
Σ[χ.«]
t=\

Ν

Yxi (ή = SCALExY (ή+OFFSET

5.2

Υ -Υ

r SCl r rοπού Y (t) η κανονικοποιημένη τιμή, Y(t) η αρχική τιμή της
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5.3.3 Λ ντιμετώπιση του καταστροφικού θορύβου

Οι χρονοσειρές χρηματοοικονομικών δεδομένων περιέχουν 
σημαντική ποσότητα θορύβου, ο οποίος πάνω από ένα ορισμένο 
επίπεδο καταστρέφει τη διαδικασία της μάθησης και υποβαθμίζει τις 
ιδιότητες γενίκευσης του δικτύου. Υπάρχουν διάφορες τεχνικές 
ελαχιστοποίησης των παρενεργειών του θορύβου, με πιο συνηθισμένες 
τη χρήση κινητών μέσων και την εκθετική εξομάλυνση.

Ιδιαίτερη προσοχή πρέπει να δοθεί σε μια κατηγορία θορύβου η 
οποία μπορεί να οδηγήσει σε πλήρη αστοχία του δικτύου. Ο θόρυβος 
αυτός ονομάζεται “καταστροφικός θόρυβος” και οφείλεται στη 
παρουσία μεταξύ του συνόλου εκπαίδευσης κάποιων “κακών” 
διανυσμάτων, γνωστά ως “malicious vectors’. Ενας μαθηματικός 
ορισμός του “κακού” διανύσματος είναι ο εξής:

Για ένα πεπερασμένο σύνολο εκπαίδευσης S=(X,Y), όπου XcRm και 

Yc=Rn , ο αλγόριθμός εκπαίδευσης προσπαθεί να διαμορφώσει την 

αντιστοιχία f: Rm -» Rn . Κάθε στοιχείο του συνόλου S έχει μορφή

s~(Xi, Υ[), όπου X;eRm και Rn και ονομάζεται διάνυσμα

εκπαίδευσης. Εστω s; και Sj δυο διανύσματα εκπαίδευσης από το 
σύνολο S. Θα ορίσουμε το μέτρο m(a, δ) ως το βαθμό της “κακίας” των 

διανυσμάτων s;eM (όπου Μ το σύνολο των “κακών” διανυσμάτων). 

Δυο διανύσματα S; και Sj είναι “κακά” με βαθμό m(a, δ) αν:

d(Xi, xj)<a και d(yb y)>b

όπου ά(χ;, χ·) ένα μέτρο ομοιότητας των χ;, και Xj όπως για παράδειγμα 
η Ευκλείδια απόσταση. Στην περίπτωση που το α και το δ είναι ίσα με 
το μηδέν έχουμε τη χειρότερη περίπτωση διανυσμάτων που 
δημιουργούν τον “καταστροφικό θόρυβο”. Με άλλα λόγια βαθμό 
“κακίας” m(0,0) έχουμε στην περίπτωση διανυσμάτων με ίδια είσοδο 
άλλα με διαφορετική έξοδο. Για την κατανόηση του προβλήματος 
παραθέτουμε το ακόλουθο παράδειγμα
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Εστω το σύνολο εκπαίδευσης του πίνακα 5.1 που περιέχει δυο “κακά” 
διανύσματα, τα Sj=(0.1, 0.1) και s2=(0.1, 0.9) με βαθμό πι(0,0) 

(καταστροφικός θόρυβος).

Πραγματική έξοδος

Διάνυσμα Είσοδος Επιθυμητή έξοδος Χωρίς Θόρυβο Με Θόρυβο

Sl ο,ι ο,ι 0,18 0,448

S2 0,2 0,3 0,27 0,447

S3 0,3 0,4 0,38 0,447

s4 0,4 0,5 0,49 0,446

S5 0,5 0,9 - 0,448
Πίνακας 5.1

Οι δυο τελευταίες στήλες του πίνακα 5.1 παρουσιάζουν τα αποτελέσμα 
που προκύπτουν από την εκπαίδευση του ίδιου δικτύου δομής 1-6-1 με 
τις ίδιες παραμέτρους εκπαίδευσης και τον ίδιο αριθμό επαναλήψεων 
χρησιμοποιώντας στη μια περίπτωση όλο το σύνολο εκπαίδευσης και 
στην άλλη αφαιρώντας το διάνυσμα s5. Η βελτίωση των 
αποτελεσμάτων μετά την αφαίρεση του θορύβου είναι εντυπωσιακή.

Σε ρεαλιστικές εφαρμογές δεν είναι πάντα δυνατό να 
εντοπιστούν τα “κακά” διανύσματα με απλό οπτικό έλεγχο των 
δεδομένων. Διάφοροι αλγόριθμοι έχουν προταθεί για τον εντοπισμό 
και την απαλοιφή των διανυσμάτων αυτών [1].

5.3.4. Αντιμετώπιση ακραίων τιμών (Statistical outliers)

Ως ακραίες τιμές θεωρούμε εκείνες τις παρατηρήσεις στο 
σύνολο των μεταβλητών εισόδου και εξόδου που απέχουν υπερβολικά 
από το μέσο του συνόλου. Επειδή προκαλούν συμπίεση της 
κανονικοποιημένης μεταβλητής σε ένα πολύ μικρό εύρος, η ύπαρξή 
τους απαιτεί υπερβολική αριθμητκή ακρίβεια κατά τη διάρκεια της 
εκπαίδευσης. Επιπλέον προκαλούν συμπίεση της πλειοψηφίας των 
παρατηρήσεων στο γραμμικό τμήμα της σιγμοειδούς.
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Ο πιο συνηθισμένος τρόπος αντιμετώπισης των ακραίων τιμών 

είναι ο οπτικός έλεγχος των παρατηρήσεων, ή ο έλεγχος της 

κατανομής συχνοτήτων τους. Τα υπολογιστικά πακέτα σχεδίασης 

νευρωνικών δικτύων υπολογίζουν τις μέγιστες και τις ελάχιστες τιμές 

των δεδομένων εισόδου - εξόδου και μάλιστα μπορούν να τις 

μεταβάλλουν (η χρήση των συναρτήσεων MIN, MAX στο "BrainMaker 

Professional" εξηγείται στο κεφάλαιο 7). Η επίδραση των ακραίων 

τιμών μπορεί να επηρεαστεί από αυτή τη μεταβολή του εύρους 

διακύμανσης των δεδομένων. Οταν το επιτρεπτό εύρος περιορίζεται, 

κάποιες ακραίες παρατηρήσεις αυτόματα εξουδετερώνονται.

Μια πιο επιστημονική προσέγγιση στην ανίχνευση ακραίων 

τιμών είναι ο υπολογισμός ενός μέτρου γνωστού ως "Mahalanobis 

distance" για κάθε πρότυπο εκπαίδευσης, μέσω της παρακάτω 

εξίσωσης:

ο·(ι) = ΣΣ(Ζ'(0- ·(zy(p-zy) 5.3
/=· /=1

όπου ρ ο αριθμός των μεταβλητών στο πρότυπο εκπαίδευσης, Ν ο 

συνολικός αριθμός των προτύπων εκπαίδευσης, Z[(t) η i μεταβλητή στο

t πρότυπο, Zj* η μέση τιμή της μεταβλητής και VXJ είναι το στοιχείο

της i γραμμής και της j στήλης του πίνακα συσχετίσεων των ρ 

μεταβλητών [2].

5.3.5 Επιλογή τεχνικών στοιχείων ως δεδομένων εισόδου

• Η χρήση τιμών υστέρησης μιας μεταβλητής (παρελθοντικές τιμές), 

είναι πολύ συνηθισμένη σε προβλήματα χρονοσειρών. Για παράδειγμα, 

αν θέλουμε να προβλέψουμε την τιμή μιας χρονοσειράς πέντε μέρες 

στο μέλλον ως εισόδους του δικτύου θα μπορούσαμε να 

χρησιμοποιήσουμε τη σημερινή τιμή ή την τιμή πέντε, δέκα ή 

δεκαπέντε ημερών πριν. Για την επιλογή της βέλτιστης υστέρησης 

μπορεί να χρησιμοποιηθεί το υποπρόγραμμα "Data Correlator" του 

"BrainMaker Professional" ώστε να βρεθεί ο συντελεστής συσχέτισης
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μεταξύ της εξαρτημένης και της ανεξάρτητης μεταβλητής για διάφορες 

υστερήσεις. Στο σχήμα 5.4 φαίνεται το ποσοστό συσχέτισης της τιμής 

της μετοχής “Εθνικής” με τις τιμές της μετοχής σε διάφορες περιόδους 

υστέρησης όπως παρουσιάζεται μέσω της εφαρμογής “Netmaker”.

Plot
Brain Maker/NetMaker Graph HU

Strength

Lag -163.00 -122.25 -81.500 -40.750 0.000 40.750 81.500 122.25 163.0C

Σχήμα 5.4 Συσχέτιση υστερήσεων

Σύμφωνα με τα αποτελέσματα του υποπρογράμματος “Data Correlator” 

όπως αυτά παρουσιάζονται στο παραπάνω διάγραμμα, για το χρονικό 

διάστημα από την αρχή του έτους 1997 μέχρι τα μέσα Απριλίου του 

ίδιου έτους, οι τιμές της μετοχής μιας, τρεις και έξι μέρες πρίν 

σχετίζονται κατά 43%, 3% και 26% αντίστοιχα με τη σημερινή τιμή.

• Η χρήση κινητών μέσων ως μεταβλητών παρουσιάζει σημαντικά 

πλεονεκτήματα. Βραχυπρόθεσμοι μέσοι όροι δύο ως πέντε περιόδων 

χρησιμοποιούνται πολύ συχνά αντί των αυθεντικών δεδομένων ώστε 

να εξομαλυνθεί ο θόρυβος και να περιοριστεί το στοιχείο της 

τυχαιότητας στη διακύμανση τους. Μακροπρόθεσμοι κινητοί μέσοι 

μπορεί να χρησιμοποιηθούν ως μέσα προσωμοίωσης μιας θεμελιώδους 

τάσεως.
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• Για την ανάλυση των προτύπων και των κινήσεων των δεδομένων 
μιας χρονοσειράς, είναι δυνατό να χρησιμοποιηθεί μια σειρά από 
τεχνικούς δείκτες. Υπάρχουν εκατοντάδες τεχνικοί δείκτες (ο 
αναγνώστης μπορεί να αποτανθεί σε ένα εγχειρίδειο τεχνικής 
ανάλυσης). Το πακέτο ανάπτυξης νευρωνικών δικτύων “BrainMaker 
Professional” επιτρέπει την αυτόματη δημιουργία των πιο ευρεία 
χρησιμοποιούμενων δεικτών όπως των, MACD, RSI, On-balance- 
Volume και διάφορων ταλαντωτών όπως των %Κ, %Ό και %R.

5.3.6 Επιλογή δεδομένων ελέγχου (Test data)

Ο έλεγχος του δικτύου που προκύπτει μετά τη διαδικασία της 
εκπαίδευσης γίνεται συνήθως με την παρουσίαση στο δίκτυο 
δεδομένων τα οποία αντιμετωπίζει για πρώτη φορά και που προήλθαν 
μέσω μιας διαδικασίας επιλογής πριν την έναρξη της εκπαίδευσης 
(“out-of-sample testing).

Μια μέδοδος επιλογής συνιστά τη διαμόρφωση του σύνολου 
ελέγχου με την επιλογή ενός προτύπου ανά δέκα από το σύνολο 
εκπαίδευσης. Μια άλλη μέδοθος διαχωρίζει τυχαία το δέκα της εκατό 
του συνόλου των προτύπων ή, απλά διαχωρίζει το δέκα της εκατό από 
το τέλος του αρχείου εκπαίδευσης (τη μέθοδο αυτή εφαρμόζει το 
“Brainmaker Professional”).
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Μέτρα μέτρησης και σύγκρισης της απόδοσης των νευρωνικών δικτύων

6.1 Εισαγωγή

Η χρήση και η σχεδίαση τεχνικών μέτρησης της απόδοσης ενός 

νευρωνικού δικτύου, εξυπηρετούν δυο στοχούς. Ο πρώτος αφορά τη 

σύγκριση του δικτύου με τις υπόλοιπες στατιστικές τεχνικές 

πρόβλεψης, ενώ ο δεύτερος και πιο ουσιώδης, τη μέτρηση της 

κερδοφορίας που επιτυγχάνεται μέσω της εφαρμογής του. Στο 

κεφάλαιο αυτό δίνονται μερικές από τις πιο εφαρμοσμένες τεχνικές 

που εξυπηρετούν τους δυο προαναφερθέντες στόχους.

6.2 Μέτρα σύγκρισης της απόδοσης

Ως μέτρα σύγκρισης της απόδοσης των νευρωνικών δικτύων 

μπορούν να χρησιμοποιηθούν τεχνικές συμβατές με τις γενικότερες 

μεθόδους πρόβλεψης. Οι πιο γνωστές είναι οι εξής:

1. Ο συντελεστής συσχέτισης.

Αποτελεί το πιο διαδεδομένο μέτρο ακρίβειας της πρόβλεψης 

και μετρά το ποσοστό της γραμμικής συσχέτησης μεταξύ της 

προβλεφθείσας και της πραγματικής τιμής εξόδου για το σύνολο των 

δεδομένων. Ο βαθμός συσχέτησης R δίνεται από την εξίσωση:

_________ 7=1_ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _ _

ΐΡ'-ν'Φ'-*'

6.1

όπου χ = ^/'Σ^Λ και / = ^/·Σ^,/;· Συνήθως αντί της τιμής του R

υπολογίζουμε την τιμή του R2 , καθώς R'=l σημαίνει τέλεια συσχέτιση 

μεταξύ των προβλεπόμενων και των πραγματικών τιμών, ενώ R"=0 

σημαίνει μηδενική συσχέτιση.

• Ο συ ντελεστής πλ ηροφόρ ησης

Ο συντελεστής πληροφόρησης Tr (t-test), είναι ένα μέτρο 

σύγκρισης των αποτελεσμάτων της μεθόδου πρόβλεψης που 

χρησιμοποιούμε, με την υπόθεση του τυχαίου περιπάτου (random-walk 

hypothesis). Σύμφωνα με την υπόθεση αυτή η καλύτερη δυνατή
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πρόβλεψη της αυριανής τιμής είναι η τιμή σήμερα. Ο συντελεστής ΤΓ 

υπολογίζεται από την παρακάτω εξίσωση:

όπου yt η πρόβλεψη του μοντέλου, xt η πραγματική τιμή και xt-1 η 

πραγματική τιμή της προηγούμενης περιόδου.

Στην περίπτωση που ο συντελεστής Tr είναι μεγαλύτερος ή

ίσος με τη μονάδα (ΤΓ>1), το μοντέλο μας είναι χειρότερο από το 

μοντέλο του τυχαίου περιπάτου. Στην αντίθετη περίπτωση το μοντέλο 

πραγματοποιεί καλύτερες προβλέψεις από εκείνες που στηρίζονται 

στην υπόθεση του τυχαίου περιπάτου και η απόδοση του βελτιώνεται 

όσο ο συντελεστής ΤΓ τείνει στο μηδέν.

• Κριτήρια “Akaike” και “Bayes”

Κατά την ανάπτυξη διαφορετικών μοντέλων με στόχο την 

επιλογή του βέλτιστου για μια συγκεκριμένη εφαρμογή, συχνά ο 

σχεδιαστής πρέπει να επιλέξει μεταξύ μοντέλων ίσης απόδοσης όσον 

αφορά τα παραπάνω κριτήρια. Στη περίπτωση αυτή πρέπει να επιλεγεί 

το μοντέλο με τις λιγότερες ελεύθερες παραμέτρους.

Το κριτήριο “Akaike” προσαρμόζει το μέσο τετραγωνικό 

σφάλμα έτσι ώστε να αντικατοπτρίζει την πολυπλοκότητα του 

μοντέλου, βάση της παρακάτω εξίσωσης:

Ί /=!

η + κ 
η-κ

6.3

όπου κ οι βαθμοί ελευθερίας του μοντέλου (στην περίπτωση του 

νευρωνικού δικτύου, ο αριθμός των βαρών).

Το κριτήριο “Bayes” αποτελεί έναν άλλο μετασχηματισμό του 

μέσου τετραγωνικού σφάλματος:

62



Μέτρα μέτρησης και σύγκρισης της απόδοσης των νευρωνικών δικτύων

6.4
7 7

όπου κ ο αριθμός των βαρών του δικτύου. Η ποιότητα του μοντέλου 

όσον αφορά την ικανότητα πρόβλεψης, βελτιώνεται όσο μειώνεται η 

τιμή του συντελεστή Β.

• Αλλαγή κατεύθυνσης

Σε πολλές περιπτώσεις κατά το σχεδίασμά ενός μοντέλου 

πρόβλεψης, δεν ενδιαφέρει τόσο ο ακριβής προσδιορισμός του επιπέδου 

της απόλυτης τιμής της μεταβλητής ή της μεταβολής της, αλλά απλά η 

πρόβλεψη της τιμής του προσήμου της μεταβολής, δηλαδή αν η 

μεταβλητή κινήθηκε ανοδικά ή καθοδικά. Οπως έχει ήδη αναφερθεί 

αυτό είναι ένα πολύ ευκολότερο καθήκον για το νευρωνικό δίκτυο και 

μπορεί να το επιτελέσει με μεγαλύτερη ακρίβεια. Για τον προσδιορισμό 

του ποσοστού επιτυχίας της πρόβλεψης σε μια τέτοια περίπτωση 

χρησιμοποιείται η ακόλουθη μεταβλητή:

Η ερμηνεία της μεταβλητής d έχει ως εξής: Για d=l το εφαρμοζόμενο 

μοντέλο προβλέπει σε ποσοστό 100% την κατεύθυνση των μεταβολών 

της τιμής της μεταβλητής (άνοδο ή κάθοδο) ενώ, για d=0 η πρόβλεψη 

έχει αποτύχει σε ποσοστό 100%. Ενα μοντέλο υπάρχει μεγάλη 

πιθανότητα να είναι αποδοτικό για τιμές του d μεγαλύτερες από 0,8.

Η χρήση της μεταβλητής d πρέπει να γίνεται με μεγάλη 

προσοχή, καθώς μπορεί να οδηγήσει σε λανθασμένες εκτιμήσεις 

σχετικά με την ποιότητα του μοντέλου. Πιο συγκεκριμένα, είναι πολύ 

εύκολο ακόμη και για ένα μη βέλτιστο νευρωνικό δίκτυο, να δώσει 

τιμές του d κοντά στη μονάδα όταν εκπαιδευτεί σε μια αγορά με

6.5

όπου
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έντονη τάση (ανοδική ή καθοδική). Για το λόγο αυτό τα αποτελέσματα 

πρέπει να επιβεβαιωθούν μέσω διασταύρωσης τους σε τουλάχιστο 30 

σύνολα ελέγχου και οι τιμές της μεταβλητής d που προκύπτουν από το 

καθένα να κανονικοποιηθούν βάση της τυπικής τους απόκλισης

6.3 Μέθοδοι μέτρησης της κερδοφορίας

Ο τελικός στόχος του σχεδιαστή ενός νευρωνικού δικτύου για 

χρηματοοικονομικές προβλέψεις είναι να χρησιμοποιήσει τα 

αποτελέσματά του και να τα μετατρέψει σε επενδυτικές πράξεις. Η 

απόδοση των πράξεων αυτών πρέπει να μετρηθεί έτσι ώστε να είναι 

δυνατή η σύγκριση της επενδυτικής στρατηγικής που ακολουθείται με 

κάποιες πρότυπες ( π.χ στρατηγική “buy-and-hold”). Ας θεωρήσουμε 

την στρατηγική που ακολουθεί, η οποία υλοποιείται βάση των 

αποτελεσμάτων του δικτύου: Θετικές αναμενόμενες αποδόσεις θα 

εκτελούνται ως μακρές θέσεις ενώ, αρνητικές αναμενόμενες αποδόσεις 

θα εκτελούνται ως βραχίες θέσεις. Η τελική απόδοση r, της 

εφαρμοζόμενης στρατηγικής δίνεται από την παρακάτω εξίσωση:

Η απόδοση (κερδοφορία) που προκύπτει με τη χρήση της παραπάνω 

εξίσωσης, πρέπει να συγκριθεί με την απόδοση που προκύπει με την 

εφαρμογή της κλασικής στρατηγικής “αγορά και αναμονή “, ώστε να 

βρεθεί αν η χρήση του δικτύου μπορεί να οδηγήσει σε επιπλέον οφέλη.

Σύμφωνα με τη στρατηγική “αγορά και αναμονή “, η απόδοση 

ενός περιουσιακού στοιχείου σε μια περίοδο μπορεί να οριστεί ως:

η
r = jj'-(xt+l-x,) 6.5

όπου:

Ρ =1-1, αν (Λ-η “'ΤΧ0 
0, αν(/ί+1-ζ,)=0
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c + (xt+T1-x)
Γ =--------------------------------- 6.6

χ'
Ο όρος c στη περίπτωση των μετοχών αφορά εισόδημα που 

προκύπτει από τη διάθεση μερισμάτων. Στην ανάλυση που προηγήθηκε 

δεν λαμβάνονται υπόψη ατέλειες της αγοράς, όπως για παράδειγμα 

έξοδα προμηθειών. Στην πράξη πάντως και ειδικά στην περίπτωση που 

δημιουργούνται πολύ συχνά σήματα αγοραπωλησιών, τα έξοδα 

προμηθειών πρέπει να λαμβάνονται υπόψη. Επίσης η κερδοφορία 

μετρήθηκε σε όρους τελικού κέρδους. Το τελικό κέρδος όμως δεν 

αποτελεί αναγκαστικά τον ιδανικό κριτή της εφαρμοζόμενης μεθόδου, 

για δυο λόγους. Πρώτον, γιατί υπάρχει η πιθανότητα μερικά μεγάλα 

κέρδη ή απώλειες που προκύπτουν από ένα μικρό αριθμό πράξεων να 

επηρρεάσει το τελικό αποτέλεσμα και δεύτερον και σημαντικότερο, 

γιατί δεν λαμβάνει υπόψη τον κίνδυνο.

Για το λόγο αυτό είναι προτιμότερο να υπολογιστεί η συνολική 

απόδοση μέσω εφαρμογής της θεωρίας χαρτοφυλακίου η οποία 

λαμβάνει υπόψη τον κίνδυνο. Στην περίπτωση δυο περιουσιακών 

στοιχείων A, Β η συνολική απόδοση δίνεται από τη σχέση:

ΓΑ ·WA + ΓΒσ1 + WB 'σΒ +2·*α σΑ ’σΒ ' p) 6.7

Η βέλτιστη επιλογή της αναλογίας των περιουσιακών στοιχείων A, Β 

στο χαρτοφυλάκιο που προκύπτει από τη μεγιστοποίηση της σχέσης 

6.7, γίνεται βάση των εξισώσεων:

^*Λ Λ} 2
+σλ~σΑσΒ·Ρ

ψλ=—------ -—--------------- και »'β=(1-»'α) 6·8
<τΑ 2-σΑ-σΒ·ρ

Ο καθορισμός της απόδοσης βάση της θεωρίας του χαρτοφυλακίου 

είναι συνετό να συνδυάζεται με το χρησιμοποιούμενο μοντέλο 

νευρωνικού δικτύου, ώστε να εξαχθούν πιο ρεαλιστικά συμπεράσματα 

σχετικά με το αν η ικανότητα πρόβλεψης που παρουσιάζει μπορεί να 

μεταφραστεί σε μια βελτιωμένη επενδυτική στρατηγική.
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5.4 Η πιθανότητα καταστροφής

Ως καταστροφή για ένα επενδυτή θεωρείται η κατάσταση 

εκείνη κατά την οποία η περιουσία του έχει μειωθεί σε τέτοιο βαθμό 

ώστε να μη μπορεί πλέον να προβεί σε επενδυτικές πράξεις. Ο 

κίνδυνος της καταστροφής, R, εκφράζεται μέσω μιας πιθανότητας που 

παίρνει τιμές στο διάστημα [0, 1]. Η πιθανότητα καταστροφής είναι 

συνάρτηση τριών παραγόντων:

1. Την πιθανότητα επιτυχίας ανά πράξη αγοραπωλησίας

2. Το λόγο του μέσου κέρδους προς τη μέση απώλεια

3. Το ποσοστό του κεφαλαίου που είναι εκτεθειμένο σε επενδύσεις.

Απο τους παράγοντες αυτούς ο τρίτος καθορίζεται από την επιλογή 

της στρατηγικής διαχείρισης των χρηματικών διαθεσίμων και δεν 

επηρρεάζεται από το μοντέλο πρόβλεψης. Οι άλλοι δυο όμως, 

εξαρτώνται από την ακρίβεια της τεχνικής πρόβλεψης βάση της 

οποίας γίνονται οι αγοραπωλησίες.

Ενα απλό παράδειγμα υπολογισμού της πιθανότητας 

καταστροφής είναι το εξής: Εστω ότι έχουμε διαθέσιμη μια δραχμή για 

αγοραπωλησίες και σε κάθε πράξη διακινδυνεύεται ολόκληρο το ποσό. 

Επιπρόσθετα, ας υποθέσουμε ότι το μέσο κέρδος και η μέση απώλεια 

ανά παιχνίδι είναι 1 δραχμή, ενώ μέσω της ανάλυσης των 

αποτελεσμάτων του παρελθόντος υπολογίστηκε ότι η πιθανότητα 

επιτυχίας σε ένα παιχνίδι είναι 0,6. Αν ο παίχτης αποτύχει στο πρώτο 

παιχνίδι τότε χάνει όλη του την περιουσία και δεν μπορεί να παίξει 

άλλο. Αρα η πιθανότητα καταστροφής στο πρώτο παιχνίδι ισούται με 

R=l-0,6=0,4.

Αν ο παίχτης κερδίσει στο πρώτο παιχνίδι τότε θα συνεχίσει 

έχοντας περιουσία 2 δραχμών. Τώρα είναι αδύνατο να καταστραφεί 

στο δεύτερο παιχνίδι δεδομένου ότι η μέση απώλεια είναι 1 δραχμή. 

Συνεχίζοντας με το τρόπο αυτό μπορεί να κατασκευαστεί το δέντρο 

αποφάσεων του σχήματος 6.1 (ο αριθμός στο εσωτερικό κάθε κόμβου 

συμβολίζει τον αριθμό του παιχνιδιού, ο αριθμός στις αγκύλες το
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εναπομείναν κεφάλαιο κατά την αρχή του κάθε παιχνιδιού, το W νίκη 

με πιθανότητα 0,6 και το L απώλεια με πιθανότητα 0,4).

[5]

Σχήμα 6.1 Δέντρο αποφάσεων για την εύρεση της πιθανότητας καταστροφής

Από το δέντρο του σχ. 6.1 συμπεραίνουμε ότι η καταστροφή μπορεί να 

συμβεί στο πρώτο, στο τρίτο, ή στο πέμπτο παιχνίδι. Η εύρεση της 

πιθανότητας καταστροφής στο τρίτο και πέμπτο παιχνίδι γίνεται με 

πολλαπλασιασμό των πιθανοτήτων στους κλάδους του δέντρου (w=0,6 

και L=0,4) μέχρι τον κόμβο όπου το εναπομείναν κεφάλαιο είναι 

μηδέν. Αρα η συνολική πιθανότητα καταστροφής μέχρι το τέλος του 

πέμπτου παιχνιδιού ισούται με:

R = ( Πιθανότητα καταστροφής στο τέλος του 1ου παιχνιδιού ) +
+ ( Πιθανότητα καταστροφής στο τέλος του 2ου παιχνιδιού ) +
+ ( Πιθανότητα καταστροφής στο τέλος του 3ου παιχνιδιού ) =

= 0,4 + 0,6χ0,42 + 2 * (0,62χ0,43) = 0,54208

Η πιθανότητα καταστροφής αυξάνεται, όσο αυξάνει ο αριθμός των

παιχνιδιών. Η αύξηση όμως αυτή γίνεται με φθίνοντα ρυθμό και τείνει

ασυμπτωτικά σε μια τιμή Rmax. Στην περίπτωση του παραδείγματος που

εξετάζουμε αποδεικνύεται ότι η τιμή αυτή δίνεται από την εξίσωση:
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6.9

όπου κ ο αριθμός των μονάδων κεφαλαίου που έχει ο παίκτης, (α-κ) ο 

αριθμός των μονάδων κεφαλαίου του αντιπάλου του, ρ η πιθανότητα 

επιτυχίας και q η πιθανότητα αποτυχίας.

Για την ανάπτυξη μιας στρατηγικής ελέγχου, μπορούμε να 

υποθέσουμε ότι η πιθανότητα επιτυχίας είναι μεγαλύτερη από την 

πιθανότητα αποτυχίας με αποτέλεσμα (q/p)Zl. Επίσης μπορούμε να 

υποθέσουμε ότι ο αντίπαλος του παίχτη είναι όλη η αγορά και πως η 

κεφαλαιοποίηση της α, είναι πολύ μεγαλύτερη του κ έτσι ώστε η 

ποσότητα (q/p)a να τείνει στο μηδέν. Βάση των υποθέσεων αυτών η 

πιθανότητα καταστροφής Rmax της σχέσης 6.9 εκφυλίζεται σε:

Rnm
S_
Ρ

6.10

Για υπολογισμό της πιθανότητας καταστροφής κάτω από πιο 

ρεαλιστικές υποθέσεις ο αναγνώστης παραπέμπεται στη βιβλιογραφία 

([1], [21 [3]).
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ΧΡΗΣΗ TOY “BRAINMAKER PROFESSIONAL” 
ΣΤΗ ΣΧΕΑΙΑΣΗ ΝΕΥΡΩΝΙΚΩΝ ΔΙΚΤΥΩΝ



Χρήση του “BrainMaker Professional” στη σχεδίαση νευρωνικών δικτύων

7.1 Εισαγωγή

Σκοπός του κεφαλαίου αυτού είναι η κάλυψη του κενού μεταξύ 

της διαδικασίας επιλογής μεταβλητών εισόδου και στόχου πρόβλεψης 

και της εκπαίδευσης του δικτύου, μέσω της παρουσίασης ενός 

ολοκληρωμένου περιβάλλοντος ανάπτυξης νευρωνικών δικτύων που 

προσφέρει το εμπορικό πακέτο “BrainMaker Professional”. Αποτελεί 

επιπρόσθετα ένα πρακτικό οδηγό εφαρμογής και αξιοποίησης των 

περισσοτέρων εννοιών που περιγράφηκαν στα προηγούμενα κεφάλαια.

To “BrainMaker Professional” αποτελείται από δυο 

υποπρογράμματα, το “NetMaket” και το “BrainMaket”, καθένα από τα 

οποία είναι επιφορτισμένα με διαφορετικά στάδια της διαδικασίας 

σχεδιασμού ενός νευρωνικού δικτύου. Μια κατανομή των 

απαιτούμενων εργασιών σχεδίασης στα δυο υποπρογράμματα είναι η 

εξής:

“NetMaker”

1. Επιλογή των μεταβλητών εισόδου και εξόδου. Το περιβάλλον 

του “NetMaket” περιέχει στατιστικά εργαλεία που επιτρέπουν τον 

καθορισμό της δύναμης επιροής ενός τύπου δεδομένων πάνω σε έναν 

άλλο και τη χρονική υστέρηση μεταξύ τους, καθώς και τον βέλτιστο 

χρονικό ορίζοντα πρόβλεψης μέσω ανάλυσης συχνοτήτων των 

δεδομένων εξόδου.

2. Συλλογή δεδομένων : Στον “NetMaker” γίνεται η ετοιμασία των 

αρχείων εκπαίδευσης (training set), ελέγχου (testing set) και δοκιμής 

(running set). Τα δεδομένα που θα στελεχώσουν τα αρχεία αυτά 

εισάγονται, είτε σε επεξεργασμένη μορφή από ένα “spreadsheet” (π.χ 

Excel, Lotus), είτε σε ακατέργαστη από κάποιο πακέτο τεχνικής 

ανάλυσης (π.χ “Metastock”, “CompuTrac”, “CSI”). Στη δεύτερη 

περίπτωση τα δεδομένα επεξεργάζονται στο περιβάλλον του 

“NetMaker”. Κάθε στήλη δεδομένων δηλώνεται σαν είσοδος ή 

έξοδος, καθορίζοντας με τον τρόπο αυτό τον αριθμό των κόμβων 

εισόδου και εξόδου του δικτύου.
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“BrainMaker”

1. Καθορισμός των παραμέτρων εκπαίδευσης και της 

αρχιτεκτονικής του δικτύου : Στο περιβάλλον του “BrainMaker” 

γίνεται ο καθορισμός των παραμέτρων της εκπαίδευσης 

(συναρτήσεις μεταφοράς κόμβων, ρυθμός μάθησης λ, επιτρεπτές 

ανοχές, αρχικοποίηση των βαρών κ.τ.λ), καθώς και η επιλογή του 

αριθμού των κόμβων του κρυμμένου επιπέδου.

2. Εκπαίδευση-Ελεγχος-Δοκιμή To “BrainMaker” επιτρέπει 

πλήρη έλεγχο της διαδικασίας εκπαίδευσης δίνοντας τόσο τη 

δυνατότητα παρακολούθησης διάφορων μέτρων προόδου της (π.χ 

μέσο λάθος, R-squared, τετραγωνικό λάθος), όσο και τη δυνατότητα 

παρέμβασης του χρήστη κατά την πορεία της. Ο έλεγχος του δικτύου 

μπορεί να υλοποιείται είτε περιοδικά κατά τη διάρκεια της 

εκπαίδευσης, είτε στο τέλος της. Η εκμετάλλευση του 

εκπαιδευμένου δικτύου (δοκιμή) γίνεται πολύ εύκολα είτε μέσω του 

αρχείου εισόδων δοκιμής που δημιουργήσαμε στο “NetMaker”, είτε 

με απ’ ευθείας καταχώρηση των εισόδων δοκιμής από την οθόνη του 

“BrainMaker”.

Στις παραγράφους που ακολουθούν επιχειρείται μια παρουσίαση 

και ανάλυση των κυριοτέρων δυνατοτήτων των δυο υποπρογραμμάτων 

(“BrainMaker” - “NetMaker”) ώστε η διαδικασία σχεδιασμού που 

παρουσιάστηκε να γίνει προκτικά υλοποιήσιμη ακόμα και για χρήστες 

με ελάχιστη εμπειρία στην ανάπτυξη νευρωνικών δικτύων.

7.2 Εγχειρίδιο χρήσης του “NetMaker”

Με το τρέξιμο του προγράμματος “NetMaker”, εμφανίζεται το 

κύριο μενού του σχήματος 7.1α. Πρώτο βήμα είναι η εισαγωγή στην 

εφαρμογή ενός αρχείου δεδομένων (“Read in Data File”). To αρχείο 

αυτό μπορεί να είναι αρχείο ακπαίδευσης ή δοκιμής και μπορεί να
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προελθεί από τις εφαρμογές που 

αρχείων του σχήματος 7.1.β.

Bead in Data File 

Manipulate Data... 

Create BrainMaker File

Σχήμα 7.1α

αναφέρονται στη λίστα τύπων

Σχήμα 7.1β

Πιο συγκεκριμένα το “NetMaker” μπορεί να διαβάσει αρχεία Lotus, 

Excel, dBase και MetaStock. Στην περίπτωση εισαγωγής δεδομένων 

από αρχεία του MetaStock υπάρχει δυνατότητα απ’ ευθείας κατάταξής 

τους σε ημερήσια, εβδομαδιαία, μηνιαία, ή οποιαδήποτε άλλη βάση 

επιλέξουμε, ως εξής: Στη λίστα τύπων αρχείων του σχήματος 7.1β 

επιλέγεται MetaStock/CompuTrac και με την αποδοχή του μενού 

(“ΟΚ”) εμφανίζεται ένα παράθυρο της μορφής του σχήματος 7.2α.

Read MetaStock/ComuuTrac/CSI File

Item Include? Stock Name Start Date End Date Type
17 0 ATTIKIS 01/02/91 04/08/97 D
18 0 8ALEX-K 01/10/90 04/08/97 D
19 □ BALEX-P 01/02/91 04/08/97 D
20 □ 8ANKIDX 10/14/86 04/08/97 D
21 Ο BARBA-K 06/24/91 04/08/97 D
22 □ BARBA-P 06/24/91 04/08/97 D
23 □ BENROU-K 06/11/90 04/08/97 D
24 □ BENROU-P 06/04/90 04/08/97 D
25 Ο BIOKAR-K 01/07/91 04/08/97 D
26 Ο BIOKAR-P 01/07/91 04/08/9/ D
27 □ ΒΙΟΜΕΤ-Κ 01/02/91 04/08/97 D
28 □ ΒΙΟΜΕΤ-Ρ 01/02/91 04/08/97 D
29 Π BIOSOL-K 01/02/91 04/08/97 D
30 □ BIOSOL-P 01/02/91 04/08/97 D
31 □ BIOXALKO 01/02/91 04/08/97 D
32 □ βγγβοκ 03/13/90 04/08/97 D

Next Previous 1 Continue Cancel 1

MetaStocWComnuTrac/CSI Ramies 3 1

0 Start With Earliest Start Date: 10il 2/86

Start With Latest Start Date:: 08/30/93

Day0 Start With Other Date: Month Year

; ® End With Earliest End Date:

10 End With Latest End Date:
i
■ 0 End With Other Date: Month

06/15/94 

04/08/97 

Day i Year

Rows Are: ® Daily O Weekly O Monthly

Read File Cancel

Σχήμα 7.2α Σχήμα 7.2β

Τα δεδομένα των μετοχών που μας ενδιαφέρουν επιλέγονται με χ, και 

με το πάτημα του πλήκτρου “Continue” εμφανίζεται η μάσκα του
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σχήματος 7.2β, με τη βοήθεια της οποίας καθορίζουμε τον τρόπο 

εισαγωγής των δεδομένων στο “NetMsker”. Στα δυο πρώτα τετράγωνα 

ορίζονται οι ημερομηνίες αρχής και τέλους, ενώ στο τρίτο καθορίζουμε 

το αν τα δεδομένα θα είναι ημερήσια, εβδομαδιαία ή μηνιαία.

Μετά την εισαγωγή των δεδομένων, ακολουθεί η επεξεργασία 

τους που ξεκινά με το πάτημα του πλήκτρου “Manipulate Data...” (σχ. 

7.1α). Το κύριο περιβάλλον του “NetMaker” έχει τώρα τη μορφή του 

σχήματος 7.3. Στη περίπτωση που τα δεδομένα έχουν υποστεί 

επεξεργασία ως ένα βαθμό πριν την εισαγωγή τους (π.χ στο Excel) 

ορισμένες από τις λειτουργίες που θα περιγράφουν παρακάτω δεν είναι 

απαραίτητες.

Σχήμα 7.3

7.2.1 Επεξεργασία δεδομένων

Το μενού του σχήματος 7.3 παρέχει όλα τα μέσα για την 

επεξεργασία των δεδομένων. Πιο συγκεκριμένα:

“Column”

Οπως φαίνεται στο σχήμα 7.4α οι λειτουργίες του μενού αυτού 

χωρίζονται σε τρεις κατηγορίες που η κάθε μια πραγματοποιεί:
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• Αναδιάταξη στηλών δεδομένων

• Μαθηματικές πράξεις μεταξύ στηλών

• Ολίσθηση στηλών

Β NetMaker Professional - ETHNIKI2.DATEHBBS
File
Symt

Row Label 
Copy Column

Number
Ctrl+C

Move Column )Ut 4,
Swap Columns mml_|-4

7 Delete Column arl+D 9139
8 Add Two Columns 0072
9 Subtract Two Columns .0032

JO Multiply Two Columns 9088
11 Divide Two Columns .. Dili

.rll~
; Shift Column Up 
i Shift Column Down ■ _ ,___i£J

Σχήμα 7.4α

NetMaker Professional - ETHNIKI2.DA1 OBD 

ί Copy Row
File .Column 
Symbol Cperijj

Label Number

NotUseli Shuffle Rows

1 isnci; | -j Delete Row Ctrl+R [ tj*;..
2 35067 -0.3825 -0.0032 -0.0077 -0.0127
3 35060 -0.13 0.0064 -0.0032 0.0085
4 35069 -0.6938 0.0034 0.0029 0.017
5 35072 0.6825 0.0057 0.011 0.0242

35073 1.8325 0.0017 0.0098 -0.0008
7===1 35074 0.6477 0.0127 0.012 0.0139

.... ......................................

Σχήμα 7.4β

Ο ευκολότερος τρόπος εκτέλεσης των λειτουργιών του σχήματος 7.4α 

είναι ο εξής:

Επιλογή της στήλης που ενδιαφέρει, με το πάτημα του κουμπιού που 

αναγράφει το όνομά της, (π.χ στο σχ. 7.3 το κουμπί “Volume”). Επιλογή 

από το μενού “Column” του σχήματος 7.4α της λειτουργίας που μας 

ενδιαφέρει.

Αντιγράφει την στήλη που έχει επιλεχθεί στη πρώτη 

κενή στήλη με νέο όνομα.

Move Column: Μετακινεί την στήλη που έχει επιλεχθεί, στη στήλη που 

δείχνουμε πατώντας το κουμπί στη κορυφή της με το ποντίκι.

Swap Column: Ανταλλάσει τις θέσεις δυο στηλών.

Delete Column: Διαγράφει τη στήλη που έχει επιλεχθεί 

Add Two Columns: Προσθέτει τη στήλη που έχει επιλεγεί, με τη στήλη 

που θα επιλεγεί μετά την ενεργοποίηση της λειτουργίας και δημιουργεί 

μια νέα στήλη με νέο όνομα.

Subtract Two Columns: Αφαιρεί τη στήλη που έχει επιλεγεί, με τη 

στήλη που θα επιλεγεί μετά την ενεργοποίηση της λειτουργίας και 

δημιουργεί μια νέα στήλη με νέο όνομα.
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Multiply Two Columns: Πολλαπλασιάζει τη στήλη που έχει επιλεγεί, με 

τη στήλη που θα επιλεγεί μετά την ενεργοποίηση της λειτουργίας και 

δημιουργεί μια νέα στήλη με νέο όνομα.

Divide Two Columns: Διαιρεί τη στήλη που έχει επιλεγεί, με τη στήλη 

που θα επιλεγεί μετά την ενεργοποίηση της λειτουργίας και δημιουργεί 

μια νέα στήλη με νέο όνομα.

γραμμές προς τα πάνω, όσες θα δηλώσουμε στο παράθυρο επικοινωνίας 

που θα εμφανίσει ο “NetMaker” κατά την επιλογή της λειτουργίας. 

Shift Column Down: Μετατοπίζει τη στήλη που έχει επιλεγεί τόσες 

γραμμές προς τα κάτω, όσες θα δηλώσουμε στο παράθυρο επικοινωνίας 

που θα εμφανίσει ο “NetMaker” κατά την επιλογή της λειτουργίας.

Από τις παραπάνω λειτουργίες ιδιαίτερη προσοχή πρέπει να 

δοθεί στις δυο τελευταίες καθώς βοηθούν στη δημιουργία στηλών 

υστέρησης οι οποίες πολύ συχνά χρησιμοποιούνται ως επιπλέον 

είσοδοι σε δίκτυα πρόβλεψης χρονοσειρών.

Στο σχήμα 7.4β παρουσιάζονται οι λειτουργίες του μενού 

“Row”. Ιδιαίτερη προσοχή πρέπει να δοθεί στη λειτουργία “Shuffle 

Row” η οποία αναδιατάσσει τις γραμμές των δεδομένων με τυχαία 

σειρά. Σε πολλές περιπτώσεις είναι προτιμότερο για το δίκτυο να 

διαβάζει τα δεδομένα κατά τη διάρκεια της εκπαίδευσης με τυχαία και 

όχι με χρονολογική σειρά. Αυτό συμβαίνει γιατί στις 

χρηματοοικονομικές χρονοσειρές υπάρχουν συνήθως τάσεις ανοδικές ή 

καθοδικές. Αν τα δεδομένα παρουσιαστούν με χρονολογική σειρά και 

επικρατεί ανοδική τάση, πολύ γρήγορα το δίκτυο λανθασμένα θα 

γενικεύσει ότι οι τιμές κινούνται πάντα προς τα πάνω. Στη συνέχεια σε 

μια καθοδική τάση μαθαίνει ότι οι τιμές κινούνται συνέχεια προς τα 

κάτω, με αποτέλεσμα να μη μπορεί να ανακαλύψει τις πραγματικές 

σχέσεις μεταξύ των δεδομένων εισόδου - εξόδου και να διαμορφώσει 

τη πραγματική συνάρτηση που τις συνδέει. Ανακατεύοντας τα

>.· Μετατοπίζει τη στήλη που έχει επιλεγεί τόσες
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δεδομένα πριν την έναρξη της διαδικασίας εκπαίδευσης μπορεί να 

βοηθήσει στην επίλυση αυτού του προβλήματος.

Η ερμηνεία και η εκτέλεση όλων των λειτουργιών του υπό 

εξέταση μενού εξηγείται στα παρακάτω:

Copy Row: Αντιγράφει τη γραμμή που έχει επιλεγεί (μια γραμμή 

επιλέγεται με το πάτημα του κουμπιού που περιέχει τον αύξοντα 

αριθμό της στο δεξί άκρο της) ακριβώς από κάτω της, ολισθαίνοντας 

τις υπόλοιπες γραμμές κατά μια θέση. Χρησιμοποιείται για την 

συμπλήρωση γραμμών δεδομένων της χρονοσειράς που για κάποιο 

λόγο δεν είναι διαθέσιμα και πιστεύεται ότι δε διαφέρουν κατά πολύ 

από αυτά της προηγούμενης περιόδου.

Shuffle Row: Εκτελείται απ’ ευθείας με την επιλογή της απο το μενού. 

Make Min-Max Row: Εκτελείται απ’ ευθείας με την επιλογή της από 

το μενού και δημιουργεί δυο γραμμές στη κορυφή του αρχείου που 

περιέχουν τη μέγιστη και την ελάχιστη τιμή κάθε στήλης. Οι τιμές 

αυτές μπορούν να μεταβληθούν με τη χρήση της λειτουργίας 

“Preferences” στο μενού “File” που θα εξεταστεί αργότερα. Η επιλογή 

κατάλληλων μέγιστων και ελάχιστων τιμών μπορεί να συνεισφέρει 

σημαντικά στη διαδικασία της εκπαίδευσης, όπως αναλύθηκε στο 

κεφάλαιο 5.

Delete Row: Διαγράφει τη γραμμή που έχει επιλεγεί και ολισθαίνει τις 

γραμμές από κάτω της μια θέση προς τα πάνω.

“Label”

Μέσω του μενού “Label” που παρουσιάζεται στο σχήμα 7.5α 

επιλέγεται ποια δεδομένα στηλών θα αποτελέσουν είσοδο και ποιά 

έξοδο για το δίκτυο. Με τη διαδικασία αυτή το πρόγραμμα αποφασίζει 

τον αριθμό των κόμβων εισόδου εισόδου που θα χρησιμοποιήσει.

Mark Column as Input: Μαρκάρει τη στήλη που έχει επιλεγεί ως 

είσοδο.

Mark Column as Pattern: Μαρκάρει τη στήλη που έχει επιλεγεί ως 

- έξοδο.
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Μαρκάρει τη στήλη που έχει επιλεγεί ως 

σχόλιο έτσι ώστε να μη χρησιμοποιηθεί στη διαδικασία της 

εκπαίδευσης.
9 NetMaker Professional - ETHNIKI2 DA1HBSS
| File Column Row Number
1 Symbol Operate ]r Mark Column as Input
Select NotUselnDut Mark Column as Eattern
column Date Ivoiumd Mark Column as Annote

jL 35081 -0.3021 | Mark Column as Not Usei

16 35082 0.2087 All Unmarked Columns
17 35083 0.9778 All Unmarked Columns —
18 35086 1.264 All Unmarked Columns

19 35086 1.264 Label Column...
20 35087 -0.6153 0.0005 0.0078 -0.0207 ]
21 35088 -0.092 -0.0037 -0.002 -0.0186ij0j"ji

♦L.l

NetMaker Professional - ΕΤΗΝ
File Column How Label 

Symbol Operate

ΙΞΤ

Add Number to Column...
Subtract Number from Column... 
Multiply Column by Number...
Divide Column by Number...

Truncate Decimals 6
35083 0.9778 -0.0012 0.0184
35086 1.264 0.0064 0.0212
35086 1.264 0.0064 0.0212
35087 -0.6153 0.0005 0.0078

1*j

Σχήμα 7.5α Σχήμα 7.5β

Mark Column as Not Used: Μαρκάρει τη στήλη που έχει επιλεγεί ως μη 

χρησιμοποιούμενη, έτσι ώστε να μη χρησιμοποιηθεί στη διαδικασία της 

εκπαίδευσης.

Η διαφορά της με τη λειτουργία που μετατρέπει τη στήλη σε σχόλιο 

είναι ότι δεν επιτρέπει την παρουσία της στήλης αυτής στο αρχείο 

εκπαίδευσης (training set ή fast file) που θα δημιουργηθεί αργότερα 

από το μενού “File” του “NetMsker”.

Label Column: Αλλάζει το όνομα της στήλης που έχει επιλεγεί με το 

όνομα που πληκτρολογείται στο παράθυρο επικοινωνίας που

εμφανίζεται με την επιλογή της λειτουργίας.

Οι τρεις λειτουργίες της δεύτερης ομάδας απλά μετατρέπουν αυτόματα 

όλες τις αμαρκάριστες στήλες σε εισόδους, εξόδους ή σχόλια, ανάλογα 

με την επιλογή.

“Number”

Οι λειτουργίες του μενού αυτού που παρουσιάζονται στο σχήμα 

7.5β αφορούν πράξεις μεταξύ των δεδομένων μιας στήλης και ενός 

αριθμού.

Add Number to Column: Προσθέτει στη στήλη που έχει επιλεγεί τον 

αριθμό που πληκτρολογείται στο παράθυρο επικοινωνίας που
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εμφανίζεται κατά την ενεργοποίηση της λειτουργίας, και τοποθετεί τα 

αθροίσματα σε μια νέα στήλη.

Subtract Number to Column: Αφαιρεί από τη στήλη που έχει επιλεγεί 

τον αριθμό που πληκτρολογείται στο παράθυρο επικοινωνίας που 

εμφανίζεται κατά την ενεργοποίηση της λειτουργίας, και τοποθετεί τις 

διαφορές σε μια νέα στήλη.

Multiply Number to Column: Πολλαπλασιάζει τη στήλη που έχει 

επιλεγεί με τον αριθμό που πληκτρολογείται στο παράθυρο 

επικοινωνίας που εμφανίζεται κατά την ενεργοποίηση της λειτουργίας, 

και τοποθετεί τα γινόμενα σε μια νέα στήλη.

Divide Number to Column: Διαιρεί τη στήλη που έχει επιλεγεί με τον 

αριθμό που πληκτρολογείται στο παράθυρο επικοινωνίας που 

εμφανίζεται κατά την ενεργοποίηση της λειτουργίας και τοποθετεί τα 

πηλίκα σε μια νέα στήλη.

Truncate Decimals: Αφαιρεί το δεκαδικό τμήμα των αριθμών της 

στήλης που έχει επιλεγεί.

“Operate”

Το σύνολο των λειτουργιών του μενού “Operate” (σχ. 7.6) 

αποτελούν τα σημαντικότερα εργαλεία για την πραγματοποίηση του 

έργου επιλογής και προεπεξεργασίας των μεταβλητών εισόδου - 

εξόδου.

NetMaker Professional - ETHNIKI2.DAT ■ΒΒ NetMaker Professional - ETHNIKI2.DAT IIS3
file .Column 
Symbol !FJ3?

Bow Label Number

£ Sort Columns by Sum Percent
t 3; Absolute Value Column Log

2
3
4

3:
3i
3'

Cumulative Column 
Moving Average 
Moving Median Column

.0127
►1

0085
017

7

5
6

3;
3;
35

Display Column Histogram 
Craph Columns...

0242
.0008

7 Repeat.. nnq 1
8 35 Cyclic Analysis- 

Data Correlator...
0072
!.... 1

JZ • __________________L· £

File Column Bow 
Indicators 

difference Column 
.Sort Columns by Sum 
Absolute Value Column 
Cumulative Column

Label Number Symbol

Mnout Inout Pattern 
Μ- I Laq(t]| Close I 

-0.0034 -0.0235 -0.0127

iEKEtU
Moving Median Column

Display Column Histogram 
Graph Columns...

Repeat..
Cyclic Analysis...
Data Correlator-

Exponent) al... 
Geometric...
Standard Deviation- 
Skewness...
Weighted...

Γ0.0102 o.0Prad3T
i 0.005 -0.0032 0.0088

Σχήμα 7.6
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Πιο συγκεκριμένα μέσω των λειτουργιών του μενού αυτού ο 

σχεδιαστής ενός νευρωνικού δικτύου μπορεί:

• Να εξετάσει αν οι χρησιμοποιούμενες μεταβλητές εισόδου μπορούν 

να οδηγήσουν σε πετυχημένες προβλέψεις μέσω της λειτουργίας 

“Data Correlator”

• Να εντοπίσει το βέλτιστο χρονικό ορίζοντα πρόβλεψης που μπορεί 

να πετύχει το δίκτυο, μέσω της λειτουργίας “Cyclic Analysis”.

• Να δημιουργήσει κινητούς μέσους των μεταβλητών και να μελετήσει 

τα χαρακτηρηστικά των στατιστικών κατανομών τους.

• Να δημιουργήσει εύκολα τις διαφορές πρώτης, δεύτερης, ή τρίτης 

τάξης των μεταβλητών, καθώς όπως έχουμε ήδη αναφέρει είναι πολύ 

ευκολότερο για το δίκτυο να πρόβλέψει τη μεταβολή μιας 

χρανοσειράς σε μια χρονική περίοδο παρά την απόλυτη τιμή της.

Ο τρόπος χρήσης των λειτουργιών του μενού παρουσιάζεται αναλυτικά 

παρακάτω:

“Difference Column Αφαιρεί από το στοιχείο Xj της στήλης που έχει 

επιλεγεί το στοιχείο χ;_η, και τοποθετεί τις διαφορές σε μια νέα στήλη. 

To η ορίζεται από το χρήστη στο παράθυρο επικοινωνίας που 

εμφανίζεται με την επιλογή της λειτουργίας.

To “NetMaker” παρέχει επιπλέον τη δυνατότητα αυτόματης 

δημιουργίας ποσοστιαίων και λογαριθμικών διαφορών. Ο μόνος λόγος 

για τη χρήση ποσοστιαίων αντί απλών διαφορών, είναι ότι 

μεγενθύνουν τις πολύ μικρές μεταβολές και μειώνουν τις πολύ 

μεγάλες, κάνοντας τις πιο ευκολοδιάβαστες, χωρίς να επηρρεάζουν τη 

διαδικασία της εκπαίδευσης. Οι λογαριθμικές διαφορές που 

υπολογίζονται βάση της εξίσωσης (logXj-logx^J, χρησιμοποιούνται στη 

περίπτωση που επιθυμήται ιδιαίτερη βαρύτητα στις μικρές μεταβολές 

και μικρότερη βαρύτητα στις μεγάλες.

“Sort Columns by Sum”: Με την επιλογή αυτής της διαδικασίας οι 

στήλες αναδιατάσσονται ανάλογα με το άθροισμα των δεδομένων τους
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έτσι ώστε αυτή με το μικρότερο άθροισμα να τοποθετηθεί όσο το 

δυνατό πιο αριστερά. Οι στήλες που περιέχουν σύμβολα τοποθετούνται 

στα δεξιά μετά τις αριθμητικές.

“A bsolute Value Column Υπολογίζει την απόλυτη τιμή των 

δεδομένων της στήλης που έχει επιλεγεί και τοποθετεί τις νέες τιμέες 

σε μια νέα στήλη.

“Cumulative Value ColumnΣε κάθε στοιχείο της στήλης που έχει 

επιλεγεί προσθέτει όλα το στοιχεία που βρίσκονται από πάνω του και 

τα αποτελέσματα τοποθετούνται σε μια νέα στήλη.

“Moving Average”: Η χρήση κινητών μέσων ως εισόδων για το 

νευρωνικό δίκτυο είναι πολύ συνηθισμένη καθώς προκαλεί 

εξομάλυνση της χρονοσειράς και ελαχιστοποίηση του θορύβου των 

δεδομένων (κεφάλαιο 5). Για το λόγο αυτό το “NetmMaker” παρέχει τη 

δυνατότητα εύκολης κατασκευής τριών τύπων μέσων όρων (σχ. 7.6): 

“Simple”

Παράγει τον κινητό μέσο (ν) περιόδων της στήλης που έχει 

επιλεγεί (ο αριθμός ν των περιόδων ορίζεται από το χρήστη στο 

παράθυρο εποκοινωνίας που εμφανίζεται κατά την επιλογή της 

λειτουργίας) και τοποθετεί τα αποτελέσματα σε μια νέα στήλη.

Για την επιλογή του βέλτιστου αριθμού περιόδων που πρέπει να 

χρησιμοποιηθεί για τον προσδιορισμό του κινητού μέσου δεν υπάρχει 

κάποια συγκεκριμένη μεθοδολογία. Ο χρήστης πάντως πρέπει να έχει 

υπόψη του τα εξής:

• Στον απλό κινητό μέσο, όλες οι τιμές των περιόδων που 

συμπεριλαμβάνονται στον υπολογισμό του, συμμετέχουν με την ίδια 

βαρύτητα.

• Οσο περισσότερες τιμές περιόδων χρησιμοποιούνται, τόσο μικρότερη 

είναι η επίδραση μιας καινούργιας τιμής.

“Exponential”

Η λειτουργία αυτή παράγει τον εκθετικό μέσο της στήλης του 

έχει επιλεγεί χρησιμοποιώντας τη σταθερά εξομάλυνσης που
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πληκτρολογεί ο χρήστης στο παράθυρο επικοινωνίας που εμφανίζεται 

με την επιλογή της.

Το κύριο πλεονέκτημα του εκθετικού μέσου είναι ότι κάθε τιμή 

εξαρτάται σε κάποιο βαθμό από το σύνολο των παρελθοντικών τιμών. 

Η εξάρτηση από τις παρελθοντικές τιμές καθορίζεται από το βαθμό 

εξομάλυνσης ο οποίος παίρνει τιμές στο διάστημα [0, 1]. Οσο 

μεγαλύτερος είναι ο χρησιμοποιούμενος βαθμός εξομάλυνσης τόσο 

μεγαλύτερη είναι η βαρύτητα που δίνεται σε παλιότερα δεδομένα, ενώ 

στην αντίθετη περίπτωση ο εκθετικός μέσος επηρρεάζεται περισσότερο 

από τα πιο πρόσφατα δεδομένα.

“Geometric”

Υπολογίζει το γεωμετρικό μέσο της στήλης που έχει επιλεγεί 

χρησιμοποιώντας (ν) περιόδους (ο αριθμός ν ορίζεται από το χρήστη 

στο παράθυρο επικοινωνίας που εμφανίζεται κατά την επιλογή της 

λειτουργίας), και τοποθετεί τα αποτελέσματα σε μια νέα στήλη.

Ο γεωμετρικός μέσος δίνει μεγαλύτερη βαρύτητα στις μικρές 

τιμές. Για παράδειγμα ο γεωμετρικός των αριθμών 1000 και 10 είναι το 

100, ενώ ο αντίστοιχος αριθμητικός μέσος είναι το 505. Για το λόγο 

αυτό είναι προτιμότερο να χρησιμοποιείται σε μακροχρόνιες 

χρονοσειρές στις οποίες τα δεδομένα παρουσιάζουν μεγάλη 

διακύμανση χρησιμοποιώντας μεγάλη τιμή για το ν.

“Weighted”

Υπολογίζει το κινητό μέσο της στήλης που έχει επιλεγεί 

δίνοντας διαφορετική βαρύτητα σε κάθε περίοδο που χρησιμοποιεί. Τα 

βάρη ορίζονται στη φόρμα που εμφανίζεται κατά την επιλογή της 

λειτουργίας. Χρησιμοποιείται κυρίως για να δώσει μεγαλύτερη έμφαση 

στα πιο πρόσφατα δεδομένα και να μειώσει τη επιρροή των 

παλαιότερων.

“Standard deviation”

Υπολογίζει την τυπική απόκλιση της στήλης που έχει επιλεγεί 

εκτελώντας την πράξη (χ-Χμέσηλ όπου χ^ η μέση τιμή ν στοιχείων της
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στήλης (το ν ορίζεται από το χρήστη κατά την επιλογή της 

λειτουργίας). Μια ερμηνεία των αποτελεσμάτων που εμφανίζονται 

μέσω της λειτουργίας αυτής είναι η εξής: Οσο πιο κοντά βρίσκονται οι 

αριθμοί της στήλης τόσο μικρότερη είναι η τυπική απόκλιση, άρα και η 

αστάθεια τους. Αν η στήλη που περιέχει τις τυπικές αποκλίσεις 

περιέχει μόνο μηδενικά στοιχεία, όλες οι τιμές της αρχικής στήλης 

είναι ίδιες. Μεγάλες διαφορές στη στήλη των τυπικών αποκλίσεων 

σημαίνει ότι τα δεδομένα είναι διασπαρμένα σε σχέση με τη μέση τιμή 

τους και περιέχουν πολύ θόρυβο.

“Skewness”

Η σκέδαση δείχνει πως κατανέμονται οι τιμές των δεδομένων 

της στήλης που έχει επιλεγεί γύρω από τη μέση τιμή τους. Σε μια 

τέλεια κανονική κατανομή η σκέδαση είναι μηδέν. Θετική ή αρνητική 

σκέδαση σημαίνει ότι οι περισσότερες τιμές είναι μεγαλύτερες της 

μέσης τιμής ή μικρότερες αντίστοιχα.

“Moving Median ColumnΒρίσκει τη διάμεσο ν δεδομένων της στήλης 

που έχει επιλεγεί (ο αριθμός ν ορίζεται από το χρήστη κατά την 

επιλογή της λειτουργίας ) και τοποθετεί τα αποτελέσματα σε μια 

καινούργια στήλη.

“Display Column Histogram”: Καθορίζει με τη βοήθεια ιστογράμματος 

την κατανομή της στήλης που έχει επιλεγεί, μεταξύ της μεγίστης και 

της ελάχιστης τιμής της. Στην περίπτωση που έχουν μεταβληθεί οι 

ακραίες τιμές της στήλης (μέσω της λειτουργίας “Preferences” του 

μενού “File”) οι τιμές που είναι μικρότερες και μεγαλύτερες από τη 

νέα ελάχιστη και νέα μεγίστη αντοίστιχα, τίθονται ίσες μ’ αυτές. Με 

την επιλογή της λειτουργίας “Display Column Histogram” εξετάζεται 

οπτικά πως οι νέες ακραίες τιμές φράζουν τα δεδομένα και εξετάζεται 

αν η επιλογή τους είναι σωστή ή όχι (συνήθως το σύνολο των τιμών 

που συσσωρεύονται στις στήλες Min, Max αποτελούν τους “statistical 

outliers” και συνιστούν περίπου το 10% των δεδομένων
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“Grapf Columns”: Επιτρέπει τη δημιουργία της γραφικής παράστασης 

μέχρι τεσσάρων στηλών ταυτόχρονα. Με την επιλογή της λειτουργίας 

εμφανίζεται η φόρμα του σχήματος 7.7α.
Select Columns To Gr

Choose X-Axis..

Undo Last

Make Graph

Cancel

X-Axis: 0

Trace I: -1

Trace 2: -1

Trace 3: -1

Trace 4: -1

Starling Row: 1 

Ending Row: 250 

Use One Of Every: 1

(default)
(unused)

(unused)
(unused)

(unused)

Trace Name Style Type Scale

ΖΕ3 13 Sorted
® Overlaid 
O Strip

® Linear 
O Logarithmic

O Separate

S Line 
□ Scatter

0 Color 
□ Dash

Φ Linear 
O Logarithmic

Volume

3 Line K Color ® 1 inear
□ Scatter □ Dash O l .ogartthmic

□ Line □ Color
□ Scatter □ Dash

O Linear 
Ο 1 ogartthmic

□ Uhe □ Color
□ Scatter □ Dash

O linear 
O Logarithmic

Trace Ranges... Create Plot Cancel

Σχήμα 7.7α Σχήμα 7.7β

Για την επιλογή της στήλης που θα αποτελέσει την ανεξάρτητη 

μεταβλητή πατώ το πλήκτρο “Choose X-Axis” και επιλέγω τη στήλη. 

Το όνομα και ο αριθμός της στήλης που έχει επιλεγεί εμφανίζεται 

δεξιά του “X-Axis”. Συνήθως αφήνουμε την επιλογή “default” η οποία 

χρησιμοποιεί για ανεξάρτητη μεταβλητή ένα δείκτη από το 1 ως το Ν, 

όπου Ν ο αριθμός των γραμμών του αρχείου (σχ. 7.7α).

Οι στήλες που επιλέγονται στη συνέχεια (μέχρι 4) αποτελούν τις 

εξαρτημένες μεταβλητές και το όνομα και ο αριθμός τους αναγράφεται 

δεξιά των λέξεων “trace 1” ως “trace 4” στη θέση της λέξης “unused” 

(σχ. 7.7α). Στα πεδία “Starting Row” και “Ending Row” εισάγεται η 

αρχική και η τελική γραμμή της στήλης της οποίας επιθυμείται να 

κατασκευαστεί το γράφημα.

Με το πάτημα του πλήκτρου “Make Grapf” (7.7α) εμφανίζεται η φόρμα 

του σχήματος 7.7β. Στη στήλη “Trace Name” εισάγονται τα ονόματα 

των μεταβλητών που επιθυμείται να εμφανίζονται στους άξονες X και 

Ψ. Στις στήλες “Style”, “Type” και “Style”, καθορίζεται η μορφή, ο 

τύπος και η κλίμακα του γραφήματος (συνιστάται να χρησιμοποιούνται 

οι “default” επιλογές).
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Με το πάτημα του πλήκτρου “Trace Range” εμφανίζεται η φόρμα του 

σχήματος 7.8 με την οποία ρυθμίζονται τα όρια του γραφήματος.

Σχήμα 7.8

Στις στήλες “Plot Min” και “Plot Max” εισάγονται τα επιθημητά όρια 

των αντίστοιχων μεταβλητών. Με τη χρήση των πλήκτρων:

“Set rounded ranges”: Επιλέγονται ως ακραίες τιμές των μεταβλητών 

του γραφήματος οι στρογγυλεμένες τιμές των στηλών “Data Min” και 

“Data Max” (σχ. 7.8).

“Set equal to exact data range”: Επιλέγονται ως ακραίες τιμές των 

μεταβλητών του γραφήματος οι τιμές των στηλών “Data Min” και

“Data Max” (σχ. 7.8).

“Set all traces to same range”: Χρησιμοποιεί το ίδιο εύρος τιμών για 

όλες τις μεταβλητές.

Τέλος με την επιλογή του πλήκτρου “Create Plot” δημιουργείται το 

γράφημα σύμφωνα με τις προδιαγραφές που έχουν καθοριστεί στα 

προηγούμενα στάδια.

“Repeat”: Η λειτουργία αυτή εκτελεί την επόμενη εντολή που θα δοθεί 

τόσες φορές, όσες θα ορίσει ο χρήστης στο παράθυρο επικοινωνίας που 

εμφανίζεται με την επιλογή της.

“Cyclic Analysis”: Η λειτουργία αυτή μπορεί να χρησιμοποιηθεί για την 

εύρεση του βέλτιστου χρονικού ορίζοντα πρόβλεψης, χρησιμοποιώντας
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μια μαθηματική διαδικασία γνωστή ως “Διακριτός Μετασχηματισμός 

Fourier” ως εξής::

• Η λειτουργία ενεργοποιείται πάνω στη στήλη των απόλυτων τιμών 

της χρονοσειράς ( προσοχή: όχι σε μεταβολές της απλές, ποσοστιαίες ή 

λογαριθμικές). Η έξοδος της λειτουργίας είναι ένα γράφημα της 

μορφής του σχήματος 7.9 που δείχνει τη δύναμη κάθε κύκλου που 

υπάρχει σε διάφορες συχνότητες.
BrainMaker/NetMaker Graph

Strength
3000.0

2625.0

2250.0

1875.0

1500.0

1125.0

750.00

375.00 

0.000

; ;

I :
ί j

:\

/ ' .

Frequen 0-000 7.8750 15.750 23.625 31.500 39.375 47.250 55.125 63.00*3
Frequency; 12.182 Strength: 289.67

Σχήμα 7.9

Ο οριζόντιος άξονας δείχνει πόσες φορές ένας κύκλος εμφανίζεται 

στο σύνολο των δεδομένων ή στη συχνότητα του κύκλου. Η κορυφή 

του διαγράμματος στη συχνότητα 1 εμφανίζεται διότι στο σύνολο των 

δεδομένων που χρησιμοποιήθηκαν για την κατασκευή του υπάρχει μια 

ανοδική η καθοδική τάση.

• Γίνεται προσπάθεια να εντοπιστεί ένας κύκλος μεγάλης συχνότητας 

και δύναμης ώστε να εκπαιδεύσουμε το δίκτυο να προβλέπει ένα 

κύκλο μπροστά. Οσο πιο δεξιά στο γράφημα εντοπιστεί μια κορυφή 

τόσο μεγαλύτερη είναι η συχνότητα εμφάνισης του κύκλου. Στο σχήμα 

7.8 εντοπίζεται μια κορυφή περίπου στη συχνότητα 51.

• Καθορίζεται η χρονική περίοδος επανάληψης της κορυφής μέσω του 

τύπου N/f, όπου: Ν η μικρότερη δύναμη του 2 που είναι ίση ή 

μεγαλύτερη από τον. αριθμό των δεδομένων, και f η συχνότητα του
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κύκλου. Για παράδειγμα το σύνολο των δεδομένων που 

χρησιμοποιήθηκαν για τη δημιουργία του γραφήματος του σχήματος 7.8 

είναι 185. Αρα Ν=28=256 (αφού 27=128<185), και f=51, με αποτέλεσμα ο 

κύκλος να συμβαίνει κάθε 256/51=5 μέρες. Ο βέλτιστος χρονικός 

ορίζοντας πρόβλεψης στον οποίο πρέπει να εκπαιδευτεί το δίκτυο 

είναι 5 μέρες μπροστά.

“Data Corelator”: Η λειτουργία αυτή χρησιμοποιείται για την 

αναγνώριση και την επιλογή μεταβλητών εισόδου που επηρρεάζουν 

και έχουν ικανότητα πρόβλεψης της μεταβλητής εξόδου. Επιπλέον 

βοηθά της επιλογή της βέλτιστης χρονικής υστέρησης μιας εισόδου. Η 

χρήση της γίνεται ως έξής:

• Επιλέγεται η στήλη εξόδου και μετά ενεργοποιείται η λειτουργία. 

Στη συνέχεια επιλέγεται η στήλη εισόδου της οποίας επιθυμείται να 

εξεταστεί η συσχέτιση με την έξοδο, οπότε εμφανίζεται η φόρμα του 

σχήματος 7.10.

Σχήμα 7.10

Στη περίπτωση που ενδιαφέρει μόνο το γράφημα επιλέγεται “Graph 

Only”. Αν επιλεγεί “Create Columns” δημιουργούνται δυο στήλες όπου 

περιέχεται η χρονική υστέρηση της μεταβλητής εισόδου και ο 

συντελεστής της υστέρησης της εισόδου με την έξοδο.
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• Με το πάτημα του πλήκτρου ‘Correlate” εμφανίζεται η φόρμα του 

σχήματος 7.7β που οι λειτουργίες της εξηγήθηκαν παραπάνω και με 

την επιλογή “Create Plot” δημιουργεΐται το γράφημα.

Στο σχήμα 7.11 δίνεται η συσχέτιση μεταξύ της μεταβολής του όγκου 

συναλλαγών και της μεταβολής της τιμής της “Εθνικής” από 7/1/97 ως

23/4/97.

Brain Maker/NetMaker Graph
Plot
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Σχήμα 7.11

Παρατηρούμε ότι η μεταβολή του όγκου συναλλαγών με υστέρηση 6 

ημερών συσχετίζεται κατά 30% με τη μεταβολή της τιμής της μετοχής.

“Indicators”

Λόγω της συχνής χρήσης δεικτών τεχνικής ανάλυσης ως 

εισόδους σε νευρωνικά δίκτυα, αλλά και για τη εύρεση των προτύπων 

και κινήσεων των δεδομένων, ο “NetMaker” επιτρέπει μέσω αυτού του 

μενού την εύκολη δημιουργία των δεικτών των σχημάτων 7.12α και 

7.12β. Για την αναλυτική ερμηνεία των δεικτών αυτών ο χρήστης 

μπορεί να απευθυνθεί σε οποιοδήποτε εγχειρίδιο τεχνικής ανάλυσης 

όπως αυτά που προτείνονται στη βιβλιογραφία [1] και [2],

“MACD”: Ο ταλαντωτής MACD προκύπτει από την αφαίρεση ενός 

μακροπρόθεσμου κινητού εκθετικού μέσου από ένα βραχυπρόθεσμο και 

υπολογίζοντας τον κινητό εκθετικό μέσο των διαφορών.
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NetMaker Professional - ΕΤ
File Column Row Label 
Number Symbol Operate

r——

NetMaker Professional - ETF File Column Row Label 
Number Symbol Operate

i—_______________
MACD nDut
RSl|

usesum %K...
On-balance Volume i %D...

%D slow..
35068 -0.13 %R...

Σχήμα 7.12α Σχήμα 7.12β

Οι πιο συνηθισμένες τιμές για τον μακροπρόθεσμο και τον

βραχυπρόθεσμο μέσο είναι 26 και 12 μέρες αντίστοιχα, ενώ για τη 

διαφορά τους χρησιμοποιείται ένας κινητός μέσος 9 ημερών.

Στο “NetMaker” οι ρυθμίσεις αυτές γίνονται ως εξής: Με την 

επιλογή της στήλης και την ενεργοποίηση της λειτουργίας MACD

εμφανίζεται η φόρμα του σχήματος 7.13.

Σχήμα 7.13

Στη στήλη “Window” συμπληρώνουμε κατά σειρά το μήκος του 

μακροπρόθεσμου, του βραχυπρόθεσμου μέσου και του μέσου των 

διαφορών τους. Στη στήλη “Smoothing” συμπληρώνεται ο συντελεστής 

εξομάλυνσής τους, βάση του τύπου 2/(1+η), όπου η ο αριθμός των 

χρησιμοποιούμενων περιόδων. Με το πάτημα του πλήκτρου “Create

Column” (σχ. 7.13), δημιουργείται μια νέα στήλη που περιέχει το δείκτη

MACD.

89



Χρήση του "BrainMaker Professional” στη σχεδίαση νευρωτικών δικτύων

“RSI”: Με τη λειτουργία αυτή παράγεται μια στήλη με τιμές μεταξύ 0 

και 100 η οποία χρησιμοποιείται για τον εντοπισμό καταστάσεων 

“overbought” και “oversold”. Ο πιο συνηθισμένος αριθμός περιόδων 

που χρησιμοποιείται για τον υπολογισμό είναι 14. Υποστηρίζεται ότι 

τιμές του δείκτη πάνω από 70 ή κάτω από 30 αποτελούν ενδείξεις 

αντιστροφής της υπάρχουσας τάσης.

“Stochastic”: Οι μεταβλητές αυτού του τύπου (σχ. 7.12β) προσπαθούν να 

αποκωδικοποιήσουν τον τρόπο μεταβολής των τιμών και σε συνδιασμό 

με άλλους δείκτες μπορούν να αποκαλύψουν αν η αγορά βρίσκεται σε 

κατάσταση “overbought” η “oversold”.

“%Κ”

Για τον υπολογισμό του ενεργοποιείται η λειτουργία και επιλέγονται 

με τη σειρά, η στήλη “High” που περιέχει τις μέγιστες τιμές μιας 

μετοχής, η στήλη “Low” που περιέχει τις ελάχιστες και η στήλη 

“Close” που περιέχει τις τιμές κλεισίματος. Στη συνέχεια στο παράθυρο 

επικοινωνίας που εμφανίζεται εισάγουμε τον επιθυμητό αριθμό 

περιόδων (η). Η μεταβλητή υπολογίζεται από την εξίσωση:

%K=(Close - n-days Low)/(n-days High - n-days Low)

Η μεταβλητή %K πληροφορεί πόσο κοντά βρίσκεται η τιμή 

κλεισίματος μιας συγκεκριμένης μέρας, στη μικρότερή τιμή “Low” των 

(η) τελευταίων περιόδων και κυμαίνεται στο εύρος [0,1].

“%D”

Αποτελεί τον κινητό μέσο του %Κ και για τον υπολογισμό του 

ζητείται επιπλέον πόσες τιμές θα συμπεριληφθούν στο μέσο. Συνήθως 

επιλέγεται κινητός μέσος 3 περιόδων.

“%Dslow”

Αποτελεί τον κινητό μέσο (η) περιόδων του %Ό. Συνήθως επιλέγεται 

κινητός μέσος 3 περιόδων.

“%R”

Υπολογίζεται όμοια με το %Κ, μέσω της εξίσωσης:

%R=(Close - η__days High)/(n__days High - n__days Low)
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Μετρά πόσο κοντά βρίσκεται η τιμή κλεισίματος μιας συγκεκριμένης 

μέρας, στη μέγιστη τιμή “High” των (η) τελευταίων περιόδων και 

κυμαίνεται στο εύρος [0, 1].

“On-balance Volume”

Για τον υπολογισμό του μετά την ενεργοποίηση της λειτουργίας, 

επιλέγονται με τη σειρά οι στήλες κλεισίματος και όγκου συναλλαγών 

της μετοχής που μας ενδιαφέρει. Τα αποτελέσματα τοποθετούνται σε 

μια νέα στήλη.

7.2.2 Προετοιμασία εισαγωγής στο “BrainMaker”

Την επεξεργασία των δεδομένων που λαμβάνει χώρα μέσω των 

λειτουργιών που αναλύθηκαν στην παράγραφο 7.2.1, ακολουθεί η 

προετοιμασία των αρχείων που θα χρησιμοποιηθούν από το 

“BrainMaker” για την εκπαίδευση, τον έλεγχο και εφαρμογή του 

δικτύου. Οι εργασίες αυτές γίνονται μέσω των λειτουργιών του μενού 

“File” που αναπτύσσονται λεπτομερέστερα στα παρακάτω.

“File”

Οι λειτουργίες του μενού “File” δίνονται στο σχήμα 7.14.

1=1 NetMaker Professional - 777.XLSEE
Column Row Label 

Create BrainMaker Files... Ctrl+B
Create Running Fact File...
Read In Data File... Ctrl+F
Import Data from Clipboard
Save NetMaker File... Ctrl+S

Preferences...
Transpose Rows & Columns

About NetMaker Professional...
Return to Main Menu
Exit

Σχήμα 7.14

“Create BrainMaker Files’: Με την επιλογή της λειτουργίας αυτής 

εμφανίζεται η φόρμα του σχήματος 7.15α μέσω της οποίας δηλώνεται η
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χρήση κάθε στήλης των δεδομένων (Είσοδος, πρότυπο, σχόλιο, μη 

χρησιμοποιούμενη). Σε περίπτωση που οι δηλώσεις αυτές έγιναν μέσω 

του μενού “Label”, πιέζεται το πλήκτρο “Write Files Now”.

Σχήμα 7.15a

Με την επιλογή του πλήκτρου αυτού εμφανίζεται η φόρμα του 

σχήματος 7.15β. Στην πρώτη γραμμή πληκτρολογείται το όνομα του 

αρχείου ορισμού (*.def) που περιέχει όλα τα επεξεργασμένα δεδομένα 

εκπαίδευσης. Στη δεύτερη γραμμή πληκτρολογείται το όνομα του 

αρχείου εκπαίδευσης (*.fct) το οποίο θα χρησιμοποιηθεί από το 

“BrainMaker” για την εκπαίδευση του δικτύου και προκύπτει από το 

αρχείο ορισμού με αυτόματη αφαίρεση των δεδομένων ελέγχου. Στην 

τρίτη γραμμή πληκτρολογείται το όνομα του αρχείου ελέγχου (*.tst) το 

οποίο θα χρησιμοποιηθεί από το “BrainMaker” για τον έλεγχο του 

δικτύου και περιέχει τα δεδομένα που αφαιρέθηκαν από το αρχείο 

ορισμού. Η εγγραφή των παραπάνω αρχείων γίνεται με το πάτημα του 

πλήκτρου “Write Files”.

“Create Running Fact File”: To αρχείο αυτό περιέχει τα δεδομένα στα 

οποία θα δοκιμαστεί το δίκτυο μετά την εκπαίδευσή του. Ετοιμάζεται 

με τον ίδιο τρόπο που δημιουργήθηκε και το αρχείο ορισμού. Τα αρχεία 

αυτού του τύπου εγγράφονται με την κατάληξη “in” (*.in).

“Import Data from Clipboard”: Η λειτουργία αυτή αποτελεί ένα εύκολο 

τρόπο μεταφοράς δεδομένων από μια εφαρμογή στην άλλη. Για 

παράδειγμα αν έχουν προετοιμαστεί τα δεδομένα για το αρχείο 

“Running Fact File” στο Excel, και επιθυμείται η μεταφορά τους στο 

“NetMaker” ακολουθείται η εξής διαδικασία: 1. Αντιγραφή των 

δεδομένων στο Excel μέσω της λειτουργίας “Copy” (με τον τρόπο αυτό 

γίνεται αντιγραφή των δεδομένων στον Clipboard) και 2. Πέρασμα

Write Definition File To > *.def

Write Files

Σχήμα 7.15β

Browse..

*.fct Browse—

*.tst Browse..

Cancel

Input

Mark column Date as: 

Eattem Annote

Write Files Now

Not Used

Cancel
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τους στο “NetMaker” μέσω της επιλογής της λειτουργίας “Import Data 

from Clipboard”.

“Preferences”: Με την επιλογή της λειτουργίας αυτής εμφανίζεται το 

μενού του σχήματος 7.16. Για την ενεργοποίηση των επιλογών της 

φόρμας αυτής μαρκάρεται το τετραγωνίδιο αριστερά τους.

Network Creation Preferences

I Create Test File With; 1 o : Percent of the Facts
-----1

Patterns

Inputs

□ Recurrent Patterns: Use Last o

□ Recurrent Inputs: Use Last 0

□ Min/Max Range Set To + 1.667

□ Merge Duplicate Symbols

Network Display Is: O Numbers <§> Thermometers

Standard Deviations

Cancel

Σχήμα 7.16

“Create Test File With...Percent of the Facts”

Καθορίζει το ποσοστό των δεδομένων που θα διαχωριστούν από το 

τέλος του αρχείου ορισμού, για να στελεχώσουν το αρχείο ελέγχου. 

Συνήθως χρησιμοποιείται η “default” τιμή, δηλαδή 10%.

“Recurrent Patterns: Use Last...Patterns”

Σε γενικές γραμμές με τη λειτουργία “recurrent” αυτόματα 

προσθέτονται κόμβοι στο επίπεδο εισόδου. Τα δεδομένα για τους 

κόμβους αυτούς προέρχονται από προηγούμενες τιμές των κόμβων 

εξόδου, εισόδου ή ακόμα και από τους κόμβους του κρυφού επιπέδου. 

Με τον τρόπο αυτό πιστεύεται ότι το δίκτυο μπορεί να θυμηθεί 

πληροφορίες από προηγούμενα δεδομένα καθώς εκπαιδεύεται σε ένα 

νέο.

Με την χρήση ενός αριθμού (η) αυτόματα προστίθονται (η) αντίγραφα 

προτύπων στο επίπεδο εισόδου, που παίρνουν τιμές απο τα (η) 

προηγούμενα δεδομένα εξόδου. Η λειτουργία αυτή είναι ισοδύναμη με 

τη χρήση επιπλέον κόμβων εισόδου τα δεδομένα των οποίων
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προκύπτουν από τη στήλη εξόδου ολισθαίνοντας την από 1 εως η 

θέσεις.

“Recurrent Inputs: Use Last...Inputs”

Με την χρήση ενός αριθμού (η), αυτόματα προστίθονται (η) αντίγραφα 

της εισόδου στο επίπεδο εισόδου, που παίρνουν τιμές απο τα (η) 

προηγούμενα δεδομένα εισόδου. Η λειτουργία αυτή είναι ισοδύναμη με 

τη χρήση επιπλέον κόμβων εισόδου τα δεδομένα των οποίων 

προκύπτουν από τις στήλες εισόδου με ολίσθηση από 1 εως η θέσεις.

“Min/Max Range Set to + -...Standard Deviation”

Η επιλογή αυτή είναι πολύ σημαντική καθώς αποτελεί ένα γρήγορο 

τρόπο αντιμετώπισης των ακραίων τιμών (“statistical outliers”), η 

επίδραση των οποίων μπορεί να οδηγήσει στην αποτυχία της 

εκπαίδευσης. Με τη λειτουργία αυτή δεν χρησιμοποιούνται κατά την 

εκπαίδευση οι πραγματικές μέγιστες και ελάχιστες τιμές των 

δεδομένων, αλλά το επιτρεπτό εύρος των δεδομένων καθορίζεται από 

τον αριθμό των τυπικών αποκλίσεων της κατονομής τους που θα 

χρησιμοποιήσουμε. Οι τιμές που είναι μικρότερες ή μεγαλύτερες από τα 

χρησιμοποιούμενα Min και Max, κατά την εκπαίδευση τίθονται ίσα με 

αυτά. Η χρήση της “default” τιμής των 1,667 τυπικών αποκλίσεων έχει 

ως αποτέλεσμα τη παραμονή εντός των νέων ορίων Min, Max περίπου 

του 90% των τιμών, ποσοστό που θεωρείται το βέλτιστο για τα 

περισσότερα σύνολα δεδομένων.

“Merge Duplicate Symbols - Network Display is”

Οι λειτουργίες αυτές είναι απενεργοποιημένες και δεν 

χρησιμοποιούνται στην επεξεργασία δεδομένων χρονοσειρών και στην 

εκπαίδευση του δικτύου. Λεπτομέρειες για τη χρήση τους μπορεί να 

βρεθούν στη βιβλιογραφία [1].

“Transpose Rows and Col urns”: Με την επιλογή της λειτουργίας αυτής 

οι στήλες μετατρέπονται σε γραμμές ξεκινώντας από αριστερά.
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Μετά την ολοκλήρωση των εργασιών στο “NetMaker”, επόμενο 

βήμα αποτελεί το πέρασμα στον 'BrainMaker”. Με την επιλογή της 

λειτουργίας “Return to Main Menu”, εμφανίζεται το κύριο μενού του 

σχήματος 7.1α. Με το πάτημα του πλήκτρου “Go to BrainMaker” 

εμφανίζεται το περιβάλλον του BrainMaker (πριν την εισαγωγή στο 

BrainMaker σώζεται η εργασία στο “NetMaker” με το πάτημα του 

πλήκτρου “Save NetMaker File”).

7.3 Εγχειρίδιο χρήσης του “BrainMaker”

Το σχήμα 7.17 αποτελεί μια άποψη του περιβάλλοντος του 

“BrainMaker” στο οποίο έχει φορτωθεί το δίκτυο που ετοιμάστηκε στο 

“NetMaker” με το όνομα “Ethniki5.def”.

Σχήμα 7.17

• Στην πρώτη γραμμή του παραθύρου δίνονται οι εξής πληροφορίες: 

“Facts:” Υποδεικνύει το αρχείο από το οποίο αντλούνται τα δεδομένα 

εκπαίδευσης ( Στην περίπτωση του παραδείγματος είναι το 

Ethniki5.fct”).

“Learn”: Υποδεικνύει το χρησιμοποιούμενο ρυθμό μάθησης λ κατά την 

παρούσα φάση της εκπαίδευσης.

“Tolerance”: Υποδεικνύει την επιτρεπτή ανοχή λάθους που επιτρέπεται 

στην έξοδο του δικτύου κατά την παρούσα φάση της εκπαίδευσης.

• Οι μεταβλητές στη δεύτερη γραμμή δίνουν πληροφορίες σχετικές με: 

“Fact”: Τον αριθμό του τρέχοντος διανύσματος εκπαίδευσης που 

διαβάζει το δίκτυο από το αρχείο εκπαίδευσης.

95



Χρήση του “BrainMaker Professional” στη σχεδίαση νευρωνικών δικτύων

“Total”: Τον συνολικό αριθμό διανυσμάτων που διαβάστηκαν μέχρι τη 

παρούσα χρονική στιγμή της εκπαίδευσης από το δίκτυο.

“Bad”: Τον αριθμό των κακών προβλέψεων που έχουν παρουσιαστεί 

μέχρι την παρούσα χρονική στιγμή στη (η) επανάληψη των δεδομένων 

εκπαίδευσης (ως κακές θεωρούνται οι προβλέψεις που απέχουν από τις 

πρότυπες περισσότερο από το ποσοστό που επιτρέπει η 

χρησιμοποιούμενη ανοχή).

“Last”: Τον αριθμό των κακών προβλέψεων στη (η-1) επανάληψη των 

δεδομένων εκπαίδευσης.

“Good”: Τον αριθμό των σωστών προβλέψεων που έχουν παρουσιαστεί 

μέχρι την παρούσα χρονική στιγμή στην (η) επανάληψη των δεδομένων 

εκπαίδευσης (ως σωστές θεωρούνται οι προβλέψης που δεν απέχουν 

από τις πρότυπες περισσότερο από το ποσοστό που επιτρέπει η 

χρησιμοποιούμενη ανοχή).

“Last”: Τον αριθμό των σωστών προβλέψεων στη (η-1) επανάληψη των 

δεδομένων εκπαίδευσης.

Οσο η εκπαίδευση προχωρά και το δίκτυο βελτιώνεται ο αριθμός των 

κακών διανυσμάτων ελλατώνεται, ενώ ο αριθμός των σωστών αυξάνει. 

“Run”: Τον αριθμό των επαναλήψεων των δεδομένων στο δίκτυο μέχρι 

την τρέχουσα χρονική στιγμή.

• Στη πρώτη στήλη, κάτω από τις δυο γραμμές του σχήματος 7.17 

παρουσιάζονται οι τιμές των εισόδων στο τρέχον διάνυσμα 

εκπαίδευσης, ενώ στη δεύτερη η έξοδος που έχει προβλεφθεί από το 

δίκτυο και η πρότυπη έξοδος. Στο δίκτυο του παραδείγματος, ως 

είσοδοι για την πρόβλεψη της τιμής κλεισίματος της “Εθνικής” για 

την επόμενη μέρα χρησιμοποιήθηκαν, ο όγκος συναλλαγών, η τιμή 

κλεισίματος του γενικού δείκτη τραπεζών και της μετοχής την 

προηγούμενη μέρα, καθώς και ένας κινητός μέσος της.
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7.3.1. Προκαταρκτικές εργασίες

Πριν τον σχεδίασμά της αρχιτεκτονικής του δικτύου, τις 

ρυθμίσεις των παραμέτρων, τον έλεγχο και την παρακολούθησή της 

εκπαίδευσης, απαιτούνται ορισμένες εργασίες οι οποίες υλοποιούνται 

μέσω του μενού “File” και παρουσιάζονται παρακάτω.

“File5*

Οι λειτουργίες του μενού “File” παρουσιάζονται στο σχήμα 7.18.

BrainMaker Professional fETHNIKI5.Di
Edit Operate Parameters

Read Network... Ctrl+O 1
Save Network... Ctrl+S !
Periodically Save Network... 1
Select Fact Files... Ctrl+I |
Add This Fact to Fact File Ctrl+A f

Training Statistics- 
Testing Statistics...
Write Facts to File- 
Plot File: Vary One Input..

Ctrl+W |

About BrainMaker Professional- 
Exit

[
Alt+X

Σχήμα 7.18

“Read Network”: Με τη λειτουργία αυτή φορτώνεται στον

“BrainMaker” ένα υπάρχον δίκτυο με κατάληξη * def ή *.net. Κατάληξη 

“def” έχουν τα αρχικά δίκτυα που δεν έχουν εκπαιδευτεί, ενώ η 

κατάληξη “net” αποδίδεται στα δίκτυα που έχουν υποστεί κάποια 

διεργασία εκπαίδευσης.

“Save Network”: Με τη λειτουργία αυτή σώζουμε το δίκτυο στο τέλος 

της εκπαίδευσής του, ή σε οποιαδήποτε φάση της εκπαίδευσης ώστε να 

μπορεί να χρησιμοποιηθεί μελλοντικά. Η “default” κατάληξη που 

χρησιμοποιείται είναι “.net”.

“Periodically Save Network”: Η λειτουργία αυτή είναι πολύ σημαντική 

καθώς επιτρέπει την αυτόματη περιοδική αποθήκευση του δικτύου ανά 

(η) επαναλήψεις των δεδομένων εκπαίδευσης με διαφορετικά ονόματα. 

Στο τέλος της εκπαίδευσης μέσω της μελέτης των στατιστικών στα 

αρχεία εκπαίδευσης και ελέγχου καθενός ξεχωριστά, γίνεται η επιλογή
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του καλύτερου. Με την ενεργοποίηση της λειτουργίας εμφανίζεται η 

φόρμα του σχήματος 7.19.

• Με το μαρκάρισμα της πρώτης γραμμής επιτυγχάνεται αποθήκευση 

του δικτύου κάθε η λεπτά (το η καθορίζεται στο πρώτο τετράγωνο της 

γραμμής) με το όνομα που ορίζουμε στο δεύτερο τετράγωνο. Με το 

πλήκτρο “Browse” επιλέγεται το “directory” στο οποίο θα αποθηκευτεί 

το δίκτυο.

Σχήμα 7.19

• Με το μαρκάρισμα της δεύτερης γραμμής επιτυγχάνεται αποθήκευση 

του δικτύου κάθε η επαναλήψεις του αρχείου εκπαίδευσης (το η 

καθορίζεται στο πρώτο τετράγωνο της γραμμής) με το όνομα που 

ορίζουμε στο δεύτερο τετράγωνο. Τα ερωτηματικά στο όνομα του 

δικτύου αποτελούν ένα μεταβλητό πεδίο το οποίο κατά την 

αποθήκευση του δικτύου αντικαθιστάται από τον αριθμό της 

επανάληψης. Για παράδειγμα αν επιλεγεί αποθήκευση του δικτύου 

κάθε 20 επαναλήψεις, το όνομα του πρώτου δικτύου που θα 

αποθηκευτεί θα είναι “Run0020.net”.

• Με το μαρκάρισμα της τρίτης στήλης επιτυγχάνεται αποθήκευση του 

κάθε φορά που συμβαίνει μια αλλαγή στις παραμέτρους του. Αλλαγές 

μπορεί να συμβούν στο ρυθμό μάθησης, στην ανοχή λάθους και στη 

δομή του δικτύου σε περιπτώσεις εφαρμογής τεχνικών κλαδέματος. 

“Select Fact Files”: Με τη λειτουργία αυτή υποδεικνύονται στον 

“BrainMaker” τα αρχεία από τα οποία θα διαβαστούν τα δεδομένα 

εκπαίδευσης, ελέγχου και δοκιμής τα οποία έχουν ήδη δημιουργηθεί
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στον “NetMaker”. Με την ενεργοποίηση της λειτουργίας εμφανίζεται η 

φόρμα του σχήματος 7.20. Τα πεδία της φόρμας εμφανίζονται 

συμπληρωμένα με το όνομα του αρχείου ορισμού και τις καταλήξεις 

“fct” “tst” και “.in” για το αρχείο εκπαίδευσης, ελέγχου και δοκιμής 

αντίστοιχα.

Read Training Facts! From: ETHNIKI5.fct Browse... j
O Read Testing Facts From: ETHNIKI5.tst Browse...1 : - ' .. .

O Read Running Facts From: Browse...

O Read Running Facts From Clipboard

! Ok [ Cancel |

Σχήμα 7.20

Η τέταρτη επιλογή ενεργοποιείται όταν τα δεδομένα δοκιμής δεν 

διαβάζονται από αρχείο αλλά από τον Clipboard” μέσω της 

λειτουργίας “Paste” του μενού “Edit” που θα παρουσιαστεί παρακάτω. 

“Training Statistics”: Η λειτουργία αυτή επιλέγεται πριν την έναρξη 

της εκπαίδευσης ώστε να επιτραπεί η εγγραφή στο αρχείο στατιστικών 

εκπαίδευσης (αρχείο με κατάληξη “sts”) διάφορων μέτρων της 

διαδικασίας της εκπαίδευσης. Η παρακολούθηση του αρχείου αυτού 

εξασφαλίζει τον τερματισμό της διαδικασίας της εκπαίδευσης σε 

εκείνο τον αριθμό επαναλήψεων όπου το δίκτυο επιτυγχάνει σε 

μεγαλύτερο βαθμό τη σύγκλιση. Τα αρχείο αυτό μπορεί να διαβαστεί 

και τα μέτρα προόδου της εκπαίδευσης που περιέχει να παρασταθούν 

γραφικά μέσω του “NetMaker”. Η μορφή του αρχείου παρουσιάζεται 

στο σχήμα 7.21, ενώ στο σχήμα 7.22 δίνεται γραφικά η πρόοδος του 

δικτύου μέσω της παρακολούθησης του μέοου λάθους από τις τιμές του 

αρχείου του σχήματος 7.21. Παρατηρούμε ότι μετά τη πεντηκοστή 

επανάληψη το μέσο λάθος παραμένει σχεδόν αμετάβλητο.

“Testing Statistics”: Η λειτουργία αυτή ενεργοποιεί την εγγραφή 

διαφόρων στατιστικών στοιχείων που αφορούν την επίδοση του
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δικτύου πάνω στα δεδομένα ελέγχου (δεδομένα που δεν συναντά κατά 

τη διαδικασία της εκπαίδευσης), στο αρχείο με κατάληξη “*.sta”. Η 

μορφή του αρχείου είναι όμοια με αυτή του σχήματος 7.21 και η 

παρακολούθηση των στοιχείων μπορεί να βοηθήσει στην εύρεση της 

χρονικής στιγμής της διαδικασίας εκπαίδευσης στην οποία το δίκτυο 

γενικεύει καλύτερα.

Σχήμα 7.21

Brain Maker/NetMaker Graph
Plot

mm
RMSEr
0.1500

0.1435

0.1370

0.1305

0.1240

0.1175

0.1110

\
V

V..
--- -------- .. .. _....... ............. . ............

0.1045 
0.0980

Run 1.0000 13.375 25.750 38.125 50.500 62.875 75.250 87.625 100.01

Σχήμα 7.22

Τα στατιστικά εκπαίδευσης αναγράφονται στο αρχείο ανά (η) κύκλους 

(το η ορίζεται μέσω του μενού “Patameters”).

“Plot File”: Vary One Input: Η λειτουργία αυτή δημιουργεί ένα αρχείο 

με κατάληξη “.pit” για χρήση από ένα εξωτερικό πρόγραμμα 

δημιουργίας γραφημάτων. Η χρησιμότητα του στηρίζεται στο γεγονός 

ότι επιτρέπει την παρακολούθηση της συμμετοχής κάθε μιας από τις 

εισόδους του δικτύου στη λύση του προβλήματος. Αυτό επιτυγχάνεται
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κρατώντας όλες τις εισόδους (νευρώνες) σταθερές, εκτός από μια η 

οποία μεταβάλλεται από ένα ελάχιστο μέχρι ένα μέγιστο και 

παριστάνοντας γραφικά την έξοδο του δικτύου, ως εξής: Επιλέγεται 

ένα οποιοδήποτε διάνυσμα εκπαίδευσης μέσω της λειτουργίας “Go to 

Fact” του μενού “Operate”. Με την ενεργοποίηση της λειτουργίας 

εμφανίζεται η φόρμα του σχήματος 7.23.

Σχήμα 7.23

Στην πρώτη γραμμή εισάγεται το όνομα του αρχείου με κατάληξη 

“.pit”. Στις γραμμές που ακολουθούν εισάγονται με τη σειρά, ο αριθμός 

του νευρώνα που θέλουμε να μεταβληθεΐ (π.χ ο δεύτερος νευρώνας 

αντιστοιχεί στη δεύτερη είσοδο), η μικρότερη τιμή του, η μεγαλύτερη 

τιμή του και το βήμα του γραφήματος. Συνηθέστερες τιμές βήματος που 

χρησιμοποιούνται είναι οι 64, 128 ή 256.

“Edit”

Οι λειτουργίες του μενού αυτού παρουσιάζονται στο σχήμα 7.24.

Σχήμα 7.24
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Από αυτές οι τρεις πρώτες εκτελούν γενικές εργασίες και θα 

αναλυθούν στην παρούσα φάση του κεφαλαίου, ενώ οι τρεις τελευταίες 

ανήκουν σε ξεχωριστή ομάδα και θα αναλυθούν στο τμήμα του 

κεφαλαίου που ασχολείται με την εφαρμογή του εκπαιδευμένου 

δικτύου (παράγραφος 7.3.3).

“Connection Matrices”: Η επιλογή της λειτουργίας αυτής εμφανίζει το 

δίκτυο σε μορφή πίνακα βαρών, ώστε ο χρήστης να μπορεί να επέμβει 

δυναμικά και να μεταβάλλει ορισμένες ή όλες τις παραμέτρους του 

δικτύου. Στην ιδανική περίπτωση που είναι γνωστά τα βάρη του 

δικτύου που οδηγούν στη λύση του προβλήματος, η διαδικασία 

εκπαίδευσης θα μπορούσε να παραληφθεί και η ετοιμασία του δικτύου 

να γίνει από τον πίνακα αυτό. Στη γενικότερη περίπτωση που είναι 

γνωστή η επίδραση των διαφόρων κόμβων εισόδου, τα βάρη τους 

μπορούν να μεταβληθούν κατάλληλα προς την κατεύθυνση (ενίσχυση ή 

εξασθένιση) που πιστεύεται ότι θα οδηγήσει σε καλύτερα 

αποτελέσματα. Στο σύνολο των περιπτώσεων πάντως, είναι σχεδόν 

αδύνατη η εκ των προτέρων εκτίμηση της ιδανικής τιμής των βαρών. 

Για το λόγο αυτό είναι προτιμότερο ο πίνακας να αφήνεται να 

διαμορφωθεί από μόνος του μέσω της διαδικασίας εκπαίδευσης και να 

γίνονται αυτόνομες παρεμβάσεις μόνο για ερευνητικούς σκοπούς.

“Mins and Maxes”: Επιτρέπει τη μεταβολή του εύρους διακύμανσης των 

μεταβλητών εισόδου και εξόδου που έχουν οριστεί μέσω της 

λειτουργίας “Preferences” του μενού “File” του “NetMaker”.

“Symbol Dictionaries - Screen BackgroundΟι λειτουργίες αυτές 

αποσκοπούν στην αλλαγή των ονομάτων των μεταβλητών και στην 

οπτική μεταβολή του περιβάλλοντος του “BrainMaker”.

‘Erase Network Input”: Θέτει όλες τις εξόδους του δικτύου ίσες με 

μηδέν.

tworK input - tidit Network: Patterns : Μετακινούν τον 

κέρσορα στο σημείο της οθόνης όπου αναγράφονται οι είσοδοι και οι

102



Χρήση του "BramMaker Professional” στη σχεδίαση νευρωνικών δικτύων

έξοδοι του δικτύου αντίστοιχα. Η χρήση τους δεν συνιστάται όταν ο 

υπολογιστής δουλεύεται με ποντίκι (“mouse”).

7.3.2 Καθορισμός των παραμέτρων εκπαίδευσης και 

αρχικεκτονικής του δικτύου

Οι μεταβολές των παραμέτρων εκπαίδευσης και η κατασκευή 

του επιπέδου των κρυφών κόμβων, γίνεται μέσω των μενού

“Parameters” και “Connections” (σχ. 7.25α και 7.25β).

£5 Brain Maker Professional ΓΕTiEjBlS
File Edit Operate

| Learning Setup...
I Training Control Flow...
1 Noise, Blurring, Symmetry...

Ctrl+L

1 New Neuron Function... 
Show Fact Parameters...

Ctrl+F

Modify Size While Training... Ctrl+M

fSBrainMaker Professional iETHNIlBClC
File Edit Operate Parame ters

:eDisplay Analyz
Change Network Size- 
Add Noise to Connections... 
Bandomize All Connections...

i - £ C t
Las t:

Prune Small Connections...
Moving

Lag<l)

Σχήμα 7.25α Σχήμα 7.25β

“Parameters”

“Learning Setup”: Η επιλογή της λειτουργίας αυτής παρέχει πολλές 

δυνατότητες χειρισμού μιας πολύ σημαντικής παραμέτρου της 

διαδικασίας εκπαίδευσης, του ρυθμού μάθησης. Με την ενεργοποίηση

της εμφανίζεται η φόρμα του σχήματος 7.26.

Σχήμα 7.26
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Οπως έχει ήδη αναφερθεί στο κεφάλαιο 3 ο ρυθμός μάθησης καθορίζει 

το μέγεθος της διόρθωσης που θα γίνει στα βάρη του δικτύου όταν 

προκύψει λάθος. Πολύ μεγάλη τιμή του λ θα οδηγήσει στην ταλάντωση 

της τιμής των βαρών γύρω από τη βέλτιστη τιμή τους. Από την άλλη 

πολύ μικρή τιμή του λ οδηγεί σε τεράστιους χρόνους εκπαίδευσης και 

πιθανό εγκλωβισμό σε τοπικά ελάχιστα του χώρου των βαρών.

Στη φόρμα του σχήματος 7.26 ο ρυθμός μάθησης για το επίπεδο 

(ΐ) υπολογίζεται, ως το γινόμενο του στοιχείου (ΐ) της στήλης “Learn 

Rate Multiplier” με τον ισχύοντα για κάθε χρονική στιγμή ρυθμό 

μάθησης. Με τον τρόπο αυτό παρέχεται η δυνατότητα χρήσης του ίδιου 

ή διαφορετικού ρυθμού μάθησης για κάθε επίπεδο. Στη στήλη 

“Smoothing Multiplier” μπορεί επακόλουθα να οριστεί μια σταθερά 

εξομάλυνσης για κάθε επίπεδο. Αυτό ενδιαφέρει μόνο σε περιπτώσεις 

ερευνητικών εφαρμογών και στις περισσότερες περιπτώσεις τίθεται ίση 

με ένα ώστε να μην επηρρεάζει τη διαδικασία της μάθησης.

Υπάρχουν οι ακόλουθοι τρόποι χειρισμού του ρυθμού μάθησης;

• “Constant Learn Rate”: Με αυτή την επιλογή ο ρυθμός μάθησης 

παραμένει σταθερός σε όλη τη διάρκεια της εκπαίδευσης.

• “Linear”: Μειώνει τον ρυθμό μάθησης γραμμικά στο τέλος κάθε 

κύκλου εκπαίδευσης ως εξής: Αν στον προηγούμενο κύκλο (ή στο 

ξεκίνημα της εκπαίδευσης) όλα τα δεδομένα προβλέφθηκαν λάθος ο 

ρυθμός μάθησης τίθεται ίσος με τον αριθμό που εισάγεται στο 

τετράγωνο “100% Bad”. Στο τέλος κάθε κύκλου ο ρυθμός μάθησης 

υπολογίζεται βάση του τύπου:
(Percent of Good)*(100% GoodRate)+(l-Percent of Good)*(100%Bad Rate)

• “Exponential”: Αν σε κάποιο κύκλο εκπαίδευσης (ή στο ξεκίνημα 

της εκπαίδευσης) όλα τα διανύσματα προβλεφθούν λάθος, ο ρυθμός 

εκπαίδευσης τίθεται ίσος με την τιμή στο τετράγωνο “Start”. Αν 

στον επόμενο κύκλο προβλεφθεί σωστά ένα ποσοστό διανυσμάτων 

πολλαπλάσιο του ποσοστού στο τετράγωνο “Unitsize”, ο ρυθμός 

μάθησης πολλαπλασιάζεται με την τιμή στο τετράγωνο ‘Reduction”.
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Παράδειγμα: Εστω Start=l, Unit Size=0.1 και Reduction=0.9. Αν στον 

επόμενο κύκλο το ποσοστό των σωστών προβλέψεων είναι 30% ( 3 

φορές το Unit Size), ο νέος ρυθμός μάθησης θα ισούται με:

(Start)*(Unit Size)3=0.729

• “Automatic Heuristic Learn Rate”: Αποτελεί μια εμπειρική μέθοδο 

μεταβολής του ρυθμού μάθησης, ο οποίος ξεκινά από την τιμή ένα 

και μειώνεται κατά 50% αυτόματα όταν το λάθος RMS ή ο αριθμός 

των κακών προβλέψεων αρχίζει να ταλαντώνει.

Η ερμηνεία των υπολοίπων λειτουργιών της φόρμας είναι η εξής:

“Base Smoothing Factor”: Με το συντελεστή αυτό πολλαπλασιάζονται 

οι συντελεστές εξομάλυνσης όλων των επιπέδων στη στήλη Smoothing 

Multiplier. Αποτελεί έναν επιπλέον τρόπο επηρρεασμού της διόρθωσης 

της τιμής των βαρών και συνήθως τίθεται ίσος με 0.9. Δεν έχει 

επιβεβαιωθεί ότι η χρήση του μπορεί να συνεισφέρει στη βελτίωση της 

πρόβλεψης ή στη μείωση του χρόνου εκπαίδευσης. .

“Train at End of Run Only”: Με την επιλογή αυτή γίνεται εκπαίδευση 

μέσω ενός άλλου αλγορίθμου, ο οποίος μεταβάλλει την τιμή των 

βαρών στο τέλος κάθε κύκλου εκπαίδευσης και όχι με την παρουσίαση 

του κάθε διανύσματος. Γενικά υστερεί από τον κλασικό αλγόριθμο 

Back Propagation όμως μπορεί να μειώσει σημαντικά το χρόνο 

εκπαίδευσης, κυρίως σε πολύ μεγάλα δίκτυα.

“Heavy Weights”: Μειώνει τον ρυθμό μάθησης για ορισμένα βάρη τα 

οποία αποκτούν στα πρώτα στάδια της εκπαίδευσης περιστασιακά 

μεγάλες τιμές και εμποδίζουν της εξέλιξη της μάθησης. Αν ένα δίκτυο 

εκπαιδευτεί με τη χρήση της λειτουργίας αυτής, επιβραδύνεται η 

αύξηση των βαρών που έχουν ήδη αποκτήσει συγκριτικά μεγάλες 

τιμές, γεγονός που βοηθά στην ομαλή πορεία της εκπαίδευσης. Ενας 

τρόπος εύκολης εποπτείας της κατανομής των βαρών αποτελούν τα 

ιστογράμματα του μενού “Display” των οποίων η ερμηνεία δίνεται στη 

παράγραφο 7.3.4.
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Flow”: Η επιλογή της οδηγεί στη φόρμα του

σχήματος 7.27, μέσω της οποίας καθοδηγείται και ελέγχεται η 

διαδικασία εκπαίδευσης.

Tolerances: — ~
Training Tolerance: 0.100

Testing Tolerance: 0.400

□ Tolerance Tuning:
Start Training Tolerance: j 0.100 

Lower tolerance, multiply by: 0.800 

Lower when % good facts: 100

! Runs 

I Facts 

] Runs

Testing While Training 

El Test After Every 20

□ Test After Every 1000|

□ Save After Every 20

CancelOk

STOPTRAINING WHEN:
IS All Training Facts Are Good

□ Run Number ................... 1000

□ % of Good Training Facts

S Training Avg Error <= ....

□ Training R-squared >= ..

□ Training Squared Error <= 0.05
Γ If Tolerance Tuning: ~
□ Minimum Tolerance ...... I ·■■ - ·'

If Testing While Training:
! □ All Testing Facts Are Good

□ % of Good Testing Facts 100

S Testing Avg Error <= ...... 01

□ Testing R-squared >= .... (T9

□ Testing Squared Error <= j 01

100

0.05

0.98

Σχήμα 7.27

Πιο συγκεκριμένα, μέσω της φόρμας αυτής καθορίζονται:

• Η επιτρεπτή ανοχή λάθους στα δεδομένα εκπαίδευσης και ελέγχου 

(σχ. 7.27, ομάδα “Tolerances”).

• Η ενεργοποίηση και η συχνότητα ελέγχου του δικτύου (σχ. 7.27, 

ομάδα “Testing While Training”).

• Τα κριτήρια τερματισμού της εκπαίδευσης (σχ. 7.27, ομάδα “Stop 

Training When”).

“Tolerances”: Οι δυο πρώτες γραμμές χρησιμοποιούνται εφόσον ο 

έλεγχος της ανοχής δε γίνεται μέσω της λειτουργίας “Tolerance 

Tuning”.

Στο τετράγωνο “Training Tolerance” εισάγεται η τιμή της ανοχής που 

καθορίζει πόσο ακριβής πρέπει να είναι η πρόβλεψη του δικτύου στα 

δεδομένα εκπαίδευσης ως ποσοστό του εύρους της επιθυμητής εξόδου, 

για να θεωρηθεί σωστή. Για παράδειγμα, αν η επιθυμητή έξοδος είναι 

100 και η ανοχή 0.1, δηλαδή 10%, τότε κάθε πρόβλεψη στο εύρος [90,
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100] θα θεωρηθεί σωστή. Αν μια πρόβλεψη κριθεί σωστή ο αλγόριθμος 

δεν προχωρεί στη μεταβολή των βαρών του δικτύου.

Στο τετράγωνο “Testing Tolerance” η τιμή της ανοχής λάθους που 

επιθυμείται στα δεδομένα ελέγχου. Η ανοχή εδώ, τίθεται συνήθως 

μεγαλύτερη από την προηγούμενη, γιατί στα δεδομένα αυτά το δίκτυο 

δεν έχει εκπαιδευτεί (κατά τις φάσεις ελέγχου δεν πραγματοποιούνται 

αλλαγές στα βάρη του δικτύου.

Συμβουλή: Στην περίπτωση που το δίκτυο δυσκολεύεται να μάθει 

μεγάλο αριθμό δεδομένων εκπαίδευσης (γεγονός που κατά κανόνα 

συμβαίνει στις προβλέψεις χρηματοοικονομικών χρονοσειρών), είναι 

προτιμότερο η διαδικαδία μάθησης να ξεκίνα με μια μεγάλη ανοχή, π.χ 

0.4, και σταδιακά όσο το ποσοστό σωστών προβλέψεων αυξάνει να 

μειώνεται.

Η διαδικασία αυτή μπορεί να γίνει αυτόματα με την ενεργοποίηση της 

λειτουργίας “Tolerance Tuning”, ως εξής: Η αρχική ανοχή που 

εισάγεται στο τετράγωνο ‘Start Training Tolerance”, μειώνεται μέσω 

πολλαπλασιασμού με το συντελεστή στο τετράγωνο “Lower Tolerance, 

Multiply by:”, όταν το ποσοστό των σωστών προβλέψεων γίνει ίσο με 

αυτό που καθορίζεται στο τετράγωνο “Lower when % good facts:”. 

“Testing While Training”: Με την επιλογή μιας ή περισσοτέρων 

επιλογών της ομάδας αυτής καθορίζουμε την συχνότητα των ελέγχων 

και των αποθηκεύσεων του δικτύου. Πιο συγκεκριμένα, με την επιλογή 

“Test After Ν Runs” γίνεται έλεγχος κάθε (Ν) κύκλους εκπαίδευσης, 

ενώ με επιλογή της “Test After Every Ν Facts” γίνεται έλεγχος κάθε 

φορά που διαβάζονται (Ν) δεδομένα από το δίκτυο.

Προσοχή: Για την καταγραφή των στατιστικών που προκύπτουν από 

τους διαδοχικούς ελέγχους του δικτύου στο αρχείο με κατάληξη “sta”, 

πρέπει να ενεργοποιηθεί η λειτουργία “Testing Statistics” του μενού 

“File”.

Η λειτουργία “Save Every Ν Runs” πραγματοποιεί αποθήκευση του 

δικτύου (με το όνομα που καθορίστηκε μέσω της λειτουργίας
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“Periodically Save Network” του μενού “File”), ώστε μετά την 

επεξεργασία των στατιστικών να επιλεγεί το καλύτερο.

“STOP TRAINING WHEN”: Περιέχει τα κριτήρια τερματισμού της 

εκπαίδευσης και χωρίζεται σε τρία τμήματα (σχ 7.27):

• Το πρώτο τερματίζει την εκπαίδευση βάση των μέτρων λάθους που 

υπολογίζονται κατά την πορεία της. Τα μέτρα που χρησιμοποιούνται 

φαίνονται στο αριστερό μέρος του σχήματος 7.27. Ο χρήστης 

μαρκάρει αυτά που τον ενδιαφέρουν και εισάγει την επιθυμητή τιμή 

τους στο αντίστοιχο τετράγωνο. Η εκπαίδευση θα σταματήσει μόλις 

ένα τουλάχιστο από τα μέτρα λάθους που έχουν επιλεχθεί πάρει την 

επιθυμητή τιμή.

• Το δεύτερο ενεργοποιείται μόνο εφόσον χρησιμοποιηθεί το 

“Tolerance Tuning”. Η εκπαίδευση τερματίζεται όταν προβλεφθεί 

σωστά το ποσοστό των δεδομένων που ορίστηκε στο πεδίο 

“Tolerance Tuning” σ’ αυτή την ανοχή.

• Το τρίτο (“if Testing While Training”) ενεργοποιείται μόνο στην 

περίπτωση που κάποιες από τις λειτουργίες του “Testing While 

Training” έχουν επιλεχθεί. Εδώ υπολογίζονται τα μέτρα λάθους στα 

δεδομένα ελέγχου και η εκπαίδευση τερματίζεται μόλις ένα από 

αυτά που έχουν επιλεγεί γίνει ίσο με την τιμή που έχει ορισθεί.

“Noise. Blurring. Symmetry”: Η ενεργοποίηση της οδηγεί στη φόρμα  
του σχήματος 7.28

Noise

Running: 0.000

Training: : :<Μ·ίι!

Testing: 0.000

; Input Symmetry 
: <§> None 
O Left-Right 
O Top-Bottom

Blurring ~
O Four-Way 
O Eight-Way

| None 
O Blur Input 
O Auto Blur input

“Pattern Symmetry 
® None 
O Match Input

Ok Cancel

Σχήμα 7.28
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“Noise”: Οι παράμετροι στο τετράγωνο αυτό καθορίζουν το ποσό του 

θορύβου που επιθυμείται να προστεθεί στις εισόδους του δικτύου κατά 

τη διάρκεια της εκπαίδευσης, του ελέγχου ή της δοκιμής. 

Χρησιμοποιείται στις περιπτώσεις που δεν υπάρχουν αρκετά δεδομένα 

εκπαίδευσης για να βελτιώσει τις ιδιότητες γενίκευσης του δικτύου. Οι 

τιμές θορύβου που εισάγονται είναι προτιμότερο να βρίσκονται στο 

εύρος [0.05, 0.1]. Πριν από τη χρήση του, το δίκτυο πρέπει να 

αποθηκεύεται.

“Blurring”: Η λειτουργία “Blur Input” εφαρμόζει ένα Γκαουσιανό 

“άνοιγμα” των εισόδων πριν την εισαγωγή τους στο δίκτυο, με σκοπό 

να του προσδώσει καλύτερες ιδιότητες γενίκευσης. Με το μαρκάρισμα 

της επιλογής “Auto Blur Input”, κάθε δεδομένο εμφανίζεται στο δίκτυο 

δυο φορές, μια φυσιολογικά και μια ανοιγμένο.

“Input Symmetry-Pattern Symmtry”: Χρησιμοποιείται στις περιπτώσεις 

που το σύνολο δεδομένων του προβλήματος παρουσιάζει συμμετρία. 

Επειδή αυτό δεν συμβαίνει στα προβλήματα πρόβλεψης χρονοσειρών 

δεν θα επεκταθούμε στην ανάλυση του (ο χρήστης παραπέμπεται στη 

βιβλιογραφία [1].

“New Neuron Function”: Με την ενεργοποίηση της λειτουργίας αυτής 

εμφανίζεται η φόρμα του σχήματος 7.29, που επιτρέπει την επιλογή για 

κάθε επίπεδο του δικτύου μιας από τις συναρτήσεις μεταφοράς που 

περιέχονται στις βιβλιοθήκες του προγράμματος, καθώς και τη 

μεταβολή των παραμέτρων τους. Δίπλα από τον αριθμό κάθε επιπέδου 

(σχ. 7.29) δηλώνεται:

• Ο τύπος της συνάρτησης. ΟΙ συναρτήσεις που παρέχονται από τον 

“BrainMaker” είναι η σιγμοειδής, η Γκαουσιανή, η γραμμική, η 

γραμμική με κατώφλι και η βηματική. Σε όλες τις εφαρμογές 

συνιστάται η χρήση της σιγμοειδούς συνάρτησης.

• Η ελάχιστη τιμή εξόδου της συνάρτησης, “Low”, που στην 

περίπτωση της σιγμοειδής συνάρτησης παίρνει τιμές 0 ή -1.
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• Η μέγιστη τιμή εξόδου της συνάρτησης, “High”, που στην περίπτωση 

της σιγμοειδής συνάρτησης παίρνει την τιμή 1.

Σχήμα 7.29

• Την κεντρική τιμή εξόδου της συνάρτησης, “Center”, που στην 

περίπτωση της σιγμοειδής συνάρτησης υπολογίζεται ως 

(High+Low)/2.

• Το κέρδος της συνάρτησης

Περισσότερες πληροφορίες για τις συναρτήσεις μεταφοράς του 

“BrainMaker” ο χρήστης παραπέμπεται στο [3], και στο κεφάλαιο 3 

όπου έγινε εκτενής ανάλυση της σιγμοειδούς συνάρτησης.

“Recurrent Operation”: Οπως έχει ήδη αναφερθεί στο εγχειρίδιο 

λειτουργιών του “NetMaker”, η λειτουργία “Recurrent” έχει σαν στόχο 

να βοηθήσει το δίκτυο να θυμάται πληροφορίες από προηγούμενα 

δεδομένα εκπαίδευσης τοποθετώντας επιπλέον κόμβους στην είσοδο οι 

οποίοι παίρνουν τιμές από την προηγούμενη(ες) τιμή των κόμβων του 

επιπέδου εισόδου, εξόδου, ή του κρυφού επιπέδου. Μέσω των επιλογών 

της λειτουργίας αυτής καθορίζονται οι τιμές που θα πάρουν οι 

επιπλέον κόμβοι εισόδου κατά την εκκίνηση της διαδικασίας 

εκπαίδευσης (τη χρονική στιγμή δηλαδή, που δεν υπάρχουν 

προηγούμενα δεδομένα ώστε να πάρουν αρχικές τιμές οι επιπλέον 

κόμβοι). Υπάρχουν οι εξής επιλογές:
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“Operarate Network once and copy result multiple times”: Αποτελεί 

την “default” επιλογή. Στην αρχή κάθε κύκλου εκπαίδευσης, 

φορτώνεται το πρώτο δεδομένο και οι επιπλέον κόμβοι εισόδου 

παίρνουν μηδενικές τιμές. Ο αλγόριθμος τρέχει και οι κόμβοι του 

κρυφού επιπέδου και της εξόδου αποκτούν τιμές. Οι τιμές αυτές που 

έχει αποκτήσει κάθε επίπεδο θα αποτελέσουν την πρώτη είσοδο για 

τους επιπλέον κόμβους.

“Operate Network Multiple Times on First Fact”: Στην αρχή κάθε 

κύκλου εκπαίδευσης, φορτώνεται το πρώτο δεδομένο και οι επιπλέον 

κόμβοι εισόδου παίρνουν μηδενικές τιμές. Ο αλγόριθμος τρέχει (Ν) 

φορές χρησιμοποιώντας το ίδιο δεδομένο εκπαίδευσης (όπου Ν ο 

αριθμός των αντιγράφων του συγκεκριμένου επιπέδου που 

χρησιμοποιείται), δίνοντας κάθε φορά τιμή στο επόμενο αντίγραφο. Αν 

για παράδειγμα χρησιμοποιούνται πέντε αντίγραφα του επιπέδου 

εξόδου, ο αλγόριθμος θα τρέξει πέντε φορές το ίδιο δεδομένο κάθε 

φορά χρησιμοποιώντας ως είσοδο τη νέα έξοδο και ολισθαίνοντας την 

παλιά κατά ένα κόμβο. Η επιλογή αυτή έχει το ίδιο αποτέλεσμα με την 

προηγούμενη αν χρησιμοποιηθούν ως είσοδοι αντίγραφα του επιπέδου 

ειδόδου, ή ένα μόνο αντίγραφο από οποιοδήποτε επίπεδο.

“Loop final facts results into first fact”: Στην αρχή του κάθε κύκλου 

εκπαίδευσης, φορτώνεται το πρώτο δεδομένο και οι επιπλέον κόμβοι 

εισόδου παίρνουν μηδενικές τιμές. Μετά η εκπαίδευση προχωρά 

κανονικά. Σε διαδοχικούς κύκλους ο αλγόριθμος χρησιμοποιεί τα 

αποτελέσματα του τελευταίου δεδομένου εκπαίδευσης του συνόλου 

εκπαίδευσης για να δώσει τιμές στους επιπλέον κόμβους. Συνιστάται 

σε περιπτώσεις δεδομένων που χαρακτηρίζονται από έντονη 

περιοδικότητα.

“Setrecurrent inputs to minimums on first fact”: Στην αρχή του κάθε 

κύκλου εκπαίδευσης, φορτώνεται το πρώτο δεδομένο και οι επιπλέον 

κόμβοι εισόδου παίρνουν μηδενικές τιμές. Η εκπαίδευση μετά 

συνεχίζεται κανονικά.
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“Use pattern when testing/training, output when running”: To αντίγραφο 

της εξόδου παίρνει τιμές από το πρότυπο που ορίζεται στο σύνολο 

δεδομένων (επιθυμητή τιμή) και όχι από την πραγματική έξοδο του 

δικτύου. Η χρήση αυτής της επιλογής δεν συνιστάται.

“Always use output instead of pattern”: To αντίγραφο του επιπέδου 

εξόδου παίρνει τιμές από την πραγματική έξοδο του δικτύου. Η χρήση 

αυτής της επιλογής συνιστάται στους έμπειρους χρήστες, όταν 

επιθυμούν ένα είδος ανάδρασης στο δίκτυο.

Προσοχή: Το μαρκάρισμα μιας από τις παραπάνω επιλογές δεν 

ενεργοποιεί τη λειτουργία “Recurrent”, η οποία τίθεται σε λειτουργία 

μέσω της λειτουργίας “Change Network Size” του μενού “Connections’. 

“Modify Size While Training”: Οπως έχει αναφερθεί στο κεφάλαιο 4, η 

εύρεση του βέλτιστου αριθμού κόμβων στο κρυφό επίπεδο είναι ένα 

από τα μεγαλύτερα ερωτήματα στη θεωρία των νευρωνικών δικτύων. 

Για το λόγο αυτό ο “BrainMaker” παρέχει τη δυνατότητα χρήσης της 

σταδιακής ανάπτυξης (βλ. κεφ. 4) βάση της οποίας η διαδικασία 

εκπαίδευσης ξεκινά από ένα κατώτατο όριο κόμβων στο κρυφό 

επίπεδο και σταδιακά προστίθονται κόμβοι ανάλογα με την πορεία της 

εκπαίδευσης.

□ Add Neurons During Training:!
It, over 100 runs, RMS Error does not decrease by at least 0

Add a hidden neuron to layer(s): 
<§> Let BrainMaker Decide 
O All Hidden Layers At Once

O Each Hidden Layer In Turn 
O A Random Hidden Layer

G3 Number of hidden neuron in any layer is not to exceed | 8192

□ Prune Neurons As Training Completes:
When network trained, prune a neuron from a hidden layer and 
continue training, if any hidden layer has ίο I or more neurons

Ok Cancel

Σχήμα 7.30

Ο αρχικός αριθμός κόμβων κατά την εκκίνηση της διαδικασίας 

συνήθως υπολογίζεται με μια από τις μεθόθους του κεφαλαίου 4. Η
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προσθήκη των κόμβων γίνεται μαρκάροντας την επιλογή “Add 

Neurons During Training” (σχ. 7.30) βάση των εξής κριτηρίων: Στη 

φράση “Over Ν Runs” καθορίζουμε το ανά πόσους κύκλους 

εκπαίδευσης Ν θα συγκρίνεται η μεταβολή του λάθους RMS με την 

τιμή του που καθορίζεται στο τετράγωνο “RMS Error does not decrease 

by at least:”. Ο αριθμός στο τετράγωνο αυτό καθορίζει το πόσο πρέπει 

να μειωθεί το λάθος RMS σε Ν κύκλους, για να μη προστεθεί ένας 

νέος κόμβος. Συνήθως η τιμή αυτή τίθεται ίση με το μηδέν, που 

σημαίνει μηδενική βελτίωση του δικτύου. Η χρήση μιας μεγάλης τιμής 

στο πεδίο αυτό, έχει ως αποτέλεσμα την πολύ συχνή προσθήκη 

κόμβων.

Στην ομάδα επιλογών “Add a hidden neuron to layer(s)” καθορίζεται σε 

πιο ή σε πια κρυφά επίπεδα θα προστεθεί ο νέος κόμβος. Στην 

περίπτωση που το δίκτυο έχει μόνο ένα κρυφό επίπεδο η επιλογή αυτή 

δεν έχει κανένα νόημα. Στην αντίθετη περίπτωση ο χρήστης έχει τις 

εξής επιλογές:

• Να αφήσει τον “BrainMaker” να αποφασίσει το επίπεδο στο οποίο 

θα γίνει η προσθήκη, μέσω της επιλογής “Let BrainMaker Decide”.

• Να προσθέσει από ένα κόμβο σε όλα τα κρυφά επίπεδα μέσω της 

επιλογής “All hidden layers at once”.

• Ο πρώτος κόμβος να προστεθεί στο πρώτο κρυφό επίπεδο, ο 

δεύτερος στο δεύτερο κ.ο.κ.

• Τυχαία επιλογή του επιπέδου προσθήκης.

Με το μαρκάρισμα της επιλογής “Number of hidden neuron in any 

layer is not to exceed”, καθορίζεται ο μέγιστος επιτρεπτός αριθμός 

κόμβων για κάθε επίπεδο.

Αν το δίκτυο ολοκληρώσει τη διαδικασία της εκπαίδευσης και 

παρ’ όλα αυτά δεν ανταποκρίνεται ικανοποιητικά στα δεδομένα 

ελέγχου (κακές ιδιότητες γενίκευσης), τότε πιθανώς να έχουν 

χρησιμοποιηθεί πολλοί κρυφοί κόμβοι. Στην περίπτωση αυτή συμβαίνει 

απομνημόνευση των δεδομένων και όχι μάθηση. Ενας τρόπος
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αντιμετώπισης του προβλήματος αυτού είναι η επιλογή της 

λειτουργίας ‘Prune Neurons as Training Completes”. Με τη λειτουργία 

αυτή μετά την ολοκλήρωση της εκπαίδευσης, ο αλγόριθμος επιλέγει 

τον κόμβο με τα μικρότερα βάρη, τον αφαιρεί και συνεχίζει την 

εκπαίδευση μέχρι όλα τα κρυφά επίπεδα να έχουν ίσο ή μικρότερο 

αριθμό κόμβων από τον αριθμό που δηλώνεται στο επόμενο πεδίο.

“Connections”

Μέσω των λειτουργιών του μενού αυτού (σχ. 7.31α), ορίζεται η 

δομή (αρχιτεκτονική) του δικτύου και επηρρεάζονται διάφοροι 

παράμετροί του που αναλύονται παρακάτω.

Σχήμα 7.31α Σχήμα 7.31β

BrainMaker Professional ΓΕΤΗΝ
File Edit Operate Parameters 

Display Analyze 
Change Network Size...
Add Noise to Connections... j 
Randomize All Connections... j

Prune Small Connections...
Που ing * •

“Ghange Network Size”: Η επιλογή του επιτρέπει την τροποποίηση του 

αριθμού των κόμβων σε κάθε κρυφό επίπεδο, τον αριθμό των κρυφών 

επιπέδων, καθώς και τον αριθμό των αντιγράφων (Recurrent) κάθε 

επιπέδου, μέσω της φόρμας του σχήματος 7.31β. Η φόρμα συτή 

χωρίζεται σε τρία μέρη:

• Στο πρώτο γίνεται η ενεργοποίηση (αν είναι επιθυμητή) της 

λειτουργίας “Recurrent”. Στη δεύτερη στήλη αυτόματα 

αναγράφονται ο αριθμός των αυθεντικών εισόδων και ο αριθμός των 

επιπλέον εισόδων (λόγω του “Recurrent”), ενώ στην τρίτη στήλη ο 

αριθμός των συνδέσμων (το επίπεδο εισόδου δεν έχει καθόλου 

συνδέσεις).

• Στο δεύτερο, “Number of hidden”, καθορίζεται ο αριθμός των 

κρυφών επιπέδων, που παίρνει τιμές στο διάστημά [0, 6]. Σε
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περίπτωση μεταβολής του αριθμού αυτού το δίκτυο πρέπει να 

εκπαιδευτεί από την αρχή.

• Το τρίτο μέρος της φόρμας χωρίζεται σε τέσσερις στήλες. Στην 

πρώτη αναγράφεται ο αριθμός του κρυφού επιπέδου. Στη δεύτερη, ο 

αριθμός των κόμβων σε κάθε επίπεδο. Ο αριθμός των κόμβων των 

επιπέδων εισόδου και εξόδου συμπληρώνεται αυτόματα από το 

πρόγραμμα. Ο χρήστης καθορίζει μόνο τον αριθμό των κόμβων για 

κάθε κρυφό επίπεδο που επιθυμεί να χρησιμοποιήσει. Στην τρίτη 

στήλη αναγράφονται αυτόματα από το πρόγραμμα ο αριθμός των 

συνδέσμων σε κάθε επίπεδο. Στην τέταρτη στήλη εισάγεται ο 

αριθμός των αντιγράφων κάθε επιπέδου που θα χρησιμοποιηθούν ως 

είσοδοι στο δίκτυο, σε περίπτωση επιλογής της λειτουργίας 

“Recurrent”.

Recurrent: Επιτρέπει στο δίκτυο να θυμάται πληροφορίες από 

προηγούμενα δεδομένα, μέσω της προσθήκης επιπλέον κόμβων εισόδου, 

τα οποία δεν προέρχονται από το αρχείο εκπαίδευσης (“*.fct”) αλλά 

είναι αντίγραφα επιπέδων εισόδου, εξόδου, προτύπων, ή ακόμα και 

κρυφών επιπέδων που παίρνουν τιμές από τα προηγούμενα δεδομένα.

“Recurrent” με ένα αντίγραφο της εισόδου, οδηγεί σε δίκτυο με έξι 

κόμβους εισόδου.

αντιγράφων της εξόδου θα προσθέσει στην είσοδο του δικτύου 15 

κόμβους (#copies x #oi layer neurons).

Στην πλειοψηφία των περιπτώσεων η χρήση του “Recurrent” γίνεται 

με αντίγραφα των επιπέδων εισόδου ή εξόδου. Οι πιο έμπειροι χρήστες, 

ή όσοι ερευνούν πάνω σε ασυνήθιστες μεθόδους και αρχιτεκτονικές, 

χρησιμοποιούν και αντίγραφα των κρυφών επιπέδων. Η λογική πίσω 

από την ενέργεια αυτή δεν είναι ξεκάθαρη, όμως πιστεύεται ότι με τον 

τρόπο αυτό ενσωματώνουν στο δίκτυο ένα είδος ανάδρασης της 

λειτουργίας του.

,: Εστω δίκτυο με τρεις κόμβους εισόδου. Επιλογή του

Εστω δίκτυο με τρεις κόμβους εξόδου. Επιλογή πέντε
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“Add Noise to Connections”: Προσθέτει λευκό θόρυβο, με μια τυπική 

απόκλιση από τη μέση τιμή που εισάγεται από το χρήστη στο 

παράθυρο επικοινωνίας που εμφανίζεται κάτα την επιλογή της. Η 

προσθήκη θορύβου σε ένα ήδη εκπαιδευμένο δίκτυο επιτρέπει τον 

έλεγχο της ευαισθησίας του σε μελλοντικές μεταβολές. Η τιμή του 

θορύβου που εισάγεται συνήθως κυμαίνεται στο εύρος [0, 1]. Τιμές 

μεγαλύτερες της μονάδας, οδηγούν συνήθως στην αχρήστευση της 

εκπαίδευσης, ενώ τιμή ίση με το μηδέν αφήνει το δίκτυο αμετάβλητο. 

“Randomize all Connections”: Επιλέγεται στην περίπτωση που 

επιθυμείται επανεκπαίδευση του δικτύου από την αρχή, καθώς δίνει 

τυχαίες τιμές στα βάρη των συνδέσμων του, στο διάστημα [-8, 8].

“Prune Small Connections”: Η λειτουργία αυτή εφαρμόζεται στο ήδη 

εκπαιδευμένο δίκτυο με σκοπό να οδηγήσει σε καλύτερες ιδιότητες 

γενίκευσης. Η επιλογή της οδηγεί στη φόρμα του σχήματος 7.32.

Prune Small Connections
Prune When Less Than:

Layer 1 3S2H
— ~T—- 03 Lock To Zero

2 After Pruning

3 ____________

4 | Prune Network

5

6 |H Cancel 0 
Outpul 0.000

Σχήμα 7.32

Για κάθε επίπεδο ορίζεται μια τιμή στο εύρος [0, 8]. Ολοι οι σύνδεσμοι 

ενός επιπέδου με τιμές βαρών μικρότερες από αυτή που έχει επιλεγεί, 

τΐθονται ίσοι με μηδέν. Με το μαρκάρισμα της επιλογής ’’Lock to Zero 

After Prunning”, τα βάρη αυτά θα παραμείνουν μόνιμα στο μηδέν. 

Προσοχή: Μετά το κλάδεμα του δικτύου η εκπαίδευση πρέπει να 

συνεχιστεί μέχρι αυτό να φθάσει ξανά σε σύγκλιση. Το δίκτυο πρέπει 

να αποθηκευτεί πριν την έναρξη της διαδικασίας κλαδέματος, λόγω 

κινδύνου απώλειας σημαντικών παραμέτρων του. Αυτό μπορεί να γίνει
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αυτόματα μέσω της λειτουργίας “Periodically Save Network” του μενού 

“File”.

7.3.2 Εκπαίδευση του δικτύου

Η εκπαίδευση του δικτύου αποτελεί το επόμενο βήμα της 

σχεδίασης και γίνεται μέσω των λειτουργιών του μενού “Operate” ( σχ. 

7.33).

BrainMaker Professional ΓΕΤΗΝΙΚΙ5.Ι

Irain Network Ctrl+T
Test Network
Run Trained Network

i Get Next Fact Ctrl+G
Go to Fact...

Pause on Bad Fact Ctrl+B
Single Step Network Ctrl+Q

Hypersonic Train

Σχήμα 7.33 .

“Train Network”: Με την ενεργοποίηση της λειτουργίας αυτής ξεκινά 

η εκπαίδευση, με τα δεδομένα από το αρχείο “*.fct” να διαβάζονται με

τη σειρά από το δίκτυο. Οταν κάποιο από τα κριτήρια τερματισμού της 

εκπαίδευσης που έχουν ορισθεί μέσω της λειτουργίας “Training Control 

Flow” ικανοποιηθεί, η μάθηση τερματίζεται. Η εκπαίδευση μπορεί να 

διακοπεί προσωρινά με ενεργοποίηση οποιουδήποτε άλλου μενού του 

προγράμματος, ώστε ο χρήστης να προβεί σε μεταβολή παραμέτρων 

της. Η εκπαίδευση συνεχίζεται μόλις επιλεγεί ξανά η λειτουργία Train 

Network από το σημείο που διακόπηκε.

“Test NetworkΤο δίκτυο διαβάζει τα δεδομένα από το αρχείο 

ελέγχου (*.tst), ώστε να εκτιμηθεί η απόδωσή του σε στοιχεία πάνω 

στα οποία δεν έχει εκπαιδευτεί. Ο έλεγχος μπορεί να γίνει είτε κατά 

τη διάρκεια είτε στο τέλος της εκπαίδευσης. Η καλύτερη μέθοδος 

ελέγχου γίνεται μέσω της λειτουργίας “Testing While Training” η 

οποία πραγματοποιεί περιοδικό έλεγχο καταγράφοντας τα στατιστικά

αποτελέσματα στο αρχείο “*.sta”.
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“Run Trained Network”: Αφορά τη χρήση του ήδη εκπαιδευμένου 

δικτύου για τη διενέργεια προβλέψεων και αναλύεται στην παράγραφο 

7.3.3.

“Ger Next Fact”: Με τη λειτουργία αυτή το δίκτυο διαβάζει μόνο ένα 

(το επόμενο) δεδομένο από το αρχείο εκπαίδευσης (“*.fct), και σταματά 

τη διαδικασία μάθησης περιμένοντας ξανά την ενεργοποίηση της 

λειτουργίας για να προχωρήσει στο επόμενο.

“Go to Fact”: Διαβάζει εκείνο το δεδομένο από το αρχείο εκπαίδευσης 

του οποίου ο αριθμός ορίζεται από τον χρήστη στο παράθυρο 

επικοινωνίας που εμφανίζεται κατά την ενεργοποίηση της λειτουργίας. 

“Pause on Bad Fact”: Προκαλεί παύση της διαδικασίας εκπαίδευσης σε 

κάθε κακό δεδομένο (σφάλμα εκτός των ορίων ανοχής). Η χρήση της 

λειτουργίας αυτής συνίσταται μόνο προς το τέλος της εκπαίδευσης, με 

σκοπό την εύρεση και αφαίρεση διανυσμάτων μη συμβατών με την 

πλειοψηφία (“malicious vectors”).

“Single Step Networ": Εκτελεΐ βηματικά τη διαδικασία εκπαίδευσης, 

ελέγχου και δοκιμής.

“Hypersonic Training”: Εκτελεί τη διαδικασία εκπαίδευσης με ένα νέο 

αλγόριθμο 100 ως 1000 φορές γρηγορότερο από τον “Back Propagation”. 

Το μειονέκτημα του είναι η μεγάλη πιθανότητα αποτυχίας του 

(περίπου 35%).

7.3.3 Χρήση του εκπαιδευμένου δικτύου για διενέργεια 

προβλέψεων

Με την ολοκλήρωση της εκπαίδευσης, η διαδικασία σχεδίασης 

του δικτύου έχει ολοκληρωθεί. Η εκμετάλλευσή του δηλαδή η χρήση 

του για τη διενέργεια προβλέψεων μπορεί να γίνει με έναν από τους 

παρακάτω τρόπους:

• Από το μενού “File” επιλέγεται “Select Fact File”. Στο πεδίο που 

ζητείται το αρχείο δοκιμής (“Runing Fact File”) εισάγεται το αρχείο 

με τα δεδομένα εισόδου που δημιουργήθηκε στον “NetMaker” με
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κατάληξη “*.in”. Από το μενού “File” ενεργοποιείται η λειτουργία 

“Write Facts to File”. Οι “default” επιλογές που περιέχονται στην 

φόρμα που εμφανίζεται γίνονται αποδεκτές με το πλήκτρο “ΟΚ”. Με 

τον τρόπο αυτό δημιουργείται ένα αρχείο με κατάληξη “.out” στο 

οποίο θα εγγραφούν οι είσοδοι και οι αντίστοιχες προβλέψεις που 

έδωσε το δίκτυο. Η εγγραφή γίνεται με την επιλογή της λειτουργίας 

“Run Trained Network” του μενού “Operate”.

• Εναν πολύ εύχρηστο τρόπο εισαγωγής των δεδομένων εισόδου και 

εξαγωγής της πρόβλεψης αποτελεί η χρήση της εντολής “Copy” του 

μενού “Edit7. Με την ενεργοποίηση του “Copy” αυτόματα 

διαβάζονται τα δεδομένα εισόδου από το αρχείο “*.in”. Το δίκτυο 

πραγματοποιεί την πρόβλεψη και την τοποθετεί στον “Clipboard”. Η 

πρόβλεψη τώρα μπορεί να τοποθετηθεί εύκολα σε μια οποιοδήποτε 

εφαρμογή “spreadsheet”, π.χ το Excel, με το πάτημα του πλήκτρου 

“Paste” της εφαρμογής.

• Η χρήση της λειτουργίας “Paste” του μενού “Edit”, αποτελεί την πιο 

βολική μέθοδο, καθώς δεν απαιτεί ούτε τη δημιουργία του αρχείου 

δοκιμής “*.in”. Σε ένα οποιοδήποτε “spreadsheet”, π.χ στο Excel, 

εισάγονται τα δεδομένα εισόδου. Με την εντολή “Copy” του Excel 

τα δεδομένα αυτά μεταφέρονται στον “Clipboard”, διαβάζονται από 

το δίκτυο μέσω της εντολής “Paste” του “BraiMaker” και 

τοποθετείται αυτόματα η απόκριση του δικτύου (έξοδος), ξανά στον 

“Clipboard”. Με την εντολή “Paste” του Excel μπορούμε πλέον να 

διαβάσουμε την πρόβλεψη από το “spreadsheet”.

7.3.4 Παρακολούθηση και αξιολόγηση τον δικτύου 

Ο “BrainMaket” παρέχει τη δυνατότητα οπτικής 

παρακολούθησης της διαδικασίας εκπαίδευσης μέσω γραφικών 

παραστάσεων και ιστογραμμάτων ώστε να ανιχνεύονται γρήγορα 

τυχούσες ανωμαλίες, καθώς και τη δυνατότητα αξιολόγησης των 

χρησιμοποιούμενων εισόδων μέσω αναλύσεων ευαισθησίας. Οι
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εργασίες αυτές πραγματοποιούνται από τις λειτουργίες των μενού 

“Display” και “Analyze” (σχ 7.34α και 7.34β).

BrainMaker Professional ΓΕΤ
File Edit Operate 

| Parameters Connections
jAnalyze

1 Enable Display "Ctrl+D jjnl
I Show Histograms Ctrl+H i
| .Network Progress Display 11
1 v Display Parameters
| ν' Display Statistics 1
| Refresh Display Ctrl+R j
| Edit Network Display... ---------j I

s BrainMaker Professional fETHNIKI5.NET|
File Edit Operate Parameters Connections 
Display W

Vary-One-Input Graph,.. 
Vary-Two-Inputs Contour Plot- 
Sensitivity of All Inputs 
Report File: Pairs of Inputs...
All Inputs, Multiple Facts...

Σχήμα 7.34β

Learn: I 
Good: 0

“Display”

“Enable Display'”: Ενεργοποιεί ή απενεργοποιεί την εμφάνιση των 

ονομάτων των εισόδων και των εξόδων του δικτύου. Ο μόνος λόγος 

απενεργοποΐησής αυτών, είναι η μικρή αύξηση της ταχύτητας του 

επεξεργαστή και κατά συνέπεια της διαδικασίας εκπαίδευσης.

“Show Histograms”: Επιτρέπει την παρακολούθηση της εξέλιξης των 

τιμών των βαρών του δικτύου κατά την πορεία της εκπαίδευσης, με τη 

χρήση ιστογραμμάτων. Εμφανίζει δυο ιστογράμματα (σχ. 7.35). Ενα στα 

αριστερά ή στην κορυφή της οθόνης, που απεικονίζει την κατανομή 

των βάρών των συνδέσμων στο εύρος [-8, 8] μεταξύ του επιπέδου 

εισόδου και των κρυφών επιπέδων και ένα στα δεξιά ή κάτω στην, 

οθόνη που απεικονίζει την κατανομή των βαρών μεταξύ των κρυφών 

επιπέδων και του επιπέδου εξόδου. Τα ιστογράμματα αυτά είναι 

σημαντικά για την αξιολόγηση της κατάσταστης του δικτύου κατά την 

εξέλιξη της εκπαίδευσης και η ερμηνεία τους γίνεται βάση των εξής 

κανόνων:
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Σχήμα 7.35

Αν τα βάρη είναι συγκεντρωμένα στο κέντρο του ιστογράμματος 

(κατανέμονται κανονικά γύρω από το μηδέν) το δίκτυο έχει πολλές 

δυνατότητες βελτίωσης στο υπόλοιπο της εκπαίδευσης.

Αν ένας μεγάλος αριθμός βαρών συγκεντρώνεται στα δυο άκρα του 

(τιμές περίπου ίσες με ±8) και το δίκτυο έχει πολλά δεδομένα 

εκπαίδευσης να μάθει, η συνέχιση της εκπαίδευσης είναι πιθανότατα 

μάταιη.

Γενικά στα πρώτα στάδια της εκπαίδευσης τα βάρη πρέπει να είναι 

συγκεντρωμένα στο κέντρο του διαγράμματος και όσο αυτή 

εξελίσσεται να κατανέμονται σχεδόν ομοιόμορφα σε όλο το εύρος [-8,

8],

Στην περίπτωση που γίνει αντιληπτό ότι στα πρώτα στάδια της 

εκπαίδευσης κάποια βάρη αποκτούν μεγάλες τιμές, συνιστάται η χρήση 

της επιλογής “Heavy Weights” της φόρμας “Learning Setup” που 

αναπτύχθηκε παραπάνω.

“Network Progress DisplayΕμφανίζει στην οθόνη δυο γραφήματα (σχ. 

7.36) που βοηθούν στην οπτική παρακολούθηση της προόδου της 

εκπαίδευσης. Τα γραφήματα αυτά, ενημερώνονται στο τέλος κάθε 

κύκλου εκπαίδευσης.

Το ιστόγραμμα παριστάνει την κατανομή του λάθους σε ένα κύκλο. Το 

λάθος για κόμβο, ορίζεται ως η απόλυτη τιμή της διαφοράς μεταξύ 

επιθυμητής και προβλεπόμενης τιμής. Ο οριζόντιος άξονας παριστάνει
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την τιμή του λάθους, ένω ο κάθετος τον αριθμό των λαθών που 

αντιστοιχούν στην τιμή αυτή.

BrainMaker Professional ΓΕΤΗΝΙΚΙ8.ΝΕ
file Edit Operate Parameters Connections Display Analyze

Waiting Facts: ETHNIKIS.fct Learn: 0.000 Tolerance: 0.100
Fact: 0 Total: 10067 Bad: 0 Last: 0 Good: 0 Last: 0 Run: 45

SEE

Network Progress ■ zi
30

0 . . .

0.3215

0.0660

0.000____ ______0.500___ .1.000
— 1

1 !L...... I i :
I

Runs 1 to 200 shown !

Σχήμα 7.36

To δεύτερο γράφημα παριστάνει την πρόοδο του μέτρου λάθου RMS 

(“Root Mean Sqared”). Γενικά η εκπαίδευση προχωρά ομαλά όταν από 

κύκλο σε κύκλο οι τιμές του λάθους συγκεντρώνονται στο δεξΐ μέρος 

του ιστογράμματος και η τιμή του λάθους RMS μειώνεται τείνοντας 

στο μηδέν.

“Display ParametersΕνεργοποιεί ή απενεργοποιεί την εμφάνιση των 

παραμέτρων μάθησης στην δεύτερη γραμμή της οθόνης του 

“BrainMaker” (σχ. 7.36).

“Display Parameters”: Ενεργοποιεί ή απενεργοποιεί την εμφάνιση των 

στατιστικών μάθησης στην τρίτη γραμμή της οθόνης του “BrainMaker” 

(σχ. 7.36).

“Edit Network Display”: Καθορίζει σε πιο σημείο της οθόνης και με πιο 

συμβολισμό θα εμφανίζονται τα επίπεδα και τα πρότυπα του δικτύου 

στην οθόνη του “BrainMaker”, μέσω της φόρμας του σχήματος 7.37. Η 

φόρμα είναι χωρισμένη σε πέντε στήλες:
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Σχήμα 7.37

Η πρώτη στήλη αναφέρεται στο είδος του επιπέδου (τα στοιχεία 1 ως 6 

αναφέρονται στα έξι κρυφά επίπεδα που μπορεί να χρησιμοποιηθούν). 

Στα πεδία της δεύτερης στηλης εισάγεται η μορφή με την οποία θα 

εμφανίζεται το αντίστοιχο επίπεδο. Τα δεδομένα του κάθε κόμβου 

μπορεί να μην εμφανίζονται καθόλου, ή να εμφανίζονται ως αριθμοί, 

ως εικόνες, ως μεταβαλλόμενες μπάρες κ.ο.κ. (σχ. 7.37).

Η τρίτη στήλη, “From Row-Column”, καθορίζει τη συντεταγμένη στην 

οθόνη από την οποία θα ξεκινά η εμφάνιση του κάθε επιπέδου. Για 

παράδειγμα, η θέση Row=0. Col=0, αντιστοιχεί στην πάνω αριστερή 

γωνία της οθόνης.

Η τέταρτη στήλη, “Size Row-Col”, καθορίζει πόσες γραμμές και πόσες 

στήλες θα χρησιμοποιηθούν για την παρουσίαση του κάθε επιπέδου. 

Τέλος, η πέμπτη στήλη καθορίζει πόσα κενά θα τοποθετηθούν μεταξύ 

δυο διαδοχικών γραμμών του κάθε επιπέδου.

“Analyze”

Οι λειτουργίες του μενού αυτού (σχ. 7.34β), εφαρμόζονται σε ένα 

ήδη εκπαιδευμένο δίκτυο, έτσι ώστε να εκτιμηθεί η ευαισθησία των 

εξόδων του, στις μεταβολές των εισόδων του. Τα αποτελέσματα
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παριστάνονται γραφικά ή καταγράφονται σε αρχεία, από τη μελέτη 

των οποίων μπορούν να εξαχθούν πολύτιμες πληροφορίες σχετικά με 

την ικανότητα πρόβλεψης που έχουν οι ανεξάρτητες μεταβλητές 

(είσοδοι) που χρησιμοποιήθηκαν, στις εξαρτημένες μεταβλητές (έξοδοι), 

έτσι ώστε να διατηρηθούν αυτές· που πραγματικά συνεισφέρουν και να 

αντικατασταθούν οι υπόλοιπες.

Προσοχή: Πριν από τη χρήση των λειτουργιών αυτού του μενού - 

εκτός της “All Inputs, Multiple Facts” - το δίκτυο πρέπει να διαβάσει 

ένα δεδομένο εκπαίδευσης μέσω των λειτουργιών “Get Next Fact” ή 

“Go to Fact”, του μενού “Operate”.

“Vary-One-Input Graph”: Με την επιλογή αυτή εμφανίζεται η φόρμα 

του σχήματος 7.38α, μέσω της οποίας δημιουργείται γράφημα που 

παριστάνει την απόκριση της εξόδου του δικτύου όταν ένας κόμβος 

εισόδου μεταβάλλεται σε όλο το δυνατό εύρος τιμών του, κρατώντας 

τις τιμές των άλλων κόμβων εισόδου σταθερές.
7; Hr>rinMdi'«riM*»IMHkt»f EBB
"°< ___________________________________________________________________________________________ I

Close

-€.0006.

-0.0013

0.0019

0.0026.

-0.0032

-0.0039

0.0045

-0.0052

. - —

15 (Volume *0.9390 1.4;
Volume: A

46 3J4
.9099 Ck

«2
ise: -0.001

ιΓΈ!
15 155 l0·' 29 131 02 Ts 7fi ιέ.

Σχήμα 7.38α Σχήμα 7.38β

Στο σχήμα 7.38β φαίνεται πως κινείται ' η μεταβολή της τιμής 

κλεισίματος της “Εθνικής” τη χρονική στιγμή t, για μεταβολές του 

όγκου συναλλαγών της, της χρονικής στιγμής (t-Ι) από -0.91 εως 18.05 

σε ένα στοιχειώδες δίκτυο που προσπαθεί να προβλέψει την μεταβολή 

κλεισίματος της επόμενης μέρας χρησιμοποιώντας ως εισόδους τις 

μεταβολές, του όγκου συναλλαγών, της σημερινής τιμής, της σημερινής 

τιμής ενός κινητού μέσου δυο ημερών και της τιμής της προηγούμενης 

μέρας.
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Η συμπλήρωση της φόρμας του σχήματος 7.38β, γίνεται βάση των 

οδηγιών που δόθηκαν για τη λειτουργία “Plot File: Vary One Input” 

του μενού “File”. Τα χαρακτηριστικά του γραφήματος, καθορίζονται 

από τις φόρμες των σχημάτων 7.7β και 7.8.

“Vary-Two-Inputs Contour PlotΗ επιλογή αυτή επιτρέπει την 

παρακολούθηση της εξόδου με ταυτόχρονη μεταβολή δυο εισόδων σε 

όλο το εύρος των τιμών τους.

3 Vary-Two-Inputs Contour Plot

Input Neuron To Use For X-Axis: [j

Input Neuron To Use For Y-Axis: 2

Output Neuron For Contour Plot: 1 

Number of color bands: 4

! Create Plot Cancel

Σχήμα 7.39α Σχήμα 7.39β

Στη φόρμα του σχήματος 7.39α ορίζονται με τη σειρά: Ο αριθμός του 

κόμβου εισόδου που θα παρασταθεί στον άξονα X, ο αριθμός του 

κόμβου εισόδου που θα παρασταθεί στον άξονα Υ, ο αριθμός του 

κόμβου εξόδου του οποίου η απόκριση επιθυμείται να ερευνηθεΐ και 

τέλος ο αριθμός των χρωμάτων που θα παραστήσουν το εύρος της 

μεταβολής της εξόδου (σχ. 7.39β). Το χρώμα που εμφανίζεται πρώτο 

στην οθόνη αντιστοιχεί στη χαμηλότερη τιμή της εξόδου, ενώ αυτό που 

εμφανίζεται τελευταίο την υψηλότερη. Για παράδειγμα έστω ότι δυο 

από τις εισόδους ενός δικτύου μεταβάλλοντας με αποτέλεσμα η έξοδός 

του να μεταβληθεί στο εύρος [15, 75]. Η επιλογή τεσσάρων χρωμάτων 

έχει ως αποτέλεσμα, οι περιοχές χρώματος 1 να αντιστοιχούν στο 

εύρος [15, 29] των τιμών της εξόδου, χρώματος 2 στο [30, 44], χρώματος 

3 στο [45, 59] και χρώματος 4 στο [60, 75].

“Sensitivity of All Inputs”: Η επιλογή αυτή λειτουργεί ως εξής: Το 

δίκτυο διαβάζει ένα δεδομένο εκπαίδευσης, με τη λειτουργία “Go to

Fact”. Μετά μεταβάλλει την τιμή κάθε κόμβου εισόδου κατά ±10% του 

εύρους της και κατασκευάζει ένα ιστόγραμμα που δείχνει τη επίδραση
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το δεδομένο εκπαίδευσης που επιλέχθηκε αυτή η είσοδος ήταν η πιο 

σημαντική στον καθορισμό της τιμής του κόμβου εξόδου.

BrainMaker Profession
j File Edit Operate
l Parameters Connections

Display Analyze
·: =*! Fact: 45 Output: Close 
Pilune: 1Π
I Close 
I Mooing 
; Lag<i>

Σχήμα 7.40

Στο σχήμα 7.40 φαίνεται ότι από τις εισόδους που χρησιμοποιήθηκαν 

για την πρόβλεψη της τιμής της “Εθνικής” τη χρονική στιγμή (t+Ι), η 

τιμή κλεισίματος τη χρονική τιμή t (είσοδος “close”) επιδρά 

περισσότερο στη διαμόρφωση της πρόβλεψης και μάλιστα αρνητικά.

“Report File: Pairs of Inputs”: Η επιλογή αυτή ζητά αρχικά τον 

καθορισμό του ονόματος ενός αρχείου με κατάληξη “.rpt”. Στο αρχείο 

αυτό θα καταγραφεί η αναφορά των αποτελεσμάτων που προκύπτουν

στην έξοδο με μεταβολή κάθε εισόδου, τόσο ξεχωριστά όσο και σε

ζευγάρια, κατά ±10% του εύρους της. Το αρχείο αναφοράς μπορεί να 

διαβαστεί ως αρχείο “txt” από οποιοδήποτε “Editor” και έχει τη μορφή 

του σχήματος 7.41. Τα αρχείο αυτό χωρίζεται σε πέντε τμήματα και 

παρέχει τις εξής πληροφορίες:

Στο πρώτο τμήμα “Fact Number:” (σχ. 7.41) αναφέρεται ο αριθμός του 

δεδομένου εκπαίδευσης που διαβάστηκε με την λειτουργία “Go to 

Fact” και πάνω στο οποίο στηρίχτηκε η ανάλυση.

Στο δεύτερο τμήμα υπάρχει μια γραμμή για κάθε έξοδο και αναφέρεται 

η τιμή της για το δεδομένο που έχει επιλεχθεί.

Στο τρίτο τμήμα δίνονται με τη σειρά οι είσοδοι (αριθμός # και όνομα 

εισόδου) με τη μεγαλύτερη επίδραση στην έξοδο (το πρόσημο μπροστά 

από τον αριθμό φανερώνει το είδος της συσχέτισης εισόδου - εξόδου).
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Σχήμα 7.41

Η τελευταία στήλη του τρίτου τμήματος, “Avg. Change”, δείχνει τη 

μέση μεταβολή της εξόδου όταν η συγκεκριμένη είσοδος μεταβληθεί 

κατά+10% και -10%. (προκύπτει από το άθροισμα των απολύτων τιμών 

των στοιχείων των στηλών “+10%” και “-10%” και διαίρεση του 

αποτελέσματος με το δύο).

Στο τέταρτο τμήμα αναφέρονται τα ζευγάρια εισόδων με την 

μεγαλύτερη επίδραση στην έξοδο. Η στήλη “Change by” δείχει το ποσό 

μεταβολής της αρχικής τιμής της εξόδου (0.0038), όταν π.χ η είσοδος 

“Moving” μεταβληθεί κατά -10% και η “Close” κατά +10% (σχ. 7.41). 

Τέλος το πέμπτο τμήμα φανερώνει τη μέση μεταβολή της εξόδου όταν

κάθε είσοδος μεταβληθεί κατά ±10% (οι τιμές είναι ίδιες με αυτές της 

στήλης “Avg. Change” του τρίτου τμήματος.

“All inputs: Multiple Facts...”: Μέσω της επιλογής αυτής εμφανίζεται 

αρχικά η φόρμα του σχήματος 7.42 που ζητά τη δημιουργία ενός 

αρχείου με κατάληξη “*.anz” στο οποίο θα αποθηκευτούν τα 

αποτελέσματα της ανάλυσης. Η λειτουργία αυτή ενεργεί στο σύνολο 

των δεδομένων του αρχείου εκπαίδευση.

Σχήμα 7.42
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2. “AbsMax” (Absolute maximum sensitivity): Δίνει τη μεγαλύτερη 

μεταβολή (θετική ή αρνητική) που η συγκεκριμένη είσοδος 

προκάλεσε στην έξοδο, στο σύνολο των δεδομένων εκπαίδευσης. 

Μικρή τιμή αυτής της μεταβλητής σημαίνει ότι η συγκεκριμένη 

είσοδος δεν επηρρεάζει σημαντικά την έξοδο.

3. “Mean” (Mean sensitivity): Δίνει τη μέση μεταβολή που προκαλεί η 

συγκεκριμένη είσοδος στην έξοδο. Απο την τιμή αυτή φαίνεται 

αμέσως το είδος της συσχέτισης εισόδου-εξόδου (θετική ή αρνητική) 

και η δύναμή της.

4. “AbsMean” (Mean of the absolute sensitivity): Δίνει τη μέση απόλυτη 

μεταβολή που προκαλεί η συγκεκριμένη είσοδος στην έξοδο. 

Πληροφορεί για τη δύναμη επίδρασης της εισόδου στην έξοδο χωρίς 

να δείχνει και τη φορά της.

5. “Sdev” (Standard Deviation): Δίνει την τυπική απόκλιση των 

μεταβολών της εξόδου για όλα τα δεδομένα από τη μέση τιμή της. 

Μικρή τιμή της μεταβλητής αυτής σημαίνει ότι η πλειοψηφία των 

δεδομένων εκπαίδευσης προκάλεσε περίπου την ίδια μεταβολή στην 

έξοδο.

• Το δεύτερο τμήμα δίνει τη μέση μεταβολή της εξόδου για όλα τα 

δεδομένα εκπαίδευσης, όταν κάθε μια από τις εισόδους μεταβληθεί 

κατά ±10%.

• Τέλος το τρίτο τμήμα δίνει τις σχέσεις που έχει κάθε είσοδος με το 

μέσο όρο όλων των έξόδων. Στην περίπτωση δικτύου μιας εξόδου οι 

τιμές της συμπίπτουν με τη στήλη “AbsMean” του δεύτερου 

τμήματος.
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Πιο συγκεκριμένα κάθε είσοδος μεταβάλλεται κατά ±10% για όλα τα 

δεδομένα του αρχείου εκπαίδευσης. Για παράδειγμα, το δίκτυο θα 

διαβάσει το δεδομένο #1 θα μεταβάλλει την είσοδο #1 και θα 

καταγράψει την απόκριση του δικτύου. Στη συνέχεια θα διαβάσει το 

δεδομένο #2, θα μεταβάλλει την είσοδο #1 κ.ο.κ. Μετά τη μεταβολή της 

εισόδου #1 για όλα τα δεδομένα, το δίκτυο μεταβάλλει κατά τον ίδιο 

τρόπο και τις υπόλοιπες εισόδους. Με τον τρόπο αυτό προκύπτει ένα 

αρχείο της μορφής του σχήματος 7.43.

Σχήμα 7.43

Το αρχείο μπορεί να διαβαστεί με τη μορφή αρχείου “txt” από 

οποιοδήποτε Editor (στην περίπτωση του σχήματος 7.43 διαβάστηκε 

από το Word). Χωρίζεται σε τρία τμήματα που το καθένα παρέχει τις 

εξής πληροφορίες:

• Το πρώτο τμήμα δίνει τις γενικές σχέσεις μεταξύ κάθε μιας από τις 

εισόδους με την έξοδο για όλα τα δεδομένα του αρχείου εκπαίδευσης. 

Οι είσοδοι διατάσσονται από πάνω προς τα κάτω ανάλογα με τη μέση 

ευαισθησία τους, ξεκινώντας από την πιο θετική στην πρώτη σειρά και 

τελειώνοντας με την πιο αρνητική στην τελευταία (σχ. 7.43). Οι τιμές 

των σχέσεων μεταξύ εισόδων και εξόδου που καθορίζονται είναι:

1. “AbsMin” (Absolute minimum sensitivity): Δίνει τη μικρότερη 

μεταβολή (θετική ή αρνητική) που η συγκεκριμένη είσοδος 

προκάλεσε στην έξοδο, στο σύνολο των δεδομένων εκπαίδευσης.
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